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amaglanmugtir,

Bu ¢alismada, dnce Deutsche Welle haber sitesindeki metinler ve 6zetler kullanarak bir Tiirkce
haber veri seti (THV) toplanmistir. Soyutlayici metin 6zetleme igin sekanstan sekansa mimaride
derin bir model gelistirilmistir. Modelimiz, dikkat katmanli kelime gommeleri kullanarak
egitilmis ¢ift yonlii bir LSTM modelidir. Tiirk¢e dilindeki modelimizin performanst hem
Wikipedia hem de THV’deki kelimeler kullanilarak egitilmis kelime vektorleri ile ayr1 ayn
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With the rapid development in technologies that affect our daily lives amount of virtual data has
increased considerably. This has also caused an excessive increase in useful information.
Evidently this excessive increase has complicated the process of accessing this useful
information. With text summarization these complications are aimed to be overcome. This
study’s intention is to preserve the core information and simplify the way this information is

expressed.

In this context, firstly a Turkish news dataset (TND) using the texts and their summaries in
Deutsche Welle news web site are collected. A deep sequence to sequence generation model for
abstract text summarization are developed. Our model is an attention based bidirectional LSTM
model that we trained using word embeddings. The performance of this model in Turkish by
training word vectors using the words from Wikipedia and TND are separately evaluated. The
performance of our model with ROUGE-1 metric is 40.90 in TND. In order to verify our model,
additional experiments with the GigaWord and CNN/Daily Mail datasets, which are frequently
used datasets for summarizing texts in English language are conducted. Comparable results with
the state-of-the-art methods in these datasets were obtained. Our dataset will be made publicly

available soon.
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1. GIRIS

1.1 Amacg

Tirkge dilinde soyutlayici metin 6zetleme konusunda g¢alisma bildigimiz kadariyla
bulunmamaktadir. Bu ¢alisma bu alanda ilk ¢alisma olacaktir. Tezin hedefleri:

e Ozgiin bir Tiirkce veri seti olusturulmasi

e Bu veri setinin kullanilarak kelime vektor temsillerinin ¢ikarilmasi

e Tiirkgce metinler i¢in, dikkat katmanli bir kodlayici-kod ¢oziicii metin 6zetleme

modelinin gelistirilmesi

1.2 Metin Ozetleme

Giiniimiizde teknolojinin hizli gelismesi ve hayatimizin her alanma girmesiyle
cevremizdeki veri miktari teknolojinin hiziyla orantili olacak sekilde artmistir. Meydana
gelen bu biiyiik veri, veri madenciligi caligsmalarini arttirmis ve verileri islemek i¢in
cesitli yontemler gelistirilmistir. Bu yontemler incelendiginde, metinleri isleyebilmek
icin oOnce kelimeler incelenmistir. Kelime isleme amaciyla da bircok yontem

gelistirilmistir. Fakat bu yontemlerden ¢ok azi Tiirkge dili i¢in de kullanilabilmektedir.

Otomatik metin 6zetleme, bir metnin anlaml ve asil bilgiyi koruyan sadelestirilmis bir
halidir. Internette bulunan haber metinlerinin baslklari, televizyondaki yaymlarin
akiglari, bir kitap hakkinda verilen aciklayici bilgiler metin 6zetlemeye 6rnek olarak

verilebilir.

Otomatik metin Ozetleme sistemlerine asagidaki sebeplerden dolay:1 ihtiya¢ vardir

(Torres-Moreno 2014):

e Ozetler okuma siiresini azaltir.
e Bir konu arastirilirken, istenilen belgenin se¢imini kolaylastirir.

e Metin 6zetleme sistemleri, insanlara gére daha nesnel 6zet ¢ikarir.



Otomatik metin 6zetleme sistemleri birkag farkli kategoriye ayrilabilir. Girdi tipine
gore, amacina gore ve ¢ikti tipine gore. Girdi tipine gore tek veya ¢oklu belge (Zajic vd.
2008), amacina gore genel, alana 6zgii veya sorgu tabanli (Gong ve Liu 2001, Dunlavy
vd. 2007, Wan 2008, Ouyang vd. 2011), ¢ikt1 tipine gore ayiklayici (extractive) veya
soyutlayic1 (abstractive) (Gambhir ve Gupta 2017) olarak smiflandirilabilir. Bu

calismada amag, ¢ikt1 tipine gore soyutlayici bir 6zetleme sistemi gelistirmektir.

1.2.1 Ayiklayic1 6zetleme

Ayiklayict Ozetlerde, metinde 6nemli olan kelimeler veya ciimleler segilir. Segilen
climlelerden bir metin olusturulur. Bir metin okurken énemli oldugu diisiiniilen yerlerin
altimin ¢izilmesi gibi disiiniilebilir. Ayiklayict 6zetleme tekniklerinde; Luhn’un
algoritmast (Luhn 1958), gizli anlamsal analiz (LSA) (Landauer ve Dumais 1997),
textrank (Mihalcea ve Tarau 2004) ve lexrank (Erkan ve Radev 2004) gibi algoritmalar

kullanilmaktadir.

1.2.2 Soyutlayic1 6zetleme

Soyutlayict 6zetler, verilen konu ile ilgili yeni bir metin iiretmeye dayanan tekniklerdir.
Soyutlayict 6zetleme, insanin manuel olarak Ozetlemesine benzer bir Ozetlemedir.
Ozetlenmek istenen metin okunur ve akilda kalan bilgilerle 6zet yeniden yazilir. Boyle
bir 6zetleme i¢in yapay sinir aglart kullanilabilir. Tez kapsaminda, derin §grenme
yontemleri incelenmis ve tekrarlayan sinir agi (RNN) modelinin 6zel bir hali olan uzun
kisa-siireli bellek (LSTM) kullanilarak bir metin 06zetleme c¢alismasi yapilmistir.

Calismanin sonuglart ROUGE metrikleri ile degerlendirilmistir.



2. ILGILI CALISMALAR

Metin oOzetleme, temelde ayiklayici ve soyutlayicti olmak iizere iki yoOntemle

gergeklestirilmistir.

Aragtirmacilar, kendi bakis agilariyla 6zetleme nedir sorusuna cevap vermislerdir.
Sparck Jones 6zeti, "kaynak yazidaki 6nemli noktalarin segilip genellestirilerek igerigin
indirgenmesi yoluyla 6zet yaziya doniistiiriilmesi" olarak tanimlamaktadir (Jones 1999).
Hovy 6zeti, "bir veya daha fazla yazidan derlenmis, orijinal yazilardan énemli bilgiler
aktaran, orijinal yazilarin yarisindan daha uzun olmayan ve genellikle bundan ¢ok daha

kisa olan yaz1" olarak tanimlamistir (Hovy 2005).

Luhn'un otomatik metin 6zetleme hakkindaki ilk ¢alismalarina baglamasindan bu yana
50 yildan fazla zaman gegmistir (Luhn 1958). Genellikle arastirmacilar tarafindan atifta
bulunulan otomatik metin 6zetleme sistemini tanimlayan en eski yaymdir. Luhn’un
yontemi, yiiksek ve diisiik frekanslhi kelimeleri goz ardi ederek ciimlelerin Ozete
uygunlugunu degerlendirmek igin terim sikligr (TF) ve terim filtrelemesini kullanir.
Luhn’un yoOntemine gore climleler, ciimleleri iceren Onemli terimlerin sayisi ile
puanlanir. Ciimleler puanlarina gore siralanir ve yiiksek puanli birkag ciimle 6zet olarak

segilir.

Edmundson (1969) tarafindan otomatik metin Ozetleme igin yeni bir algoritma
gelistirilmistir. Edmundson’un algoritmasi, yiiksek frekansl kelimelere odaklanmanin
yaninda ii¢ bilesene daha odaklanir: (1) Pragmatik kelimeler (isaret kelimeler), (2)
Baslik ve baslik kelimeleri, (3) Yapisal gostergeler (ciimledeki kelimelerin konumlari).
Aragtirma, bir isletim sistemi ve bir arastirma metodolojisi ile sonuglanmistir.
Ayiklayict sistemi, yukaridaki dort bilesenin etkisini kontrol etmek ve degistirmek igin
parametre degisikligi yapmaktadir. Arastirma metodolojisi, gerekli sozliiklerin
derlenmesi, kontrol parametrelerinin ayarlanmasi ve otomatik ayiklayicilarin manuel
olarak f{iretilen ayiklayicilarla karsilastirmali degerlendirilmesi icin prosediirleri

icermektedir. Sonuglar, ii¢ yeni bilesenle daha iyi 6zetleme yapildigini gdstermistir.



Rush vd. (1971) makalelerden ciimle segerken veya kaldirirken isaret kelimeler
yontemini, kelimelerin climle i¢indeki konumu kullanma yontemini, baglamsal ¢ikarim,
frekans Olgiitlerini ve tutarlilik Olgiitlerini dikkate alan Otomatik Belge Soyutlama
Yontemini (ADAM) tasarlamiglardir. Cogu otomatik 6zetleme yontemi bu yontemden
iki 6onemli agidan farklilik gdstermektedir. Ciimle se¢imi ve reddi igin temel olarak
istatistiksel kriterlere dayanmaktadir ve cilimleler secerek Ozetleme yapmak igin
tasarlanmistir. Buna karsilik, ADAM istatistiksel verileri yalnizca g¢evresel olarak
kullanmaktadir ve segim yerine ciimle reddi i¢in tasarlanmistir. ADAM'da, ciimle reddi
ve secimi esas olarak isaret kelimelerinin kullanimina, climlenin baglikla ilgisine ve
siklik Olgiitlerine dayanmaktadir. Tutarlilik kriterleri, climle reddi ve se¢iminde ve
Ozetin  okunabilirliginin arttirilmasinda da  kullanilmaktadir. ADAM, orijinal

makalelerin ciimlelerinin sadece ylizde 10 ila 20'sini i¢eren tanitici Ozetler liretmistir.

Pollock ve Zamora (1975), ADAM" degistirmislerdir ve algoritmay1 ozellikle
farmakodinamik (ilag etkilerini inceleme bilimi) i¢in kapsamli kimyasal veri tabaninda
kullanmiglardir. Degistirilmis ADAM tanitict 6zetler tiretmistir ve yazarlara gore, konu

alanlarin1 daraltma isinde digerlerine gore ¢ok daha iyi sonuglar vermistir.

Kan ve McKeow (1990), ciimle ¢ikarimi ile bilgi ¢ikarimini (IE) birlestiren bir hibrit
sistem gelistirmislerdir. IE sistemleri bilgi ¢ikarirken bir 6nciil belirtmektedir. IE’ler
dokiimandaki terimleri ve varliklar1 bulmakta ve bu sayede dokiimanin konusuyla ilgili

daha bilgi igerikli dzetler elde edilmektedir.

Brandow vd. (1995), sezgisel ve 16 istatistiksel yontem birlesimini kullanarak haber
belgelerinin alan adindan bagimsiz Ozetlenmesi igin gelistirilen Otomatik Haber
Cikarma Sistemi (ANES) adli bir sistem gelistirmislerdir. Calismalarinda, 41 farkli
yayin kapsayan biiyiik bir ticari haber servisinden alan adindan bagimsiz otomatik
Ozetleme yapan bir sistem agiklanmaktadir. Sistem, anahtar kelimeleri ve terim frekans -
ters belge siklig1 (TF x IDF) kullanilarak hesaplanan kelime agirliklarini segmektedir.
41 yaymdan 250 belgeden olusan veri setiyle deneylerini gergeklestirmisler ve gikarilan

Ozetlerin uzunlugu 60, 150 ve 250 kelime olmustur.



Kupiec vd. (1995), bir istatistiksel ¢er¢eveye dayanan egitilebilir bir 6zetleme programi
gelistirmislerdir. Ozetleme programini gelistirirken ciimle uzunlugu kesme ozelligi,
sabit climle Ozelligi, paragraf 6zelligi, tematik kelime 6zelligi ve biiyiik harf 6zelligi
olan bir 6zellik kiimesi kullanmiglardir. Degerlendirme i¢in 21 yayindan alinan 188
bilimsel makale kullanmislardir. Ozetler, temelde tanitic1 6zet niteligindedir ve ortalama

uzunluk {i¢ climleden olugmaktadir.

McKeown ve Radev (1995), geleneksel bir haber sistemi mimarisini temel alan ve
ARPA insan dili teknolojisi programi altinda gelistirilen, ¢evrimici haber makalelerini
(SUMMONS) o6zetlemek icin ¢ok belgeli bir Ozetleme sistemi gelistirmislerdir.
Gelistirdikleri algoritma {i¢ ana adimdan olusmaktadir: siralama, birlestirme ve
genelleme. Ozetle, sistem bilgi veri tabanindan bilgi segmekte, dilbilimsel bir iiretici
secilen bilgilerdeki kelimeleri se¢gmekte ve son olarak da orijinal makaleden 6zetler

cikarirken kelimeleri birlestirmektedir.

Barzilay ve Elhadad (1999), 6zet iiretmek i¢in sozciik zincirlerinden tiiretilmis metinde
konu ilerlemesini kullanarak bir model gelistirmislerdir. HowNet bilgi veri tabanini
temel alan sozciik zincirlerini hesaplayan algoritma, performansi artirmak ve Cince
Ozetlemeye uyacak sekilde degistirilmistir. Modele gore Ozetleme dort adimda
gerceklesmektedir.  Orijinal metin  boliimlere  ayrilmakta, sozclik zincirleri
olusturulmakta, gii¢lii zincirler belirlenmekte ve 06zet i¢in Onemli ciimleler
secilmektedir. Deneysel sonuglar, sozciik zincirlerinin Cince metinlerin 6zetlenmesi i¢in
etkili oldugunu ve sunulan sistemin performansinin, orijinal sistem {iizerinde hem
hassasiyet hem de geri ¢agirma metriklerinde dikkate deger bir iyilesme gosterdigini
gostermektedir. Degerlendirme icin, popiiler bilim dergisi makalelerinden ¢ikarilan 30

metinli bir veri kullanmislardir.

Hovy ve Lin (1999), SUMMARIST adinda bir otomatik metin 6zetleme sistemi
gelistirmiglerdir. SUMMARIST, metinleri {i¢ asamada 6zetlemektedir; konu tanimlama
(pozisyon, isaret ciimleleri, kelime sikligr), konu yorumlama ve 6zet olusturma (bir
mikro planlayict ve bir ciimle olusturucu igerir). Sistemin amaci, Ingilizce ve diger

diller i¢in hem ayiklayici 6zet hem de soyutlayict 6zet olugturmaktir. Degerlendirme



icin, haber dergilerinden yeni bilgisayar iriinleri ile ilgili her biri ortalama 750

kelimeden olusan 26 makale kullanilmistir.

Marcu (1998), Retorik Yapi Teorisini kullanan iki yeni yiizey-form tabanli algoritma
gelistirmistir. Ilk algoritma, isaret ciimlelerinin sdylem kullanimimi ve ciimlelerin yan
ciimleciklere bdliinmesini tespit etmektedir. Ikinci algoritma, retorik yapi agaclari
tiretmekte ve otomatik olarak sdylem agaclarma eslemektedir. Her iki algoritma da

isaret ciimlelerinin bir kiilliyat analizinden elde edilen verileri kullanmistir.

Carbonell ve Goldstein (1998), sorgu-ilgililigi 6zetleme i¢in bilgi-yenilikle birlestiren
bir yontem gelistirmislerdir. Maksimal Marjinal Alaka diizeyinin (MMR) amaci, ¢ok
belgeli 6zetleme i¢in sorgu alaka diizeyini korurken fazlaligi azaltmaktir. Arastirmalari,
MMR'nin 6zellikle sorgu ile ilgili ¢oklu belge 6zetlemesi i¢in fazlalig1 azaltmada etkili

oldugunu gostermistir.

Baldwin ve Morton (1998), sorguya duyarli bir metin 6zetleme sistemi gelistirmisler ve
bir belgenin sorgu ile ilgili olup olmadigin1 belirlemek igin, metin belgelerinin
etkinligini test etmislerdir. Degerlendirme i¢in, Metin Alma Konferans1 (TREC) belge
koleksiyonundan 10 sorgu se¢misler ve degerlendirme sonuglarini hesaplamak igin

hassasiyet, geri cagirma ve dogruluk metriklerini kullanmislardir.

Brin ve Page (1998), c¢alismalarinda, hipermetinde bulunan yapiyr yogun sekilde
kullanan, biiyiik 6lg¢ekli bir arama motorunun prototipi olan Google'r sunmuslardir.
PageRank algoritmasi, Google Arama Motorunun cekirdegidir ve baslangigta web
sayfalarmi onemlerine gore derecelendirmek icin gelistirilmistir. Atif analizi, sosyal
aglar ve World Wide Web'in Web-link yapisinin analizinde kullanilmaktadir. Bu
gelistirmenin amaci; insanlarm ilgisini 6l¢gmek, web arama performanslarini optimize

etmek ve gelistirmektir.

Witbrock ve Mittal (1999), herhangi bir uzunlukta 6zet olusturabilen bir Gzetleme

yaklasimi gelistirmislerdir. Sistemlerinde, hem ciimle se¢imi hem de terim se¢imi siireci



icin istatistiksel 6grenme modelleri kullanilmistir. Sonug olarak, tutarli 6zetler iirettigi

gbzlemlenmistir.

Knight ve Marcu (2000), ciimlelerin sikistirtlmasi igin giiriiltiilii kanal yaklasimi ile
karar agaci yaklasimini kullanarak bir model gelistirmislerdir. Hedef, sikistirilmis ciimle
dilbilgisi olarak diizgiin olmali ve en 6nemli bilgileri tutmalidir. Ayrica, nemli bilgiler
iceren dilbigisel Ozetler olusturmaktir. Degerlendirme igin gazete makaleleri

kullanilmistir. Manuel sikistirici ile basit bir ana hat {izerinde karsilastirma yapilmustir.

Jin ve McKeow (2000), kes ve yapistir tabanli bir metin Ozetleme sistemi
gelistirmislerdir. Sistemin ¢alisma prensibi; ¢ikarilan ciimleleri diizenleyerek, daha az
onemli ciimleleri kaldirarak ve daha sonra dnemli climleleri birlestirerek tutarli 6zetler
elde etme tizerinedir. Sistemin hedefi, otomatik olarak olusturulan ozetleri, bu ¢iktilar
arasindaki farki azaltmaya ¢alisan insanlar tarafindan yazilan 6zetlerle karsilagtirmaktir.
Uretilen sistemin kesme ve yapistirma tabanli dzetlemenin hesaplama modelinin,
insanlar tarafindan yapilan kesme ve yapistirma islemiyle ayni oldugunu sdylemislerdir.
Yaptiklart sistem su sekilde ¢alismaktadir: Ilk olarak, anahtar ciimleler belirlenir, ciimle
azaltma ve ciimle kombinasyonu modiilleri, insan yazil1 6zetlerde gozlemlenen islemler
gerceklestirilir, hibrit araglar1 (otomatik ayrisma programi ve sdézdizimsel ayristirici)
kullanilir. Sistemin ayristirma programinin amaci, insan tarafindan yazilmig 6zetlerde
yer alan climleleri otomatik olarak analiz etmektir. Tiim adimlar uygulandiktan sonra,
sozciiksel iligkiler, ciimlelerin konumu, isaret ciimleleri ve TEXIDF (terim frekans - ters
belge sikligil) puanlarina dayali ciimleleri segen sistem kombinasyonu ve ayiklayici
modiilii caligmaya baglar. Degerlendirme igin, farkli kaynaklardan goreve dayali bir
degerlendirme hazirlanmistir ve {iretilen sistemin etkinligini hesaplamak igin hassasiyet,

geri ¢cagirma ve F-Ol¢iim teknikleri kullanilmistir.

Gong ve Liu (2001), metin oOzetleme icin iki yontem gelistirmislerdir. Ciimle
bagimliliklarin1 siralamak i¢in IR (information retrieval — bilgi alma) yontemleri ve
anlamsal olarak oOnemli ciimleler bulmak i¢in Gizli Semantik Analiz (LSA)
kullanmislardir. Aragtirmanin amaci, belgenin ana igerigini kapsayan daha az yedekli

bir 6zet olusturmaktir. Sistem, makaleleri hem uygunluk ol¢iisi hem de LSA ile



Ozetlenmistir ve bunlar1 insanlar tarafindan olusturulan Ozetlerle karsilagtirmistir.
Degerlendirme igin, 3 ile 105 climle arasinda degisen 549 makaleden olusan bir haber

makalesi veri tabani1 kullanmiglardir.

Hirao vd. (2002), belge anlama konferansina (DUC-2002) gelistirdikleri bir sistem ile
katilmislardir. Sistemlerinde, bir climleyi 6nemli ya da 6nemsiz olarak siniflandirmak
icin makine Ogrenme algoritmast olan destek vektér makinelerini (SVM)
kullanmislardir. Ciimlelerin pozisyonunu, uzunlugunu, agirligini, baslikla arasindaki
benzerlik gibi Ozelliklerini kullanmiglardir. Simiflandiricilarini 567 belge iizerinde

egitmiglerdir. Sonuglarini, rastgele secilen 295 makale kullanarak degerlendirmislerdir.

Copeck vd. (2002), belgeler igin veya belirli sdzciiksel dzellikleri karakterize etmede en
iyi olant bulmak icin farkli konfiglirasyonlar1 arastirmay1 amaglayan makine 6grenme
tekniklerini  kullanan, yapilandirilabilir bir tek belge metin Ozetleme sistemi
gelistirmislerdir. Ozetleyici olusturulurken boliimleme, anahtar sdzciik ayiklama,

esleme ve climle se¢imi islemlerini sirastyla gerceklestirmislerdir.

Saggion ve Lapalme (2002), ham teknik belgeleri girdi olarak alan ve gosterge
niteliginde bilgilendirici 6zetler olusturan ve bunlart insanlar tarafindan elle yazilmis
olan Ozetlerle karsilasgtiran bir 6zetleme sistemi gelistirmiglerdir. (“Summarization at
Université de Montréal” (SumUM) ) Ozet olusturma iki adimda gerceklesmektedir. ilk
olarak, okuyucu belgenin konularin1 manuel olarak bulur ve belgenin konusuyla ilgili
bilgilerin Gzetin parcast olmasmi saglar. Daha sonra, okuyucu konuyu o6zetin
bilgilendirici kismi olarak okuyucunun ilgi alanlartyla ilgili kaynak belgelerden belirler.
Degerlendirme i¢in, Kiitiiphane ve Bilgi Bilim Ozetleri (LISA), Bilgi Bilim Ozetleri
(ISA) ve Bilgisayar ve Kontrol Ozetleri dergilerinden alman makaleleri kullanmislardur.
Deneyler igin, 5'i Rapid Prototyping dergisinden ve 5'i Internet Research dergisinden

olmak tizere iki farkli kaynaktan 10 teknik makale kullanmislardir.

Karamuftuoglu (2002), ayiklayict 6zete yonelik istatistiksel ve Oriintii eslestirme
yontemlerini kullanarak tek belge ozetleri iireten bir sistem gelistirmistir. Ozetleri

olusturmak; ayiklama (analiz), kiigiltme (doniisiim) ve organize etme (sentez)



islemlerinden gecer. Analiz kisminda sistem, orijinal dokiimanlar1 dnceden isler ve her
biri hakkinda yiizeysel dil bilgisi yapilarii kaydeder. Ciimleleri BM25’e gore puanlar.
Ciimlelerin sec¢imi i¢in destek vektor makineleri (SVM) kullanilmistir. Sistem, kaynak
climleden sozciik baglariyla 6zet olusturur. Sentez boliimiinde, ciimleler SVM ve
sOzciik bag ozelligi ile secilir ve ciimlelerin se¢cimi 100 kelimeye ulasana kadar devam
eder. Sistem, basit istatistiksel ve Oriintii eslestirme islemleri kullanir. Ancak
arastirmaya gore, Ozetler genellikle bazi metin sikistirma yontemleri kullanilarak

azaltilabilecek ayrintili climleler igermektedir.

Lal ve Riiger (2002), Sheffield Universitesi'nin NLP grubu tarafindan olusturulan bir
Metin Mihendislik Catist (Text Engineer framework) olan GATE’i kullanarak tek
belgeli bir metin O6zetleyici gelistirmislerdir. Metin  Ozetleyici, basit bayes
siniflandiricilarinin bir kombinasyonunu kullanarak climleleri ayiklar, Gate'in ANNEI
modiiliinii kullanarak anaphoray1 (Dilbilimde, anaphora, yorumu baglamdaki baska bir
ifadeye bagli olan bir ifadenin kullanilmasidir.) ¢dzer, MRC psiko-dilbilimsel veritaban
ve Wordnet kullanarak sozciikleri basitlestirir ve internet kaynaklarini kullanarak
adlandirilmis kisilere ve yerlere arka plan bilgileri saglar. Degerlendirme i¢in, DUC-
2001 egitim verilerinden 150 belge kullanilmis ve geri cagirma ve hassasiyet hesaplama

ciktilar1 ile sorularin iirettigi 6zetlerin kalitesi test edilmistir.

Pardo vd. (2003), ana fikir tabanli bir Ozetleme sistemi olan GistSumm’:
gelistirmiglerdir. Sistemin amaci, istatistiksel 6lgtimleri kullanarak belgenin ana fikrini
anlamak ve belgedeki en Onemli ciimleyi bulmaktir. GistSumm, insan 6zetlemesini
taklit etmeye ¢alisan SUMMARIST'e benzemektedir. Bu sistemin gelistirilme fikri, her
metnin ana bir konu etrafinda olusturuldugu fikridir. Bir kisi bir metni 6zetlediginde, o
kisi once belgenin ana konusunu anlamaya calisir ve etrafina bilgi ekler. Ozeti iic
adimda olusturur. Segmentasyon islemi, anahtar kelimeler veya veri madenciligi gibi
cimle siralama yontemlerini kullanarak ciimleleri ayirir. Eger kullanici, anahtar
kelimeler yontemini kullanmay1 tercih ederse sistem belgedeki her ciimleyi siralamak
icin gistKey’i kullanir; gistKey bir TS-ISF (Terim Frekansi-Ters Ciimle Frekansi)
yontemidir. Ana fikir climlesi ve ciimle siralamalari belirlendikten sonra, Sistem birkag

onigslem yapar ( etkisiz kelimeleri kaldirmak, kelime koklerini bulmak gibi).



Degerlendirme igin, ilk denemede, iki deney hazirlamislardir: Birinci deneyde,
Bilgisayar Bilimi ile ilgili 10 bilimsel metin kullanmislar ve uygun ana fikir cimlelerini
belirlemek icin 10 insan ile calismuglardir. Elde dilen manuel veriler ile sistemin
verilerini karsilastirmislardir. Ikinci deneyde, 20 gazete makalesi kullanmislar ve 12
insan ile calismislardir. Sonuglart insanlar, ana fikre yakinlik ve elde edilen 6zetleri dil

niteligi agisindan karsilastirmiglardir.

D’Avanzo vd. (2004), anahtar kelime ¢ikarma yontemlerini kullanarak, bir belgedeki
ilgili terimleri bulmak igin bir Ogrenme Algoritmas: (LAKE- Learning Algorithm for
Keyphrase Extraction) gelistirmislerdir. Belgelerin dilsel islenmesi igin, ITC-irst tabanl
denetimli 6grenme yaklasimi kullanmislardir. Sistemin iki asamasi vardir; ilk olarak,
anahtar ifadeleri ¢ikarmak igin gesitli dilsel 6zellikler kullanmislar ve daha sonra 6nemli
anahtar ifadeleri bulmak i¢in makine 6grenme tekniklerini kullanmiglardir. LAKE'nin
diger yontemlerden farki, cok kelimeli ve adlandirilmis varlik tanima gibi dilsel
islemciler kullanmasidir. Sistem On isleme i¢in, konusma, c¢oklu kelime tanima ve
adlandirilmig varlik tanima islemlerini gergeklestirir. Aday ifade ¢ikarma asamasinda,
aday ifadesi puanlamasi yapmak ic¢in bir smiflandiric1 egitilir. Degerlendirme igin,
gazeteden alinan makaleleri kullanmiglar ve ROUGE metrigine gore karsilagtirma

yapmislardir.

Chan (2006), s1g dil ¢ikarma teknigine dayanan otomatik metin 6zetleme i¢in bir model
sunmustur. Bu modelin diger modellerden farki, anahtar kelimelerin veya isaret
climlelerinin algilanmasina odaklanmak yerine, metin siirekliligindeki ana faktorlerin
tanimlanmasina odaklanmasidir. Anlamli sGylem yapisini tanimlamak icin sdylem agini
kullanmay1 amaglamistir. Calismaya gore, bir agdaki birbirine bagli baglantilar metinsel
stireklilik 6zelliklerini gostermis ve her ciimlenin anlamini kesfetmistir. Sistem, ciimle
coziimleyicisi altinda sozciiksel uyum analizi ve metinsel tutarlilik analizini birlestirerek
0zet olusturmustur. Degerlendirme i¢in, iiretilen sdylem iskeletlerini nedensel zincirlerle
karsilagtirmak igin dort metin Kullanilmistir. Sonuglarin 6lgiilmesi ve karsilagtirilmasi

icin, Spearman sira korelasyon katsayis1 kullanilmistir.
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Silla vd. (2004), makine 6grenimi siniflandirma yontemlerini kullanarak, ctimleleri
belgelerdeki &nemine gore smiflandiran bir Smiflandirma  Ozeti  (ClassSumm)
gelistirmiglerdir. Kararin tahmin dogrulugunu iyilestirmek i¢in, Cok Amacgli Genetik
Algoritma (MOGA- Multi-Objective GA) ve Tek Amag¢ Genetik algoritma (SOGA-
Single Objective GA) olan iki farkli Genetik Algoritma (GA) kullanmislardir.
Siniflandirma igin, karar agaci algoritmasini (C4.5) ve Naive Bayes simiflandiricisini
se¢mislerdir. Sistem, ciimleleri kaynak ifadelerden diizenli ifade yaklasimi ile
ayirmaktadir. Ciimle degerleri, vektor ongoriicli nitelikleri yardimiyla hesaplanir. Her
ciimle iki sinifa ayrlir. Ozet (ciimle dzet icinde yer alir) ve Ozet degil (ciimle dzet
icinde yer almaz) olarak. Degerlendirme i¢in, gazeteden alinan makaleleri kullanmiglar
ve Onerilen algoritmalari, ideal otomatik 6zetler ve ideal manuel 6zetler olan iki farkl

deneyde karsilastirmiglardir.

Michalcea (2004), otomatik metin 6zetleme icin yeni bir denetimsiz grafik tabanl
algoritma gelistirmistir. Otomatik metin 6zetleme igin ¢esitli grafik tabanli algoritmalari
test etmeyi amaglamigtir. Web sayfalarini yetki derecelerine gore siralamak igin
tasarlanmis Kopriilii Indiiklenmis Konu Arama'yr (HITS - Hyperlinked Induced Topic
Search) kullanmistir. Pozisyon gii¢ fonksiyonu algoritmasi, ardillarin sayisini ve
ardillarin puanin1 ve baglangicta Web baglantis1 analizi i¢in tasarlanmis olan PageRank
siralama  algoritmasini  birlestirmek i¢in  tasarlanmistir.  Ayrica  ¢alismada
yonlendirilmemis grafikler ve agirlikli grafikler kullanilmistir. Degerlendirme igin,
DUC 2002 veri setinden 567 haber makalesini kullanmistir. Her makale i¢in TextRank
100 kelimelik bir 6zet olusturmustur ve iiretilen 6zetleri insan tarafindan degerlendirilen

Ozetlerle karsilastirmak icin ROUGE degerlendirme metrigi kullanilmistir.

Mihalcea ve Tarau (2004), grafik tabanli otomatik metin 6zetleme modelini (TextRank)
olusturmuslar, anahtar kelime ve climle ¢ikarma i¢in iki yenilik¢i denetimsiz yontem
sunmuslardir. Anahtar kelime ¢ikartma asamasinin amaci, kaynak belgeden anahtar
kelime Obeklerini segmek ve ciimle g¢ikartma asamasinin amaci, ayiklayict ozetler
olusturmak i¢in kaynak belgede en dnemli climleleri se¢gmektir. Google’in PageRank
algoritmas1, HITS algoritmas1 veya Konumsal Islevi TextRank ile entegredir. Anahtar

kelime ¢ikarmanin degerlendirilmesi igin, Inspec veri tabanindan Bilgisayar Bilimi ve
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Bilgi Teknolojisi makalelerinden olusan 500 &zeti kullanmiglardir. Ozetlerin puanlarin
hesaplamak igin hassasiyet, geri ¢agirma ve F-skoru kullanilmistir ve puanlart Hulth’in
anahtar kelime c¢ikarma sistemi ve c¢esitli yontemlerle karsilastirilmistir. Cilimle
cikariminin degerlendirilmesi i¢in, 567 haber makalesinden olusan DUC 2002 veri
kiimesi kullanilmigtir. TextRank’in sonuglarimi en iyi bes DUC 2002 performans

sistemiyle karsilastirmak i¢in ROUGE degerlendirme metrigi kullanilmstir.

Giines ve Radev (2004), 6nemli metin birimlerini tanimlamak igin olasiliksal grafik
tabanli bir NLP yontemi (LexRank) gelistirmislerdir. Ciimleleri puanlamaya yonelik
yeni yaklasim, grafik tabanli merkeziyet kavramina dayanmakta ve sistemin amaci, ¢ok
belgeli genel metin 6zetlemesini saglamaktir. Yontemlerini MEAD &zetleme sisteminde
gelistirmislerdir. Degerlendirme igin, Ingilizce haber belgelerinden olusan DUC 2003

(30 kiime) ve 2004 (50 kiime) veri kiimesini kullanmiglardir.

Barzilay ve Mckeown (2005), belgeler arasinda ortak bilgileri sentezlemek igin yeni bir
metin olusturma teknigi olan ciimle fiizyon yontemini tanitmislardir. Ciimle fiizyon
yontemini kullanarak, ¢ok belgeli bir 6zetleyici gergevesi (MultiGen) gelistirmislerdir.
Ciimle birlesimi agagidan yukariya yerel ¢oklu dizilim hizalamas1 ve istatistiksel tiretimi
icermekte ve Ozetler kaynak belgelerin higbirinde bulunmayan ciimlelerden
olugmaktadir. Sistem, veri kiimesinin ¢ogu ciimlesinde ortak bilgiler igeren yeni bir
ciimle olusturmaktadir. Onerilen sistem (MultiGen) Tema Hesaplama, Tema Segimi,

Tema Siralama, Ciimle Fiizyonu ve Ozet olusturma sirasiyla ¢alismaktadir.

Yeh vd. (2005), iki farkli algoritma kullanan tek belgeli bir 6zetleyici gelistirmislerdir.
Ik algoritma, belirgin 6zelliklerin (ciimlenin konumu, pozitif anahtar kelime, negatif
anahtar kelime, merkeziyet ve baslik verilerine benzerlik) analizi ve genetik algoritma
(GA) yardimiyla egitilmis skorlarin kombinasyonuna dayanan degistirilmis kiilliyat
(corpus) temelli yaklasimdir (MCBA- modified corpus-based approach). ikinci
algoritma, anlambilimsel metin iliski haritasin1 olusturmak i¢in kullanilan Gizli
Semantik Analiz (LSA - Latent Semantic Analysis) tabanli Metin Iliski Haritas1 (T.R.M
- Text Relationship Map) yaklasimidir. Degerlendirme igin, 100 siyasi makale
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kullanmiglar ve tanitict 6zetler liretmislerdir. Ciktilar1 6lgmek ve degerlendirmek igin

geri ¢agirma Ve hassasiyet metriklerini kullanmiglardir.

Murray vd. (2005), prosodik ozellikler kullanan 6zellik tabanli yaklasim, maksimal
marjinal ilgili (MMR - maximal marginal relevance) sozciiksel yontemler ve gizli
semantik analiz (LSA) yaklasimlari kullanan bir 6zetleme sistemi gelistirmislerdir.
Sistemleri ayiklayici 6zetler olusturmaktadir. Calismalarini, hem insan degerlendiricileri
hem de otomatik konusma taniyici ¢iktilarini kullanarak degerlendirmislerdir. Otomatik
Ozetleme sistemi Ozetleri ve ideal insan Ozetleri arasindaki n-gram es-olusumunu
karsilastirmak i¢cin ROUGE degerlendirme yaklasimini kullanmiglardir. Sonug olarak,
LSA yonteminin daha iyi performans gosterdigini, MMR ile LSA kullanmanin sonuglar
tizerinde anlamli bir etkisi olmadigin1 ve o&zellik temelli yaklasimlarin diger

yaklagimlardan ¢ok daha kotii performans gosterdigini iddia etmislerdir.

Bulanik sistemlerin kural kiimelerini ve tiyelik iglevlerini optimize etmek i¢in Genetik
Algoritmalar (GA) ve Genetik Programlama (GP) birlesimini kullanarak metin
Ozetleyen yeni bir teknik onerilmistir. Amag, veri fazlaligin1 azaltarak, metinlerdeki
onemli ciimleleri ¢ikarmak icin, en uygun akilli sistemi gelistirmektir. Onerilen
algoritmanin yeniligi, bulanik sistemin ayiklayici tabanli metin 6zetlemesi i¢in optimize
edilmesidir. Sistem, 6zet i¢in 6nemli ciimleleri belirlerken yapisal olmayan o6zellikleri
(ctimledeki baslik kelimelerinin sayisi, paragrafin ilk ciimlesi, paragrafin son ciimlesi,
climledeki kelime sayisi, ciimledeki tematik kelime sayis1 ve vurgulama kelimelerinin
sayis1) dikkate almaktadir. Yapisal olmayan 6zelliklerin ¢iktilari, liyelik islevini bulmak
icin olasiliksal bir yontem olan bulanik uygulamada kullanilmis ve daha sonra
optimizasyon algoritmalarina (GA ve GP) uygulanmistir. Degerlendirme igin, 1500
ciimleden olusan cesitli basliklara sahip {ic haber makalesi kullamlmistir. Ozetleme
sistemi, Microsoft Word 2000 ve Copernic Summarizer ile Kkarsilastirilmistir.
Degerlendirmeler hassasiyet, geri ¢agirma ve F-skoru ile yapilmistir (Kiani-B &
Akbarzadeh-T, 2006) .

Ercan ve Cicekli (2007), anahtar kelime ¢ikarmada sozciik zincirlerinin etkisini

aragtirmiglardir. Bu c¢alismada, anahtar kelimelerin belgelerden otomatik olarak
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cikarilmasi sorunu, denetimli bir §grenme gorevi olarak ele alinmaktadir. Sozciik
zincirlerini kullanan bir anahtar kelime ¢ikarma teknigi gelistirmislerdir. Ayrica Naive
Bayes, C4.5 algoritmalarin1 kendi yontemleriyle test etmisler ve C4.5'in Onerilen
yontemle daha iyi sonuglar verdigini sdylemislerdir. Deneylerinde C4.5'1 iki farkli
ozellik seti ile kullanmislardir. Ilk durumda, sadece metin o6zelliklerini ve ikinci
durumda, sozciik zincirlerine dayanan &zellikleri kullanmislardir. Sozciik zincirlerine

dayanan 6zelliklerin daha 1yi sonuglar verdigini géstermislerdir.

Steinberger (2007), sozciiksel ve artgonderim bilgileri gizli anlamsal 6zetleme yontemi
altinda birlestiren yeni bir metin 6zetleme yontemi gelistirmistir. Calismada, olusturulan
Ozetlerdeki yanlis referanslar diizeltmek i¢in artgénderim ¢oziimlemesi kullanilmistir.
Gizli semantik analiz (LSA) ozellikleriyle birlikte kullanildiginda daha etkili olan yeni
bir climle sikistirma algoritmasi tasarlamistir. Sikistirma algoritmasinin amaci, uzun
climlelerdeki 6nemsiz maddeleri tanimlamak ve 6zeti daha 6nemli hale getirmek i¢in bu
maddeleri atmaktir. Ayrica, ana konunun kaynak belge ile 6zeti arasindaki benzerligini
belirlemek i¢in de bir yontem gelistirmistir. Sonuglar degerlendirildiginde, olusturulan

Ozetlerle kiyaslanan 6zetler arasinda kalite olarak biiytik bir bosluk gortilmiistiir.

McDonald (2007), ¢oklu belge 6zeti igin ¢esitli kiiresel ¢ikarim algoritmalarinin teorik
ve deneysel 6zelliklerini incelemistir. Bu ¢alismada, 3 algoritma sunulmustur. Birincisi,
MMR algoritmasina benzeyen ve hesaplamada basit ve etkili olan aggozlii yaklasim
algoritmasidir. Bu algoritmada, cimle uzunlugu ¢oksa fazla giiriiltii meydana gelmistir.
Ikincisi, bu sorunun etkisini azaltmak igin, sirt cantas1 problemlerinin ¢dziimiine dayal:
dinamik programlama algoritmasidir. Bu algoritmay1 kullanmak, aggozlii algoritmanin
neden oldugu giiriiltii problemini &nlemeye yardimeci olmustur. Uglinciisii, kiiresel
¢ikarim problemini ¢6zmek i¢in, Tamsay1 Dogrusal Programlama formiilasyonunu (ILP
- Integer Linear Programming) kullanan 6zetleme algoritmasidir. Degerlendirme igin,
DUC 2005 veri kiimeleri tizerinde iki farkli deney degerlendirilmis; birincisi genel
Ozetleme sonuglarini, ikincisi sorgu odakli 6zetleme sonuglarini karsilastirmis ve

sonuglart ROUGE degerlendirme metrigi kullanilarak yeniden olusturmustur.

14



Wong vd. (2008), farkli cimle 6zelliklerini birlestiren, 6grenmeye dayali bir yaklagim
sunmuslardir. Ozelliklerini dért ana gruba ayirmislardir: Yiizey, igerik, Durum ve Alaka
Diizeyi. Yiizey 6zellikleri, bir ciimlenin dissal yonleri ile ilgilidir. Igerik 6zellikleri,
icerik aktarim kelimelerine dayali bir ciimleyi Olger. Durum ozellikleri, icerdikleri
durumlara gore ciimleleri temsil eder. Alaka diizeyi ozellikleri, bir ciimleyi diger
ciimlelerle iligkisi ile degerlendirir. Yart denetimli teknikleri, ciimle ozellikleriyle
birlestirmeyi ve Ozetlemedeki etkinligi analiz etmeyi amacglamislardir.  Denetimli
o0grenme yaklasimi igin, Olasiliksal Destek Vektor Makinesi (PSVM - Probabilistic
Support Vector Machine) kullanmislardir. Yar1 denetimli teknik igin, etiketlenmemis
verilerini PSVM ve Naive Bayesian smiflandiricist ile egitmislerdir. Degerlendirme
icin, 50, 100, 200, 400 kelimeden olusan belirli bir konu hakkinda 308 belgeden olusan
30 ilgili belge kiimesi kullamlmistir. Ozetlemenin performansmi 6lgmek ve
Ozetleyicinin olusturdugu 6zetleri model 6zetleriyle karsilastirmak i¢in ROUGE metrigi
kullanilmistir. Siniflandirma performansini 6lgmek ve karsilastirmak igin hassasiyet ve
geri cagirma kullanilmistir. Deneyler, birlestirilmis 6zelliklerin 6zetleme performansini

onemli dl¢iide artirdigini géstermistir.

Saggion (2008) calismasinda, tiimii GATE paradigmasi iginde yer alan iyi kurulmus
degerlendirme araglariyla birlikte bir dizi uyarlanabilir 6zetleme bileseni sunmaktadir.
Bu otomatik 6zetleme bilesenine SUMMA adin1 vermistir. SUMMA, tek belge, ¢oklu
belge, sorgu tabanli ve coklu/gapraz dilsel Ozetleme igin ayarlanabilir. SUMMA,
makaleler {izerinde oOzellik algoritmalari, degerlendirme yontemleri, baglatma ve
yiiriitme yontemlerinden olusan varsayillan GATE bilesenlerini kullanmistir. Ozet
stkistirma oranlari, puanlama degerleri ve oOzellikler, uygulamanin kullanicilar
tarafindan degistirilebilir veya segilebilir. Degerlendirme i¢in hassasiyet, geri ¢agirma
ve F-skoru, igerik tabanli metrikleri, BLEU ve ROUGE degerlendirme metriklerini

kullanmustir.

Uzundere vd. (2008), Tirk¢e haber metinleri tiizerine bir g¢alisma yapmuslardir.
Calismalarinda, 6zetleme icin kullanicitya normal ve ayrintili 6zet olmak {iizere iki
secenek sunmuslardir. Ayrintili 6zet i¢in ciimleler puanlanirken agirliklarini degistirme

imkanm vererek daha ayrintili 6zet ¢ikarmislardir. Degerlendirme i¢in, 10 haber metni
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kullanmiglar ve aynit zamanda 15 farkli kisiye, haberlerin 6zetleri haber metinlerinden
climleler secip c¢ikartilarak olusturulmustur. Sonuglar incelediginde % 55 oraninda

basar1 yakaladig1 goriilmiistiir.

Kyoomarsi vd. (2009), bir 6zet olusturmak i¢in bulanik mantik kullanan otomatik bir
metin 6zetleme sistemi gelistirmislerdir. Terim ve climle puanlarini belirlemek i¢in TF-
ISF (Terim Frekansi-Ters Ciimle Frekansi), Ciimle Uzunlugu, Cliimle Konumu, Basliga
Benzerlik, Anahtar Kelimelere Benzerlik, Ciimle-Ciimle Birlesmesi, Ciimle-Centroid
Kohezyonu, belirli bir agag seviyesindeki referans konumu 6zelliklerini kullanmislardir.
Metin 6zetlemede bulanik mantik uygulamak icin MATLAB aracin1 kullanmislardir.
Degerlendirme igin, sonucu makine 6grenmesi yontemi ve bulanik mantik yontemi ile
karsilastirmak i¢in 10 TOEFL metni kullanmislardir. Daha sonra 5 hakemden kaynak
metinleri okumasini ve Ozetleri puanlamasi istenmistir. Karsilastirmanin sonuglari,

hakemlerin bulanik yontemle olusturulan 6zetlere daha iyi puan verdigini géstermistir.

Binwahlan vd. (2010), Pargacik Siirlisii Optimizasyonu (PSO - Particle Swarm
Optimization) olarak adlandirilan bulanik mantik, siirii zekasina dayanan gesitli hibrit
modelleri kullanarak bir otomatik metin Ozetleyici gelistirmiglerdir. Model
olusturulurken farkli tekniklerin giiclii yanlarindan yararlanilmistir. Benzer climleleri
filtrelemek ve en ¢esitli olanlar1 segmek i¢in ¢esitlilik tabanli bir yontem kullanilmistir.
Daha 6nemli ve daha az 6nemli 6zellikleri birbirinden ayirmak i¢in siirii tabanli yontemi
kullanilmistir. Metin 6zellik agirliklarinin risklerini, degiskenligini, belirsizligini ve
kesin olmayan degerlerini esnek bir sekilde tolere edebilmek i¢in bulanik mantik
kullanilmistir. Cesitlilige dayali yontem artiklik sorunlarini azaltmaya odaklanmakta ve
diger iki teknik de ciimlelerin puanlama mekanizmasma odaklanmaktadir. Onerilen
model iki sekilde sunulmustur. Ik olarak, cesitlilik 6lgiitleri modelin davranisina
hakimdir. Ikinci olarak, cesitlilik kisit1 artik model davramisina dayatilmamaktadir.
Yani, ikinci durumda, cesitlilige dayali yontemin bulanik siirii tabanli yontemle ayni
sekilde calismasi durumudur. Sonuglar, ikinci formda Onerilen modelin, birinci
formdan, siirii modelinden, bulanik siirii yonteminden ve kiyaslama yontemlerinden

daha iyi performans sergiledigini gostermistir.
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Berker ve Giingor (2011), genetik algoritmalar kullanilarak iiretilen 6zetler igin climle
puanlama yontemleri ile sozciik zincirlerinin birlesiminden olusan otomatik bir metin
Ozetleme sistemi gelistirmislerdir. Bu c¢alismada, 12 farkli cliimle ¢ikarma ydntemi
kullanilmistir. Kelimeler arasindaki sozciik zincirlerini tanimlamak icin WordNet
kullanilmistir. Sadece isimleri aday kelimeler olarak kabul etmis ve isimleri tanimlamak
icin LingPipe PoS etiketleyicisini kullanmiglardir. Sistem, o6zelliklerin agirliklarini
o0grenmek icin genetik algoritma kullanmistir. Degerlendirme i¢in, 100 belgeden olusan
CAST Kkiilliyat: kullamlmustir. Egitim igin 80, test i¢in 20 belge secilmistir. Ozelliklerin
performansim1 6lgmek igin hassasiyet kullanilmistir. Deneyler, farkli 6zellik tiirlerinin
birlestirilmesinin ve ayni zamanda sozclik zincirlerinin dahil edilmesinin klasik

yaklagimlardan daha iyi performans sergiledigini géstermistir.

Mashechkin vd. (2011), gizli anlamsal analiz kullanarak otomatik bir metin 6zetleme
sistemi gelistirmislerdir. Sistem, kaynak makaleyi, matris siitunlarinin belgenin
climlelerini temsil ettigi sayisal matris bigiminde temsil etmistir. Gizli Semantik Analiz,
konu alaninda ciimle temsili olusturmak i¢in bu matrisi kullanmistir. Sistem, konu
alanlarindaki sonuglara gore 6zet i¢in 6nemli climleleri se¢mektedir. Ayrica, ciimle
iliskisini, negatif olmayan matris ¢arpanlarina ayirma ve tekil deger ayrismasi (SVD -
singular value decomposition) kullanan yeni bir genel metin Ozetleme yontemiyle
degerlendirilmistir. Degerlendirme i¢in, 6zetleme algoritmalarinin kalitesini belirlemek
amactyla DUC 2001 ve DUC 2002 veri kiimeleri ve ROUGE degerlendirme arag seti
kullanilmistir. Negatif olmayan matris ¢arpanlarina ayirma ile 6zellik alaninin boyut
kiiciiltiilmesinin ve semantik konularin kullanilmasinin, tekil deger ayrismasindan daha

1yi sonuglar verdigini goéstermislerdir.

Cakir ve Celebi (2011), dil bagimsiz bir dzetleme yontemi gelistirmislerdir. Kapsama
Katsayis1 Tabanli Kiimeleme (C3M-Cover Coefficient-Based Clustering Methodology)
yontemi ve TF (Terim Frekansi) metin 6z nitelik ¢ikarma yontemini birlikte kullanmig
ve sonuglart metin inceleme metrikleri ile degerlendirmislerdir. Benzer ayiklayici

modellere gore sonuglar1 daha basarili ¢ikmistir.
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Giiran vd. (2014), haber metinleri iizerinde bir ¢aligma yapmislardir. Calismalarinda
climle se¢imi i¢in 15 farkli yontem kullanmiglar ve bu yontemleri kiyaslamiglardir. 15
farkli yontem 5 ana grupta degerlendirilebilir. Yapisal 6zelliklerine gore ciimle konumu,
climle uzunlugu; benzeme Ozelliklerine gore ilk ciimleye benzerlik, son climleye
benzerlik, basliga olan benzerlik, toplam benzerlik ve ortak yakinlik sayisi; kelime
siklig1 ve daginikligina gore dagilimsal 6zellik ve kelime siklik bilgisi; 6zel belirtegleri
icerme durumuna gore sayisal karakter icerme, ‘?° ve ’!’ igerme, pozitif kelimeleri
icerme, isim soylu kelimeleri icerme ve varlik ismi icerme; anlamsal 6zelliklerine gore
gizli anlamsal analiz 6zelliklerini kullanmislardir. 20 haber metni segmislerdir. “Ozel
[sim Tanima” metodu ilk defa bu calismada kullanilmistir. En iyi ciimleleri segip
listelenmesi hedeflenmistir. Calismanin sonucu 30 kisilik bagimsiz bir grup tarafindan

degerlendirilmistir.

Yakin ge¢miste, sequence-to-sequence (seq2seq) modeller olarak adlandirilan bir girdi
dizisini farkli bir ¢ikti dizisine haritalayan derin-6grenme tabanli modeller makine
terciimesi (Bahdanau vd. 2014), konusma tanima (Chorowski vd. 2015) ve video
altyazisi1 ¢ikartma (Venugopalan vd. 2015) gibi birgok problemde basar1 gostermistir.
Seq2seq modellerin gergevesi igerisinde, yapmaya calistigimiz is ile oldukga ilgili olan
bir model de Bahdanau’nun (2014) ¢alismasinda 6nerilen ve diger bir dogal dil isleme
konusu olan makine terciimesinde (MT) iist diizey performans sergileyen dikkate dayali

(attention) yinelemeli sinir ag1 (RNN) kodlayici-kod ¢oziicii modelidir.

Rush vd. (2015), dikkat katmanli soyutlayici Ozetleme i¢in yeni bir sinir agi
onermislerdir. Soyut ifadelerle 6zet ¢ikaran, Olceklenebilir ve oOnemli performans
kazanimlar1 gdsteren uctan uca egitilebilen bir sistem kurmuslardir. Kodlayict ve kod

¢oziicii katmanlar kullanmislardir. Bu iki model birlikte egitilmistir.

Chopra vd. (2016), Rush vd.’nin yapmis oldugu arastirma iizerine calisarak ve
tekrarlayan sinir aglarin1 kullanarak dikkat katmanli soyutlayici ciimle 6zeti olugturmak
icin bir sistem gelistirmislerdir. Rush vd.’nin kurdugu temel yapiya tekrarlayan sinir

aglarini eklemisler ve iyi sonuglar elde etmislerdir.
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Yine 2016 yilinda Nallapati vd. (2016), bir seq2seq sinir ag1 kullanarak dokiiman
diizeyinde soyutlayicit 6zet ¢ikaran bir sistem Onermisglerdir. Bu sistem, daha dnceden
test edilmis veriler lizerinde denenmis ve eski yontemlerden daha basarili sonuglar elde

edilmistir.

See vd. (2017), calismalarinda standart seq2seq dikkat modelini iki dikey sekilde
arttiran yeni bir mimari énermislerdir. ilk olarak, kaynak metinden kelimeleri isaretleme
yoluyla kopyalayabilen, bilginin dogru bir sekilde ¢ogaltilmasina yardimci olan,
jenerator araciligiyla yeni kelimeler iiretme kabiliyetini koruyan bir hibrit isaretgi
olusturucu ag1 kullanmislardir. Daha sonra, Ozetlenenleri takip etmek icin kapsam
(coverage) mekanizmasi kullanmislardir, bu da tekrarlamayr Onlemektedir.
Degerlendirme i¢cin CNN/Daily Mail verileri kullanilmistir ve 6zetleme gorevi mevcut
soyutlama durumunu en az 2 ROUGE puanindan daha 1iyi gergeklestirildigi

gosterilmistir.

Bu ¢alismada, soyutlayict metin 6zetleme igin sekanstan sekansa mimaride derin bir
model gelistirilmistir. Model, dikkat katmanli kelime goémmeleri kullanarak egitilen c¢ift
yonlii bir LSTM modelidir. Tiirk¢e dilindeki model performansi, hem Wikipedia hem
de Tiirk¢e haber veri setindeki kelimeler kullanilarak egitilmis kelime vektorleri ile ayri
ayr1 degerlendirilmistir. Tiirkce dilinde, soyutlayict metin 6zetleme konusunda ¢alisma
bildigimiz kadariyla bulunmamaktadir. Bu calismada, Tiirkce metinler i¢in soyutlayici

metin 0zeti ¢ikaran bir model gelistirilmistir.
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3. KURAMSAL TEMELLER

3.1 Dogal Dil isleme (NLP)

Giliniimiizde, sosyal medyanin gelismesi ile internette islenen veya islenmeyi bekleyen
yiikksek miktarda veri bulunmaktadir. Dogal dil isleme kavrami bu noktada ortaya
cikmaktadir. Dogal dil isleme (NLP), Tiirkge, Ingilizce ve Fransizca gibi dogal dillerin
islenmesine, kullanilmasina ve manipiile edilmesine yardimci olmay1 amaglayan yapay
zekdnin bir dalidir. Dogal dil isleme, metinler ve ses wverileri kullanilarak

calisilmaktadir.

NLP, metin simiflamada, adlandirilmis varlik tanimada, anlamsal ayrigtirma ve soru
cevaplamada, dil ¢evirici, ses tanima, karakter tanima ve yazim denetimi gibi alanlarda

kullanilmaktadir.

Tez kapsaminda, veri 6n hazirligi igin, Python programlama dili ve Python'da yer alan
bir NLP kiitiphanesi olan NItk kullanilmigtir. Soyutlayict ozetleme igin, Python

programlama dili ve Keras kiitiiphanesi kullanilmigtir.

3.2 Dil Modelleme

3.2.1 Ciimle ve kelimeleri dizgeciklere ayirma (Tokenizing)

Bu islem, bir paragrafi ciimlelere, climleleri de kelimelere bolme islemidir; 6rnegin, '‘Bu
bir tez dosyasidir.’ ciimlesi igin, bu climledeki kelimeleri ‘Bu’, ‘bir’, ‘tez’, ‘dosyasidir’
olarak ayirmaktir. Bu islem i¢in, NItk kiitiiphanesindeki tokenize fonksiyonu
kullanilabilir. Bir ciimle girdi olarak verildiginde, bu fonksiyon ¢ikti olarak ctimledeki
kelime listesini dondiirmektedir. Metin {izerinde ¢aligsmak i¢in yapilmasi gereken ilk sey

genellikle bu islemdir.
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3.2.2 Etkisiz kelimeleri ¢ikarma (Stop words)

Bir metni islemeden once c¢ikarilmasi gereken kelimelerdir. Genellikle dilde siklikla
kullanilan edatlar, baglaglar, kisaltmalar olarak diisiiniilebilir. Ornek olarak acaba, kime,

nereden gibi kelimeler verilebilir.

3.3 Dil Modeli Olusturma

NLP ile kelime islemenin Tiirkce dili i¢in bazi zorluklar1 ve diger dillere gore

farkliliklari vardir. Bu farkliliklar veya zorluklar asagidaki sekilde 6zetlenebilir:

e Tirkce, sondan eklemeli dil ailesindedir ve bir sézciigiin sonuna eklenen eklerle
(yapim ekleri) ilk sdzciik baska anlama/anlamlara gelebilir. Ornegin; goz, gozliik,
gozlikeii. Ayni sozciigiin farkli bigimleridir.

e Farkli sozciikler anlam olarak ayni olabilirler. Tiirkgede es anlamlilik durumu.
Ornegin; yiirek ve kalp sozciikleri.

e Tiirkcede es seslilik, sesteslik durumu. Ayni kelimeler farkli anlamlara gelebilir.
Ornegin, cay kelimesi; hem dere anlaminda hem de icecegi yapilan bir bitki

anlaminda kullanilabilir.

Dogal dil isleme igin problem olan bu tiir farkliliklar1 ¢6zmek igin, kelimelerin

sayisallastirilmasi yontemleri kullanilmistir.

Kelime Cantas1 Modeli ( Bag of Words — BoW), metni vektorel olarak gostermek i¢in
kullanilan yollardan biridir. Metin igerisindeki kelimelerin varligini ifade eden bir
kelime haznesidir. Bu modelde, bir kelimenin yerinin ve climlenin sdzciiklerinin

stralamasinin bir 6nemi yoktur. Ciimledeki kelimelerin kullanim sikligina bakilir.

Asagida bir 6rnek tizerinden BoW modeli vektor olusumu gosterilmektedir.
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1) Nergis tez yazmay1 sever. Emre de tez yazmayi sever.

2) Nergis basketbol mag1 seyretmeyi de sever.

Cimlelerde gecen kelimeler benzersiz olacak sekilde ve noktalama isaretleri olmadan 9

kelimeden olusan bir kelime listesi olusturulur:

2 <6 1Y 29 ¢¢

[“Nergis”, “tez”, “basketbol”, “yazmay1”, “mac1”, “sever”, “Emre”, “seyretmeyi”, “de’’]

Cumlelerin vektorleri ise bu kelime listesindeki benzersiz kelimelerin bulunma

durumuna gore olusturulur:

1) [1,2,0,2,0,2, 1,0, 1]
2) [1,0,1,0,1,1,0,1,1]

“Nergis” kelimesi birinci metinde bir defa gegtigi i¢in birinci listenin ilk eleman1 1°dir.
Ayni sekilde “tez” kelimesi birinci belgede iki defa gectigi i¢in listenin ikinci elemani 2
olur. “Basketbol” kelimesi ise birinci belgede hi¢ ge¢medigi igin listenin igiincii
eleman1 0 olur. Aym sekilde ikinci liste incelediginde de “Nergis” kelimesi bir defa
gectigi i¢in ilk eleman 1’°dir ve diger elemanlar da bu sekilde hesaplanir. Bu 6rnekte,
biitiin kelimeler tek tek kontrol edilir. Bu nedenle, BoW modeline ayni zamanda

unigram veya 1-gram model de denilmektedir.

Her kelime veya karakter temsili, 1-gram (unigram), 2-gram (bigram), 3-gram (trigram)
seklinde her dizilimdeki deger sayisina gore adlandirilir. Buradaki n degeri bir

kelimenin veya karakterin n birimlik siral1 dizilimini temsil eder.

Asagidaki metnimiz i¢in 2-gram ve 3-gram 6rneklerini incelersek;

1) Nergis tez yazmay1 sever.
Listemiz 2-gram igin:

2 < 2 <¢

[“Nergis tez”, “tez yazmay1”, “yazmayi1 sever”’] seklinde olacaktir.
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Listemiz 3-gram igin:

99«6

[“Nergis tez yazmay1”, “tez yazmay1 sever”’] seklinde olacaktir.

Dil modellemede kullanilan bir diger model TF-IDF modelidir (Robertson, 2004).
Kelime ¢antast modelinde, kelimenin degeri model igerisinde tutulmamaktadir. Biitiin
kelimeler ayn1 dneme sahiptir. TF-IDF modeli bu sorunu ¢6zmektedir. TF-IDF modeli,
bir kelimenin bir belge igerisinde ne kadar 6nemli oldugunu belirtmeyi amaglamaktadir.
TF (Term Frequency), kelimenin dokiimandaki kullanim sikligi; IDF (Inverse
Document Frequency), kelimenin en genel kiilliyattaki kullanim sikligidir. TF-IDF

dedigimiz deger ise bu iki bilginin ¢arpimidir.

arantlan kelimenin sayist

TF =
metindeki kullanum sayist en fazla olan kelimenin sayist (3.1)

toplam dokiman sayist )
kelimeyi iceren dokiiman sayist

IDF = log(

3.2)

Bu iki degerin ¢arpimi TF-IDF degerini vermektedir. Biitiin kelimeler i¢in bu ¢arpim

elde edilir ve bu degeri en yiiksek olan kelime en 6nemli kelimedir ¢ikarimi yapilir.

Bu kelime gosterimlerinden su ana kadar incelediklerimiz frekans tabanli gosterimlerdi.
Son zamanlarda, tahminleme tabanli kelime gosterimlerinin de kullanimi artmistir.
Kelime gomme, benzer kelimelerin ifade vektér uzayinda yakin temsil edilmesine
yarayan bir yontemdir. Bu yontemi uygularken, oncelikle bir sozliikk belirlenmektedir.
Ornegin, Tiirkcede en cok kullanilan kelimelerden olusan 1000 kelimelik bir sozliik
diisiniildiiginde; her bir kelime 1000 boyutunda ve sadece kendi degeri 1, gerisi 0
olacak sekilde temsil edilebilir. Bu yonteme, one-hot vektér kodlamasi denir. Vektoriin
uzunlugu, kelime sayisina bagli olarak artar. Eger kelimeler arasindaki anlamlar,
yakinliklar onemli ise one-hot vektorleri kullanilmamalidir. Ciinkii bu vektorlerde
kelimenin degeri 1, geriye kalanlar O ile temsil edilir. Bu ifade yerine, kelime vektorleri
yaratilirken word2vec, glove, fasttext gibi kelime vektorii modelleri kullanilabilir. Bir

kelimenin yakinindaki kelimeler, o kelimenin anlamimi bulmakta faydali olabilir.
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Word2vec modelinde, kelime vektorleri olusturulurken bu 6zellik kullanilir. Ornegin,
“kalem” kelimesinin anlamint dogru bir sekilde tahminleyebilmek i¢in, metin icerisinde
“kalem” sozciigii gegen ciimlelerle egitilmesi gerekir. Word2vec modelinin iki farkli

mimarisi vardir (Mikolov vd. 2013).

e Siirekli kelime ¢antas1 modeli (CBOW), girdi olarak merkezde olmayan

kelimeler alinir ve ¢ikt1 olarak merkezindeki kelime tahmin edilir.

Girdi Projeksiyon Cikt1

w(t-2)

w(t-1)

w(t)

w(t+1)

w(t+2)

Sekil 3.1 CBOW mimarisi ( (Mikolov vd. 2013)

e Siirekli gram atlama modeli (CSG), girdi olarak merkezdeki kelime alinir ve

¢ikt1 olarak merkezde olmayan komsuluklar: tahmin edilir.

Girdi Projeksiyon Cikti

w(t-2)

o w(t-1)
. { l { ‘ i

w(t+1)

w(t+2)

L J

Sekil 3.2 SG mimarisi (Mikolov vd. 2013)
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3.4 Derin Ogrenme

Derin 6grenme, (Deng ve Yu 2014) ham girdiden asamal1 olarak {ist diizey 6zellikleri
¢ikarmak ic¢in birden ¢ok katman kullanan bir makine Ogrenmesi smnifidir. Derin
O0grenme (derin yapilandirilmis 6grenme olarak da bilinir), temsil 6grenmeli yapay sinir
aglarma dayali makine dgrenimi yontemlerindendir. Ogrenme denetimli, yar1 denetimli

veya denetimsiz olabilir (LeCun vd. 2015).

Derin 6grenmedeki "derin" sifat, agda birden ¢ok katmanin kullanimindan gelir. ilk
caligmalar, dogrusal bir algilayicinin evrensel bir siniflandirict olamayacagini ve daha
sonra polinom olmayan bir aktivasyon islevine sahip, bir gizli smirsiz genislikte
katmana sahip bir agin da bdyle olabilecegini gosterdi. Derin 6grenme, hafif kosullar
altinda teorik evrenselligi korurken, pratik uygulamaya ve optimize edilmis uygulamaya

izin veren sinirsiz sayida sinirl boyutlu katmanlarla ilgili modern bir varyasyondur.

3.4.1 Yapay sinir aglar (Artifical Neural Networks - ANN)

Sinir aglari, birgok matematiksel problemi yaklasik olarak ¢6zen yapilardir (McCulloch
ve Pitts 1943). Biyolojik olarak beyni taklit ettigi i¢in bu sekilde isimlendirilmistir.
Yapay sinir aglari yapay noronlar iizerine kuruludur. Yapay bir sinir aginda, yapay
noronlar diger yapay noronlarn girdileri haline gelir. Bu nedenle, ndronlar agdaki
katmanlar halinde gruplanir. Ik katman girdileri, gercek girdilerden alir ve ¢iktisini
olusturur. Daha sonra birinci katmanin ¢iktisi, ikinci katmana girdi olarak verilir. Ikinci
katmanin ¢iktis1 da bir sonraki katmana girdi olarak verilir. Son katmana kadar bu siire¢
bu sekilde ilerler. Gergek c¢ikti katmani disindaki katmanlar, gizli katman olarak
adlandirtlir. Girigler, gizli katmanlar ve ¢ikti katmani baglandiginda da yapay sinir

aglar1 elde edilmis olur.

Bir sinir hiicresinin matematiksel modeli Sekil 3.4’de verilmistir.
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WoXg

f = Aktivasyon fonksiyonu

W1X1

£\ D wixi+ )

W3 X,

Sekil 3.3 Sinir hiicresinin matematiksel modeli

Perseptron (Perceptron): Bir algilayici, giris verilerindeki 6zellikleri veya is zekasini
tespit etmek i¢in belirli hesaplamalar yapan bir sinir ag1 birimidir (yapay bir ndron).
Perseptron, 1957'de Frank Rosenblatt (Rosenblatt, 1957) tarafindan tanitilmistir.
Orijinal MCP néronuna dayanan bir Perseptron 6grenme kurali 6nermistir. Perseptron,
yapay sinir aginin en kiigiik pargasi olarak bilinmektedir ve Denklem 3-1’deki lineer

fonksiyonla ifade edilmektedir.

Vi = wWix; + b (33)

y, x ‘e bagl bir degiskendir. x degeri girdi, w degeri agirlik parametresi, b ise yanlilik
(bias) degeridir. Her bir noron, agirlik ve yanlilik degeri ile aktivasyon fonksiyonuna
sahiptir. Aktivasyon fonksiyonu, modeldeki noronun aktif ya da pasif olacagma karar
veren fonksiyondur. Sekil 3-5’te temel aktivasyon fonksiyonlari verilmistir. Derin
o6grenme modelinde ya da yapay sinir aglarinda yapilan ana islem, en iyi y degerini

verecek w ve b degerlerini hesaplamaktir.
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frl(z) - max(0, ) -f,s(:r.'].l = l,lf(l +If:_""‘) fi(x) : tanh(x)

Sekil 3.4 Temel aktivasyon fonksiyonlar1 (Anonymous, 2020d)

Hata/kayip/yitim fonksiyonu (Loss function), bir a§ modelinin basarimini belirleyen bir
degerdir. Algoritmanizin, veri kiimenizi ne kadar iyi modelledigini degerlendirmenin bir

yontemidir. Bu fonksiyon, egitim ve test verilerinin karsilagtirilmasiyla elde edilir.

Ogrenme islemi sirasinda, gelistirilen modelin hedefi, hata fonksiyonu degerini
minimuma indirmektir. Hata degerinin yiiksek olmasi, modelin yanlis tahminlerinin de
yiikksek olmasi demektir. Bu degeri diisiirmek igin, agirlik ve yanlilik degerlerini
giincellemek gerekir. Modelin, agirlik ve yanlilik degerini, minimum hata durumda
O0grenmesi amacglanir. Bu islem, optimizasyon algoritmalar1 yardimiyla gergeklesir.
Gradient Descent (Lemaréchal 2012), Stochastic Gradient Descent (Bottou 2010),
Momentum (Sutskever vd. 2013), Adagrad (Duchi vd. 2011) ve RMSProp (Tieleman ve

Hinton 2012), bu optimizasyon algoritmalarindan birkagidir.

Girdi Katmani Gizli Katman Cikti Katmani

0

® ©® ®
© 000

Sekil 3.5 Basit bir sinir agi (Anonymous, 2020d)



Sekil 3-6’da basit bir sinir ag1 yapist verilmistir.

Girdi katmani: Herhangi bir hesaplamanin yapilmadigi pasif bir katmandir. Aldigt

girdiyi bir sonraki katmana yayar.

Gizli Katman: Gergek hesaplamalarin gergeklestigi katmandir. Her daire, bir noronu
belirtir. Noronlarin her biri, bir Onceki katmandan aldiklar1 girdileri gerekli
hesaplamalara sokar ve bir sonraki katmana girdi olarak gonderir. Tek bir gizli katman
durumunda, girdi katmanindan girdileri alir, gerekli hesaplamalar1 yapar ve olusan
ciktiyr ¢ikt1 katmanina iletir. Birden fazla gizli katman olmasi1 durumunda da bir 6nceki

gizli katmandan girdiyi alir ve bir sonraki gizli katmana girdi olacak sekilde iletir.

Cikt1 Katmani: Beklenen ¢iktiy1 veren son katmandir.

3.4.2 Yinelemeli sinir aglar1 (Recurrent Neural Networks - RNN)

Yinelemeli sinir aglari, dil tabanli uygulamalar {izerinden incelenecektir. Dil
modellerinin uygulamalar1 iki tirliidiir. Birincisi, gercek diinyadaki olusum
olasiliklarina gbre bir puanlama sistemi saglar. Anlamsal ve dil bilgisi anlaminda
dogruluk &lgiisii verir. Ikincisi ise, bu dil modeli yeni bir metin iiretmemizi saglar.
Makine terclimesi birinci tiire Ornek olurken, metin Ozetleme ikinci tiire Ornektir.
RNN’lerin 6ne ¢iktig1 konu sirali bilgilerin de kullanimidir. Geleneksel sinir aglarinda,
tim girdilerin ve ¢iktilarin birbirinden bagimsiz oldugu varsayilir. Bazi problemler i¢in
bu varsayim kotii bir durumdur. Ornegin, bir konusmada bir sonraki kelime tahmin
edilmek istendiginde, Onceki kelime bilgisinin de tutuluyor olmasi daha saglikli
sonuglar elde etmeye yarayacaktir. Boyle zamansal ve sirali bilgilerin 6nemi i¢in
yinelemeli sinir aglari modeli gelistirilmistir. Yinelemeli denmesinin sebebi, her eleman
icin belirli ve aynmi islemler yapilir ve ¢ikti dnceki hesaplamalara bagl olarak olusur.
RNN’lerin bir diger avantaji, bir bellege sahip olmasidir. Teoride bellegi daha fazla geri
adimi tutabilecekken, pratikte sadece bir iki adim Oncesine kadar bilgileri belleginde

tutabilmektedir.

Temelde RNN Sekil 3.7°deki gibi bir yapiya sahiptir.
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Sekil 3.6 Sol: RNN kisa gosterim, sag: dongiiniin a¢ilmig hali (Anonymous 2020e)

Sekil 3.7°de, RNN’nin tam olarak agilmis hali gosterilmektedir. Ornegin, inceledigimiz

5 kelimelik bir ciimle ise, ag, her kelime i¢in bir katman olacak sekilde 5 katmanli bir ag
olarak acilir.

Yesil renkli dikdortgenler, gizli durumlar olarak adlandirilir. Bunlarin igerisindeki a

vektorleri, yuvarlaklarla gosterilenler, gizli diigiim ya da gizli birim olarak adlandirilir.

Kag tane diiglim olacagi bir hiper parametredir.

o

t-1 amindaki
gizli durumdan
gelen cikti

) 4.@ -

Wi
t anindaki
girdi

Sekil 3.7 t= 2, t =1 ve x girdi olarak alinir
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h vektorii: Agin bellegi olarak diisiiniilebilir. Gizli diigiimlere aktivasyon fonksiyonu
uygulandiktan sonra gizli durumlarin ¢iktisidir. t aninda, t-1 deki gizli katmandan gelen
cikt1 (h vektoriinii) girdi olarak verilir. Boylece, t aninda bir 6nceki gizli durumlardan da

gelen bilgiler hesaba katilmis olur.

Wy, Wy, W, matrisleri: Tim ag boyunca kullanilan yinelemeli sinir agmin
agirliklaridir. Wy’in t = 1 deki agirligi, Wx’in t = 2 deki agirligiyla aynidir. Biitlin

adimlardaki agirliklar1 birbirine esittir.

x; vektorii: Her gizli durumun girdi degeridir. Metin iizerinde ¢alisildig: diisiintiliirse,
metnin sayisal vektdrle temsil edilen halidir. Ornek olarak, kale kelimesini verecek
olursak; (4x1) boyutunda one-hot kodlanmis bir vektordiir. Ayrica x olarak, kelime

gomme ya da diger kelime vektor temsilleri kullanilabilir.

1 0 0 0

0 1 0 0
k= a= | = e=

0 0 1 0

0 0 0 1

Sekil 3.8 one-hot kodlanmis “kale” kelimesi

Genel olarak, yinelemeli sinir ag1 6zetlenecek olursa, h vektorii agin bellegidir. Bu
vektorde, onceki zamanlarda neler oldugu ile ilgili bilgiler depolanir. y, adimindaki
cikti, sadece t zamanindaki bellege gore hesaplanir. Geleneksel sinir aglarinda her
katmanda farkli parametreler kullanilirken, yinelemeli sinir aginda her katmanda aym
parametrelerin kullanildigina dikkat edilmelidir. Bu da aslinda, her adimda aym gorevi
farkli girdilerle sagladigimiz anlamina gelmektedir. Ayni parametreler paylasilip

kullanildigr i¢in, agin 6grenmesi gereken parametre miktar1 oldukca azdir.

RNN ile ilgili esitlikler:

ar = Wyhi_q + Wy X, (3.4)
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h, = tan(a,) (3.5)

y; = softmax(Wyh;) (3.6)

Gizli diigiimler, 6nceki durumun agirlik matrisi Wy, ile dnceki durumun girdisi h;_; ‘in
carpimi ile x girdisinin agirligi Wy ile ¢arpilmasinin toplamidir. tanh gizli durumlardaki
aktivasyon fonksiyonudur. Gizli durumun ciktis1 ise, gizli diiglimlere uygulanan
aktivasyon fonksiyonunun sonucudur. Son olarak, istenilen zamanda bir tahmin yapmak
icin de mevcut gizli durumlardan alinan ¢iktilar softmax fonksiyonuna uygulanir ve
anlik ¢iktilar elde edilir. “kale” kelimesinde “e” harfinin tahmin edilebilecegi bir 6rnek

asagidaki gibidir.

Sekil 3.9 Yinelemeli sinir ag1 modelinde “kale” kelimesinde “e” harfini tahminleme

Sekil 3.10°da verilen 6rnegin denklemleri asagida verilmistir. Ornek ¢ok karisik
olmamasi adina, hiper parametre olan gizli durumlar i¢indeki gizli diigiim sayis1 d = 3

olarak secilmistir. Sekil 3.10°da 3 tane gizli diigim ve her diigiimde 3 tane gizli birim
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(d=3) kabul edilirse; Esitlik 3.4, 3.5 ve 3.6’ya gore Wy = (3x3), hy_; =(3x1), X;=(4x1),
Wy ve Wy ’ler de (3x4) ve (4x3) boyutlarinda olur.

Ileri Yayihm

Bir ileri yayilimda t=1 am i¢in, oncelikle gizli durumlar i¢indeki gizli diigiimlerin
hesaplanmas1 gerekir. Sonra, gizli durum ¢iktis1 olan h’1 elde etmek i¢in bulunan a

sonucu aktivasyon fonksiyonuna verilir ve ilk tahmin yapilir.

t =1 i¢in asagidaki hesaplamalar yapilir:

Whi11 Whiz  Whas \ /hos
a; = | Wh21 Whaz Whas || hoz |+
Wizt Whsz Whss / \hgs (3.7)

X1,2
Wxao1  Wxa, Wxos = | a1,2

X1,1
Wx11 Wxiz Wxis <a1,1>
ai 3

a11 hy 4
hl = tan(<a1,2>) = h1,2 (38)

a13 hys

y1 = softmax

(3.9)
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Buraya kadar olan kisim, ileri yayilim ve bir deger tahmini kismidir. Dogru tahmin
yapabilmek icin, loss (error) degerlerine bakilmalidir. Yapilan tahminlerin

degerlendirilmesi kismi1 geri yayilim bdliimiine girer.

Zaman icinde Geri Yayihm

Geleneksel ¢ok katmanli sinir aglari gibi, yinelemeli sinir aglar1 da geri yayillim yontemi
kullanir. Parametreler, sinir agindaki tiim zaman adimlari ile paylasildigindan, her
cikistaki gradyan sadece mevcut zaman adiminin hesaplamalarina degil, daha 6nceki
zaman adimlarindaki c¢ikti hesaplamalarina da bagldir. Isminin geri yayilm degil de
zaman i¢inde geri yayilim olmasimin sebebi budur. Geri yayilim algoritmasi, gradient
descent algoritmasindaki gibi agirliklara gore tiirev alinmasi iglemidir. Fakat yinelemeli
sinir aglarinda, zaman faktorii oldugu ig¢in tiirevler zincir kurali ile alimir. Bu
algoritmada, w;, W, , W, vektorlerine ilk deger rastgele verilir. Tahminleme yapmak igin,
ileri yayilim yapilir, tahmin sonuglar1 karsilagtirilir ve hatalar hesaplanir. Hatalarin
toplamina bakilir ve agirliklar giincellenir. Bu adimlar, hatalar istenilen seviyeye gelene

kadar tekrarlanir ve model agirlik vektorlerini 6grenmis olur.

Gradyanmin yok olmasi problemi (vanishing/exploding gradient)

Bu aglardaki en biiyiik problem, gradyanin kiigiilerek kaybolmasi olayidir. Birbiri ile
iliskili uzun aglarda, hatanin etkisi diiserek kaybolmaya baglar. Biitiin katmanlarin
birbirine ¢arpim ile bagli olmasindan dolayi, tiirevlerinin yok olmasi gradyanin da yok

olmasi demektir. Bu sorunlarin ¢6ziimii i¢in birkag alternatif yol vardir.

o W (agirliklar) i¢in baslangigta uygun degerler se¢mek
e Sigmoid veya tanh fonksiyonlar1 yerine ReLU kullanmak
e LSTM (Uzun-kisa vadeli belek aglar) aglarimi kullanmak. LSTM’ler, bu

probleme ¢6ziim amaciyla tasarlanmis sinir aglaridir.
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3.4.3 Uzun-kisa vadeli belek aglar1 (Long Short-Term Memory - LSTM )

Uzun-kisa vadeli bellek aglari, yinelemeli sinir aglarinin 6zel bir tiiriidiir. Yinelemeli
sinir agindaki bazi kisitlar ve eksiklikler tizerine gelistirilmistir. Hochreiter ve
Schmidhuber (1997) tarafindan ortaya atilmistir. Ortaya ¢ikis sebebi, uzun vadeli
bagimlilik sorununu ¢6zmektir. Bilgiyi, uzun siire bellekte tutmak beklenen bir
davranistir. Biitiin yinelenen sinir aglari, sinir aglariin tekrarlayan pargalariin arka
arkaya getirilmis halidir. Standart yinelemeli sinir aglarinda, tekrarlayan parganin basit
bir yapist vardir, tekrarlayan parcada tanh katmani gibi. Sekil 3.11°de tek katmanlh
standart bir RNN yapis1 gosterilmistir.

he_q he heva

Xt-1 Xt Xt+1

Sekil 3.10Tek katmanli standart RNN (Anonymous 2020f)

LSTM’lerin de birbirini takip eden yapilar1 vardir; fakat yinelemeli sinir aglarindaki
yapidan biraz farklidir. Tek bir sinir ag1 katmani yerine, kendi arasinda 6zel yollu

etkilesimi olan 4 katmana sahiptir.

he_q he heyq

X : I —

tanh
[ %
o | 0| tanh| |0

- l

Xeoq X¢ Xe+1

Sekil 3.11 4 katmanli LSTM yapis1 (Anonymous, 2020f)
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Sinir agi Noktasal Vektor

katmani islem aktarimi Birlestirme Kopyalama

Sekil 3.12 LSTM igyap1 sembolleri (Anonymous, 2020f)

Vektor aktarimi isareti, bir diiglimiin ¢ikisindan baska bir diglimiin girigine biitlin
vektorleri tasir. Yuvarlak semboller, iki vektorii toplama ya da ¢arpma gibi noktasal

islemleri temsil etmektedir. Dikdortgenler, sinir ag1 katmanlarini temsil etmektedir.

LSTM’in arkasindaki temel fikir:

LSTM diyagramu iizerindeki diiz ¢izgi, LSTM’in en 6nemli kismudir. Bu ¢izgi, bir tiir
tasima bandi gibidir. Buna hiicre durumu da denilmektedir ve LSTM’in anahtaridir.
Bazi kiigiik etkilesimlerle, tiim zincir boyunca iletim yapabilen bir yapidir. Bu bant
sayesinde, bilginin degismeden iletilmesi ¢ok kolaylasmistir.

ht—l

Xt—1

Sekil 3.13 LSTM bilgi tasima bandi (Anonymous, 2020f)

LSTM, kap1 diye isimlendirilmis yapilar yardimiyla, bilgi ekleme ya da silme gibi
islemleri yapabilmektedir. Bu yapilar, bilgi aktarmanin bir yoludur. Bir noktasal ¢arpma

islemi ve sigmoid fonksiyonundan olusurlar.
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Sekil 3.14 Bilgi ekleme/silme yapist (Anonymous, 2020f)

Sigmoid katmaninin sonucu 0-1 araliginda bir deger doner. Eger elde edilen deger 1’
yakinsa bilginin saklanmasi gerektigini, deger 0’a yakinsa bilginin silinmesi gerektigini
ifade etmektedir. LSTM mimarisinde 3 tane sigmoid katman ya da bu aktarima karar

veren yapi bulunmaktadir.

LSTM yapisinin 3 ana pargasi vardir.

e Unutma Kapist (Forget Gate): Gorevin tamamlanmasi igin gerekli olmayan
bilgileri kaldirir, bellekten siler. Bir sigmoid katman tarafindan yapilir. Eger
cikti 1’e yakinsa, “bu degeri tut”, eger c¢ikt1 0’a yakinsa “bu degeri kaldir”
cikarimi yapilir. Bu adim, agin performansini en iyi sekilde yonetmek icin

gereklidir.

he

o)

g

he—y

Xt

Sekil 3.15 Unutma Kapis1 (Anonymous, 2020f)

f(@) =0 Wy. (he_1,x) + by) (3.10)

e Girdi Kapis1 (Input Gate): Hiicrelere bilgi eklemekten sorumlu kapidir. Hangi

yeni bilgi eklenecek buna karar verir. ilk olarak sigmoid katman o degerin
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eklenip eklenmemesine karar verir. Sonraki tanh katmani ise, yeni degerler

vektoriinii olugturur. Durum giincellemesi i¢in de bu iki deger birlestirilir.

Cre D

o
Ce

ht—l

l
G

Sekil 3.16 Girdi Kapist (Anonymous, 2020f)

ir =0 (W;.(he—y,x) + b;)

C, = tanhWe. (he_q, %) + be)

(3.11)

(3.12)

e (Cikt1 Kapist (Output Gate): Gerekli bilgilerin seg¢ilip, ¢ikti olarak iletilmesinden

sorumludur. Yine ilk olarak bir sigmoid fonksiyonu vardir, hiicre durumunun

hangi boltimlerine ¢ikt1 yapilacagina karar verir.

GO

Sekil 3.17 Cikt1 kapis1 (Anonymous, 2020f)

0, =0 (VVO'(ht—l’xt) + b,)
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h, = O,.tanh(C,) (3.14)

LSTM’ler c¢ogunlukla, onceki bilgilere dayanarak tahmin igeren derin 68renme
gorevlerine uygulanabilirler. Ozellikle, metin ve stok tahminleme uygulamalarinda

basarili sonuglar elde ettigi goriilmiistiir.

3.4.4 Sekanstan sekansa sistemler (Sequence to sequence)

Kodlayict - kod ¢oziicii olarak da bilinen, hem girisleri hem de ¢ikiglar1 sekans olarak
modelleyen bir sinir ag1 mimarisidir (Sutskever vd. 2014). Bu model, ilk olarak Google
tarafindan bir ¢eviri gorevi icin gelistirilmistir. Amag, girdi ve ¢ikti uzunluklar
birbirinden farkli da olsa eslestirilebilmesidir. Ornek olarak, Ingilizcede “How are
you?” 3 kelimedir ve Tiirkge karsilig1 “Nasilsin? 1 kelimedir. Yine Google tarafindan,
konusma tanima ile ilgili bir yayinlarinda biitiin seq2seq modellerinin karsilastirmalari
yapilmistir (Prabhavalkar vd. 2017). Daha sonra, diger derin 6grenme gorevlerinde de

denenmis ve basarili sonuglar elde edilmistir.

Bir seg2seq agi, bir sekansi bagka bir sekansa doniistiirmek igin birlikte calisan iki
agdan olusur. Bu iki ag biiyiik, bir ag modelindeki iki farkli sinir ag1 gibidir. Kodlayici
ag1, giris katmaninda calisir ve girdiyi daha disiik boyutlu girdiye doniistiiriir. Ayni
zamanda girig sirasin1 da anlar. Bu gosterim, daha sonra kendi dizisini ireten kod
¢oziicli agina iletilir. Bir kodlayict — kod ¢oziicli ag1, durum degiskeninin boyutunda
gecebilecek parametre sayisini sinirlandirarak bir darbogaz olusturur. Seq2seq mimarisi,
kod ¢oziicii aginin her durumda iyi bir performans gosterebilmesi igin, giris verilerinin

miimkiin olan en az boyutta kodlayic1 agina kodlanmasini amaglamaktadir.

38



Kodlayici Kod ¢ozuicl
A |

V1 Y2

h hs
RNN RNN RNN

hy
X1 X3 X3

‘ﬂo:ﬁ-xm<—n—~<m—o_o7<‘

Sekil 3.18 seq2seq modeli (Anonymous 20209)

Model 3 par¢adan olusur. Kodlayici, kodlayic vektor ve kod ¢oziicti.

Kodlayicr: Girdi olarak bir eleman kabul eden yinelemeli bir yap1 (daha iyi performans
icin LSTM ya da GRU tercih edilebilir), bilgileri toplayip ileri yayilimla iletir. Soru-
cevap sistemleri diisiiniilecek olursa, sorunun i¢indeki biitiin kelimelerin toplami girdi

1312
|

sekansidir ve her kelime x; olarak ifade edilir. , kelimenin sirasidir. Gizli
durumlardan gelen girdiler ise yine h; vektorleri iginde tutulur ve esitlik 3.15 ile

hesaplanirlar.

h = f(Whhhe_; + Whx,) (3.15)

Bu formiil, siradan bir tekrarlayan sinir aginin ¢iktisini temsil eder. Sadece onceki gizli

durumdan gelen agirlik ve t anindaki girdinin agirligi hesaba katilmistir.

Kodlayic1 Vektor: Bu modelin kodlayict kismindan iiretilen son gizli durumdur. Gizli
durum formiilii ile degeri hesaplanir. Bu vektor, kod c¢oziicliniin dogru tahminler
yapmast icin tim girdi elemanlar: i¢in bir kapsiilleme yapar. Ayn1 zamanda modelin

kod ¢oziicii kisminin da ilk islevini yapar.
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Kod Coziicii: Her biri bir t aninda y, c¢iktisin1 tahminleyen tekrarlayan sinir agi
yapisidir. Her yinelenen birim, bir onceki gizli birimden bilgiyi alir ve kendi gizli
durum ¢iktisini tiretir. Soru-cevap sistemleri diisiiniilecek olursa, ¢ikis sekansi cevaptaki
biitiin kelimelerin toplamidir. Cikt1 olan her kelime y; ile temsil edilir ve “i” burada da

kelimenin sirasini ifade eder. Bu asamadaki gizli durum 3.16 ile hesaplanir.

h, = f(Whhh,_,) (3.16)

Esitlik 3.16’daki formiilden de anlasildig: iizere, bir sonraki gizli durumu hesaplamak
icin sadece bir dnceki gizli durum ¢iktis1 kullanilmaktadir. t anindaki y; ¢iktisi ise 3.17

ile hesaplanir.

e = softmax(W°h,) (3.17)

Softmax fonksiyonu, nihai sonucun belirlenmesine yarayan bir olasilik vektorii

olusturmak i¢in kullanilir.

Bu modelin giicii, farkli uzunluktaki dizileri birbirine esleyebilmesidir. Giris ve ¢ikis

degerleri birbirinden farkli olabilir. Bu tiir problemlerde ¢ok iyi ¢alistigr goriilmiistiir.

40



4. MATERYAL VE YONTEM

4.1 Veri Kiimesi

Metin Ozetleme konusu 6znel bir konudur. Oznelligi ortadan kaldirmak i¢in, metin ve
Ozetleri konusunda biitiin diinyada haber igerigi paylasan bir web sitesi olan Deutsche
Welle sitesi kullanilmigtir. Tiirkcede bu sekilde metin dzetlemeye uygun veri kiimesi
olmadigi i¢in, 6zetleme ve metin ¢aligmalarinda kullanilabilmesi amaciyla, detayli bir
veri kiimesi hazirlig1 yapilmistir. Sadece haber metni ve 6zeti degil, ayn1 zamanda
haberin basligi, haberin linki ve alt linkleri, haberin kategorisi de gekilerek Tiirkge

metin ¢aligmalarina katki saglanmasi amaglanmistir.

4.1.1 Deutsche Welle

Biitiin diinyadan haber igerigi paylasan bir web sitesidir. 30 dilde haber

yaymlamaktadir. Haberler belirli bir formatta sitede sergilenmektedir.

Bashk: Baglik bilgisi h1 html etiketi altinda tutulmaktadir.
Kategori: artikel isimli class i¢inde tutulmaktadir.
Haber Ozeti: intro isminde bir class i¢inde tutulmaktadir.

Haberin Tamamu: sayfadaki p html etiketinin iginde tutulmaktadir.

Asagida genel olarak bir haberin nasil tutuldugunun resmi ve agiklamasi1 bulunmaktadir.

Sekil4.1°deki 6rnek igin;
Baslik: Trump’tan Iran’daki gostericilere destek

Kategori: Diinya

Haber Ozeti: “Iran’m Ukrayna yolcu ugagini vurdugunu kabul etmesi sonrasinda Tahran
gosterilere sahne oldu. Protestoculara destek veren ABD Baskani Donald Trump Iran

hiikiimetini gostericilere siddet uygulamama konusunda uyard1.”
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Haber Metni: “Iran’in Ukrayna Havayollari'na ait yolcu ugagmi vurdugunu kabul
etmesinin iizerine baskent Tahran'da yiizlerce kisi hiikiimeti protesto etti. 8 Ocak
tarihinde distiriilen ucakta 6len 176 kisiyi anmak i¢in Cumartesi aksami1 Amir Kabir
Universitesi'nde bir anma diizenlendi. Anma tdreni kisa siirede hiikiimeti protesto
gosterisine doniistii. Gostericiler ucagin vurulmasinda ve olaym bir siire Ortbas
edilmesinde sorumlulugu bulunanlarin istifasini talep etti. Giivenlik giicleri gostericilere
g0z yasartic1 gazla miidahale etti. Pazar giinii de hiikiimetin baskent Tahran'daki ii¢

bliylik tiniversitede ve iki onemli meydanda polis ve asker konuslandirdigr goriildii.

Bu arada ABD Bagkani1 Donald Trump da Twitter lizerinden gostericilere destek verdi.
Trump diin Twitter hesabindan yaptif1 aciklamada "Cesur, cefakar Iran halkia:
Baskanligimin basindan beri sizin tarafinizdayim, yonetimim sizin tarafinizda durmaya
devam edecek. Protestolarinizi yakindan izliyoruz ve cesaretinizden esinleniyoruz"

ifadelerini kullandi.”

Haberin site lizerindeki gosterimi:

Trump’tan Iran’daki gostericilere destek

iran'mn Ukrayna yolen ugagm: vurdugung kabul stmes: sonrasninda Tahran gosterilere
sahne oldu. Protestoculara destak veren ABD Bajkam Donald Trump Iran huikimeating
gdstencilere siddet uyzulamama konusundz uyardy.

HEoOEE

Sekil 4.1Deutsche Welle haber sitesi formati
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4.1.2 Veri kiimesinin olusturulmasi

Deutsche Welle haber sitesinden haber basligini, tam metinlerini, 6zetlerini, kategorisini
ve haber linkini otomatik sekilde ¢ekecek, Python dilinde bir program pargacigi

yazilmistir. Bu program parcaciginin iki tarafi vardir.

[k taraf, bu haber sitesine girerek sitedeki biitiin linkleri ¢ekmektedir. Cektigi
linklerden Tiirk¢e olanlari ayiklamaktadir. Daha sonra igerik Tiirk¢e de olsa, metin
ierikli bir haber degilse bu durumlar1 ayiklamaktadir. Ilk taraf, en son durumda Tiirkge

haber metinlerinin yer aldigi, tekrarlamayan bir haberler linki listesi dondiirmektedir.

Program pargaciginin ikinci tarafi, tek tek linkleri gezmekte ve istenilen metinleri
ayristirmaktadir. Gezilen linklerin gezilme durumu 1°e g¢ekilmektedir. Her 10 linkte bir
cekilen veriler kaydedilmektedir. Olasi bir hatada 10 linkte bir kaydettigi i¢in ve gezdigi
linkleri 1’e ¢ektigi i¢in kaldig1 yerden calistirilmakta ve gezmedigi linklere de girerek
haber igeriklerini kaydetmeye devam etmektedir. Yaklasik olarak 27 saat calistirarak
50000 haber igerigi toplanmistir. Haber igerikleri, toplanma asamasinda belirli 6l¢iide
temizlenmistir. Eger haber metninin igeriginde herhangi bir sosyal medya gdmmesi ya
da video gommesi varsa bunlari da tespit ederek kaldirmaktadir. Sonug olarak,

kaydedilen haberler islenebilecek diizgiin metinler olarak goriilmektedir.

4.2  Kelime Vektorleri Cikarim

Tez kapsaminda, iki farkli kelime vektorii modeli kullanilacaktir. Kelime vektor
modellerini egitebilmek icin, biiyiik derlemlere ihtiyag vardir. Ilk model olarak, énceden
egitilmis bir kelime modeli kullanilmistir. Ag¢ik kaynak iizerinden Wikipedia
makalelerine erigilmis ve bu makale kiilliyatinda bir kelime modeli egitilmistir. Egitilme
is1 Python kiitliphanesi olan Gensim ile yapilmistir. Gensim ile egitebilmek i¢in

indirilen biitiin makaleler asagidaki adimlar uygulanarak temizlenmistir.

e Ilk olarak noktalama isaretleri kaldirilmistir.
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e Her satira bir makale olacak sekilde bir dosyaya eklenmistir.

e Gensim kiitiiphanesi Wikipedia tizerinde ¢alismak i¢in kolayliklar saglasa da,
Tiirkee i¢in ciimlelere ayirma fonksiyonlar1 gozden gecirilmistir.
Veriler, bu adimlarla diizenlendikten sonra egitim islemine baglanmstir.

Ilk kelime vektorii modeli, Wikipedia iizerinde 6nceden egitilmis hazir bir kelime
vektoriidiir. Ikinci kullanilan ise, haber metinlerinin ¢ekildigi site iizerinden verilerin
cekilip yukaridaki adimlar yapilarak egitilen bir kelime vektoriidiir.

Metin 6zetleme konusunun, igerik bagimli oldugu diisinildiigiinden, bir habercinin
haberler ile ilgili daha iyi 6zet ¢ikarabilir diisiincesinden dolayi, haber sitesinden kelime
vektorii liretme isine gidilmistir.

Wikipedia ile 6nceden egitilmis word2vec i¢in klasik bir 6rnek Sekil 4.2°de verilmistir.

word_vectors.most_similar(positive=["kral","kadin"],negative=["erkek"])’in ¢iktist:

[('kralice', 0.49987438321113586),
('krali', 0.46602296829223633),
("kralin', 0.4508574604988098),
('kralicesi', 0.4114413261413574),
(*hukumdar', 0.3992840647697449),
('prens', 0.3954728841781616),
('prenses', 0.3702739477157593),
('veliaht', 0.3683147430419922),
('krala', 0.3661138415336609),
('kralicenin', 0.36227846145629883) ]

Sekil 4.2 Wikipedia ile egitilmis bir kelime vektor modeli (kral ve kadin kelimesine

yakin erkek kelimesine uzak ilk 10 kelime)

4.3 Cift Yonlii LSTM Yaklasim

Tez kapsaminda, kodlayici—kod ¢oziicii ¢ift yonlii LSTM kullanilmistir. Kodlayict girdi
dizisi icin, haber sitesi {lizerinde egitilmis word2vec kelime temsili verilmistir. Bu
kelime vektorleri sayesinde, kelime tahminleme yaparken konu baglaminda tahminler

yapilmustir. Egitildikten sonra gizli katmanlar gdmme katmanlar1 olarak kullanilmistir.
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Bu deneyde, modelimiz 256 boyutlu gizli durumlara ve 300 boyutlu kelime
diigiimlerine sahiptir. Kodlayici olarak c¢ift yonlii, kod ¢oziicii olarak tek yonlii LSTM
kullanilmistir. Aktivasyon fonksiyonu, kodlayicida tanh kod ¢o6ziicliide softmax

secilmistir. Genel yapis1 Sekil 4.3’teki gibidir.

Cift yonll kodlayici LSTM Tek onli kod ¢6zlicli LSTM
\ \
" d k
. . ep‘rem enkazl son
| N st Ca LST™ Cn-2 LsT™ LST™ | 1
S (i
<7 hacress €/ Hies /| Hicresi e Hiicresi | | | I
<« /] ——— D Em— v \ \
Hy Hpy_1 Hy_, \ |
| CN 4 Cbaslangic ‘ |
(08 G, /S / . \ \
LST™ sm " s T s S s [ LSTN& > LST™M
Hucresi ‘ Hicresi \ Hcresi L Hicresi — Hﬂcresi a Hucresi Hcresi
L] ——> A Hy \ > e
Hl HZ 4 Hbaslangic \
\ \ A I
Skip-Gram Kelime Gomme \
bas » deprem * enkazi

Depremde onlarca insan son

Sekil 4.3Cift yonli LSTM diyagrami (Anonymous 2020h)

4.4 Dikkat Katmani Yaklasimi (Attention Layer)

Dikkat katmani, son zamanlarda oldukg¢a 6nemli hale gelmistir. Kelime vektor temsilleri
ile birlikte kullanildiginda, makine ¢evirisi ve diger dogal dil isleme sorunlarinda, son
derece iyi sonuglar tirettigi goriilmiistir. BERT (Devlin vd. 2018) ve GPT-2 (Radford
vd. 2018) gibi ¢igir agan algoritmalarin bir bilesenidir. Dikkat katmani ile olusturulmus

bir ag tiirline transformator denilmektedir.

Kodlayict ve kod ¢o6ziicli arasina bir dikkat katmani eklemek, 6zellikle metin 6zetleme
sorunlari i¢in iyi sonuglar elde etmeye yaramistir. Metin 6zetlemede daha iyi sonug elde

edebilmek i¢in, bu tez kapsaminda da bu katman eklenmistir.
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Sekil 4.4, Bahdanau'nun makalesinde gosterilen Dikkat modelinin semasidir (Bahdanau
vd 2014). Calismalarinda kullanilan tiim h1, h2 .. hT vektorler temelde kodlayicidaki

ileri ve geri gizli durumlarin birlestirilmesidir.
- <7
By w37 (4.1)

Basit bir sekilde ifade etmek gerekirse, tim hy, h,, hs...., hr, vektorleri, giris
climlesindeki Tx kelime sayisinin temsilleridir. Basit kodlayici ve kod c¢oziici
modelinde, baglam vektorii olarak kodlayict LSTM'in yalnizca son durumu (bu

durumda hTx) kullanilmustir.

Ancak Bahdanau vd., baglam vektoriinii olustururken girdideki (gizli durumlar ile
temsil edilen) tiim kelimelerin yerlestirilmesine vurgu yapmislardir. Gizli durumlarin

agirlikli toplamini kullanmislardir. Baglam vektorii c;, ¢ikti kelime y;;

& (4.2)
Ci = Z al-]- hi

j=1

a;; agirliklari, agagidaki denklemde verilen bir softmax fonksiyonu ile hesaplanur:

exp(e;;)

_ (4.3)
rs1exp(e)

aij =

ej;, J'deki girdiler ile i'deki ¢iktilar arasindaki eslesmenin ne kadar iyi oldugunu

puanlayan bir ¢ikt1 skorudur.

e = a(si_l,hj) (44)
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Sekil 4.4 Bahdanau'nun dikkat modeli semas1 (Bahdanau vd. 2014)

Kodlayici-kod ¢6ziicii modeline dikkat mekanizmasi eklenmis mimari Sekil 4.5’te
gosterilmistir. Sekil 4.5’e gore, her bir girdi kelimesine dikkat mekanizmasi tarafindan

bir agirlik verilmektedir. Bu agirlik, kod ¢oziicii tarafinda haber 6zeti olusturulurken, bir

sonraki kelimeyi tahmin etmede kullanilmaktadir.

| |
[* \ [ ! “ N ‘\ deprem enkazi son
\ | | |

T 77

- \ \\
Skip-Gram Word Embedding I I I

bas "~ deprem * enkazl

Depremde onlarca insan son

Sekil 4.5 Attention ile Cift yonlii LSTM

47



4.5 Degerlendirme Metrikleri

ROUGE, Gisting Degerlendirmesi i¢in Geri Cagirma Odakli Arastirma'nin kisaltmasidir
(Lin, 2004). Temelde, metinlerin otomatik Ozetlenmesini ve makine g¢evirisini
degerlendirmek i¢in kullanilan bir dizi metriktir. Otomatik olarak iiretilen bir 6zeti veya
ceviriyi, bir dizi referans 6zeti (genellikle insan tarafindan iiretilen) ile karsilastirarak

calisir.

Bir 6rnekle aciklamak gerekirse;

Sistemin iirettigi 6zet: “the cat was found under the bed”

Referans 6zet (genellikle bir insan tarafindan iiretilir): “the cat was under the bed”

Yalnizca tek tek kelimeler dikkate alinirsa, sistem Ozeti ve referans Ozeti arasindaki

cakisan kelimelerin sayis1 6'dir. Ancak, bu bize bir metrik olarak fazla bir sey soylemez.

ROUGE Baglaminda Hassasiyet ve Duyarhhk

Rouge baglamindaki duyarlilik (recall), sistem tarafindan iiretilen Ozette, referanstaki
O0zet ne kadar yakalanmis ve kurtarilmistir bilgisidir. Sadece tek tek kelimeler

diigiiniilityorsa Esitlik 4.5 ile hesaplanir.

Cakisan kelime sayist (4.5)

Referans Ozetteki toplam kelime sayist

Yukarida bahsedilen 6rnege gore;

Duyarlilik Degeri = 6/6 =1.0 olur. Bu, referans 6zetindeki tiim kelimelerin sistem 6zeti

tarafindan yakalandigi anlamina gelmektedir.
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Makine tarafindan olusturulan bir 6zet (sistem Ozeti), referans 6zetindeki tiim kelimeleri
yakalayarak son derece uzun olabilir. Ancak, sistem Ozetindeki kelimelerin ¢ogu ise
yaramayabilir, bu da 0Ozeti gereksiz yere ayrintili hale getirir. Bu durumlar igin,
Hassasiyet hesaplamasi devreye girmektedir. Hassasiyet acgisindan, esas olarak olgiilen
sey, sistem Ozetinin ne kadariyla ilgili veya ihtiyag duyuldugudur. Hassasiyet Esitlik 4.6

ile hesaplanir.

Cakisan kelime sayist (4.6)

Sistem 6zetindeki toplam kelime sayist

Yukarida bahsedilen 6rnege gore:

Hassasiyet Degeri: 6/7 = 0.86 olur. Bu basitce, sistem 6zetindeki 7 kelimeden 6'sinin
aslinda alakali veya gerekli oldugu anlamina gelmektedir. Yukaridaki 6rnegin aksine,

asagidaki sistem Ozetine sahip olunsaydi:

Sistem Ozeti: “the tiny little cat was found under the big funny bed”

Hassasiyet Degeri: 6/11 = 0.55 olacakti. Gereksiz kelimeler hassasiyet degerini
diistirdiigiinden, 6zet degerlendirilirken, hem duyarlilik hem de hassasiyet degerinin

yiiksek olmasina 6zen gosterilmelidir.

ROUGE-N, ROUGE-S ve ROUGE-L, sistem 0Ozetleri ve referans Ozetleri arasinda
karsilagtirilan metinlerin ayrmti diizeyi olarak diisiiniilebilir. Ornegin, ROUGE-1,
sistem Ozeti ve referans Ozeti arasindaki unigramlarin ¢akigsmasini ifade eder. ROUGE-
2, sistem ve referans Ozetleri arasindaki bigramlarin ¢cakismasini ifade eder. Yukaridaki
ornek ele alinirsa, ROUGE-2 hassasiyet ve duyarlilik puanlarini hesaplamak igin sistem

0zeti ve referans 6zet bigram seklinde yazilir.

Sistem Ozeti: “the cat, cat was, was found, found under, under the, the bed”

Referans Ozeti: “the cat, cat was, was under, under the, the bed”
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Rouge2 Duyarlilik Degeri = 4/5 = 0.8 olacaktir.
Rouge2 Hassasiyet Degeri = 4/6 = 0.67 olacaktir.
Kisa olarak tanimlamak gerekirse;

ROUGE-N - unigram, bigram, trigram ve daha yiiksek dereceli n-gram g¢akigmalarini

Olcer

ROUGE-L — LCS (Longest common subsequence) kullanarak eslesen en uzun kelime
strasini Olger. LCS kullanmanin bir avantaji, ardisik eslesmeler gerektirmemesi, ancak
climle diizeyinde kelime sirasini yansitan sirali eslesmeler gerektirmesidir. Otomatik
olarak en uzun sirali ortak n-gram icerdiginden, dnceden tanimlanmis bir n-gram

uzunluguna ihtiyag yoktur.

ROUGE-S - Bir ciimledeki herhangi bir kelime ¢ifti, keyfi bosluklara izin verir. Buna
atla-gram es koordinasyonu da denebilir. Ornegin, skip-bigram, sozciikler arasinda
maksimum iki bosluk olabilen sozciik ciftlerinin ¢akismasmi olger. Ornek olarak,
“sapkadaki kedi” ifadesi i¢in atlama-bigramlar1 “sapkadaki kedi, kedi, kedi sapkasi,
sapkadaki” olacaktir.

ROUGE olgiitleri tarafindan iiretilen puanlar 0 ile 1 arasindadir. Uretilen puanlar ne
kadar yiiksek olursa, model 6zeti ile o kadar fazla paylasilan igerik mevcut demektir ve
bu durumda otomatik 6zet daha iyi ve daha bilgilendirici olarak kabul edilmektedir. Bu
caligmada, onerilen yaklagiminin performansini degerlendirmek i¢cin ROUGE-N (N-1,

N-2) ve ROUGE L o6lgiitleri kullanilmustir.
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5. ARASTIRMA BULGULARI

Bu bolimde, kelime vektdor modelleri ve calismada kullanilan yapay sinir agi
yontemlerinden dikkat katmani yaklasimhi Bi-LSTM modellerinin  bulgular

acgiklanmustir.
5.1 Kelime Vektorii Bulgular:
5.1.1 Wikipedia verileri iizerinde hazir egitilmis kelime modeli

Tez kapsaminda, ilk olarak onceden egitilmis hazir bir kelime modeli olan FastText
kullamilmistir. FastText, kelime seviyesinde, karakter seviyesinde veya alt kelime
(subword-bag of characters) ile egitilmis modellerdir. FastText, genis kelime haznesi,
yanlig kelimelere kars1 diisiik hassasiyeti ve ¢oklu dil destegi sunmasi sebebiyle tercih
edilmistir. FastText, 157 dil i¢in dnceden egitilmis modeli a¢ik kaynak olarak paylagmis

ve bu calismada Tiirkge olan1 direkt kullanilmistir.

Kelime gosterimleri 300 boyutlu bir matrisle ifade edilmistir. Boyut olarak, Yin ve Shen
(2018) tarafindan 300 Onerildigi igin segilmistir. Yanlis kelimelere olan diisiik

hassasiyeti gostermek i¢in Sekil 5.1°deki 6rnek denenmistir.

o wv=ml.get word vector('selam')
ml.get _nearest_neighbors('selam’)

[» [(@.7564390301704487, 'selim'),
(08.7496131862587629, 'selamlar'),
(0.7362373647689819, ‘selama’),
(8.7175897350848022, ‘selami’),
(0.7004078660011292, 'selamm’),
(0.7060391902923584, 'Selam’),
(08.7812052566146851, ‘selam.'),
(0.6955673008564148, ‘'selammm'),
(0.6951298965088261, 'selamda'),
(0.6936641931533813, "selamu’)]

Sekil 5.1°selam’ kelimesi ve yanlis yazilmis ‘selam’ kelimesi ile iligkisi

o1



Hazir olarak kullanilmigs ve Wikipedia Tiirkge verileri iizerinde egitilmis modelin

kelime dagilimi1 Sekil 5.2°de verilmistir.

150

100

-100

-150

-150 -100 -50 0 Sb ldO 15‘0

Sekil 5.2 Wikipedia verileri ile egitilmis hazir kelime vektdrii modeli kelime dagilimi

Uretilmis tiim kelimeler, 2 boyutlu bir sekilde grafige aktarilmistir. Kelimeler tam
secilmemektedir; fakat kiimelenmeler belirgin bir sekilde gézlenmektedir. Kelime

limitini daha az tutup aym grafigi ¢izdirdigimizde grafik daha anlagilir olmaktadir.
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Sekil 5.3 Sinirli sayida kelimenin dagilimi

Sekil 5.3’te simirli sayida kelimenin dagilimi ¢izilmistir. ‘haber’ kelimesine yakin olan
‘haberle’, ‘haberlerin’, ‘haberlerinde’ gibi ‘haber’ kokenli kelimeler ile birlikte,
‘bilgileri’, ‘merkezi’, ‘ilgili’, ‘agiklama’ gibi ‘haber’ kelimesiyle beraber kullanilan

yakin kelimeler de grafige yansimustir.

ml.get nearest neighbors('ekonomi’)

ml.get nearest neighbors('siyasi’)

[(®.7835776376724243, 'ekonomisi’), [(9.85016286874645096, 'siyasal’),
(B.6004574666023254, 'iktisat'), (B.8477445240235571, 'politik’),
(8.5784805655479431, 'makroskonomi'), (©.8457542657852173, 'siyasi’),
(@.6640412512779236, "ekonominin'), (@.78816664218968259, '-siyasi’),
(©.661597728720248, 'ekonomi. '), (8.7558411224365234, 'Siyasi’),
(9.65242755413@5542, 'finans'), (B.7454607486724854, 'ekonomik-siyasi'),
(©.65131282808639648, 'ekonomide’), (8.7484753565788269, 'siyasi-ekonomik'),
(8.645456790924@8723, 'siyaset’), (8.7357540071311951, 'ekonomik'),
(@.6364188928097351, 'mikroskonomi'), (@.7355639934539795, ‘siyasi’),
(©.6352344751358832, '-ekonomi')] (8.7332131266593933, 'siyasi-idari'}]

Sekil 5.4‘ekonomi’ ve ‘siyasi’ kelimelerinin en yakin komsuluklari
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Sekil 5.4°te FastText kiitiiphanesi yardimiyla ‘ekonomi’ ve ‘siyasi’ kelimelerine en

yakin 10 kelime listelenmistir.

5.1.2 Haber sitesi kelime vektorii modeli

Deutsche Welle haber sitesinden 50000 haber verisi toplanmistir. Gensim kiitiiphanesi
kullanilarak kelime vektorii haline getirilmistir. Toplam 71312 kelimeye sahip bir

model olusturulmustur. Kelimeler 300 boyutlu vektorlerle temsil edilmistir.

furlerindg
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Sekil 5.5 Haber sitesi verileri ile egitilmis kelime vektorii modelinin kelime dagilimi

Uretilmis tiim kelimeler, 2 boyutlu bir sekilde grafige aktarilmistir. Kelimeler belirgin
olarak secilmemektedir. Kelime limitini daha az tutup aym grafik ¢izdirildiginde grafik

daha anlasilir olmaktadir.
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Sekil 5.6°da sinirli sayida kelimenin dagilimi ¢izilmistir. ‘haber’ kelimesine yakin olan
‘haberleri’, ‘haberlerde’ gibi ‘haber’ kokenli kelimeler ile birlikte, ‘haber’ kelimesine

anlamca yakin olan kelimelerin de secildigi goriilmektedir.
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Sekil 5.6 Sinirli sayida kelime dagilimi

ml.wv.most_similar("ekonomi™)

[("nihat', ©.5112514405840609),
('zeybekci', ©.40998375177383423),
("ispanyatirkiye', ©.46931523834648583),
("blUrokratlarinin’, 8.45344918@2559662),
(‘blogunda’, ©.4481458365917206),
(‘zeybekci', ©.44787140267196655),
(‘maliye’, ©.4458618766108048),

('seta’, ©.44551771879196167),
(‘politikalari’, @.436633446163889954),
(*luka’, B.42491596937179565)]

ml.wv.most_similar("siyasi™)

[("partilerin’, ©.5928467512138737),
("partiler’, ©.59@8639501217241),
("déniistlirmeden’, 8.478228374884364),
("partinin’, ©.468874335289%8081456),
("demokratik’, ©.46447088837376484),
("partilerimizin’, 8.461566329882380837),
("partilerden’, ©.4513779878616333),
("politik’', ©.44858841465983687),
('partileri’, @.4306965285669483),
('partilere’, @.439570686@562134)]

Sekil 5.7‘ekonomi’ ve ‘siyasi’ kelimelerinin en yakin komsuluklar
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Sekil 5.7°de ‘ekonomi’ ve ‘siyasi’ kelimelerine en yakin 10 kelime listelenmistir.

Haber sitesinden alinan verilerle egitilen model ile Wikipedia iizerinde onceden
egitilmis kelime modelleri arasinda farkliliklar olmustur. Bu farkliliklarin, kelime

Ozetleme sistemi tizerindeki etkileri test edilmistir.

5.2 iki yonlii-LSTM Yaklasimi Bulgular

Veri seti, iki yonli-LSTM’e parametre olabilecek sekilde ayarlanmistir. 11k olarak, veri
seti iizerinde On islemler yapilmistir. Baglangicta, 52393 tane haber metni ve Ozeti
bulunmaktadir. Verilerin karakter uzunluklarina bakilarak, genel metin uzunlugunun
500 karakterden az, 6zet metninin de 25 karakterden az oldugu goriilmiis ve veriler

diizenlenmistir.
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Sekil 5.8 Kelime sayis1 histogrami (Haber metni i¢in)
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Sekil 5.9 Kelime say1s1 histogrami (Ozet metni igin)

Yukaridaki grafiklere bakilarak, haber metinlerinin maximum uzunlugu 500, Ozet
metinlerin maximum uzunlugu 25 olarak belirlenmistir. Bu sinir degerlere uymayan
veriler silinmis ve 35429 veri elde edilmistir. Kelime sayis1 265329’dur. Tekrarlama
esik degeri olarak 60 belirlenmistir ve 60’dan fazla gecen kelime sayis1 14633°tiir. Bu
bilgiye dayanarak kelime boyutu 15000 olarak se¢ilmistir.

35429 verinin 30000’i egitim, 5000’ini dogrulama (validation) ve 428’i test igin

kullanilmistir.

Iki yonlii LSTM farkli parametrelerle farkli sonuglar vermektedir. Genel olarak, Gegitli
Tekrarlanan Sinir Aginin (GRU) veya Uzun Kisa Siireli Bellek (LSTM) kodlayic1 ve
kod ¢oziicii bilesenleri olarak tercih edilir. Bunun nedeni, yok olan gradyan sorununu
asarak uzun vadeli bagimhiliklar1 yakalayabilmeleridir. Egitim asamasinda ilk olarak
kodlayict ve kod ¢oziicli tasarlanir. Bir kodlayict Uzun Kisa Siireli Bellek modeli
(LSTM) tiim giris dizisini okur, burada her zaman araliginda kodlayiciya bir kelime
verilir. Daha sonra her zaman adiminda bilgileri isler ve giris sirasinda mevcut olan
baglamsal bilgileri yakalar. Son zaman adimmin gizli durumu ve hiicre durumu, kod
¢oziiciiyli baslatmak i¢in kullanilir. Kod ¢6ziicii, tim hedef sekansi kelime-kelime
okuyan ve ayni sekansi bir zaman aralig1 ile dengeleyen bir LSTM agidir. Kod ¢oziicii,

bir 6nceki sozciigl verilen sirayla bir sonraki sozciigii tahmin etmek iizere egitilir.
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Kodlayict LSTM olarak iki yonlii LSTM kullanilmistir. Doniis dizileri parametresi
uygun sekilde ayarlandiginda, LSTM her zaman aralig1 i¢in gizli durumu ve hiicre
durumunu {iretir. Doniis durumu uygun sekilde ayarlandiginda ise, LSTM yalnizca son
zaman adiminin gizli durumunu ve hiicre durumunu tretir. Birlestirme modu, baglama
olarak ayarlanmistir; bu sayede ¢ikislar bir araya getirilir, bir sonraki katmana iki kati
giris saglanir. Loss fonksiyonu olarak seyrek kategorik capraz entropi (sparse
categorical cross-entropy) kullanmilmistir. Tamsayr dizisini aninda bir sayisal (hot)

vektore dontstiirdiigiinden, bellek sorunu yasamamak i¢in bu tercih edilmistir.

Sakli katman birimi olarak 256 se¢ilmistir. Modelin egitim sirasinda dogrulugunu ve
her iterasyon sonundaki dogrulugunu test eden ‘train’ ve ‘test’ hata degerleri Sekil

5.10’da gosterilmistir.

421

— frain
410 4 test
3.8 1

36
344
32
304
28 1
26 1

0 2 4 6 8
Sekil 5.10 Model Egitimindeki ‘train’ ve ‘test’ hata degerleri (Haber sitesi ile egitilen

kelime modeli ile)

Haber sitesinden ¢ekilen verilerle elde edilen kelime modeli ve seq2seq model olarak
tasarlanan ve iki yonlii LSTM kullanilan modelin iirettigi 6zet metinler Cizelge 5.1°de

verilmistir.
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Cizelge 5.1 Haber sitesi kelime modeli ve iki yonlii LSTM 6rnek 6zetler (OOV: Out of

vocabulary, kelime dagarcigi disinda)

Orijinal Ozet

Cikarilan Ozet

“yili kasim ay1 ihracat rakamlarma gore
demir demir dis1 metaller ¢elik ihracati yilin
aylik doneminde yiizde artis milyar milyon

dolara ulast1”

celik ihracat1 yilin ilk ayinda gecen yilin aym
donemine gore yiizde artarak milyar milyon

dolar oldu

“abdli celik tireticileri 2018 yil1 ekim ayinda
gectigimiz yilin ayni ayina gore yiizde fazla

celik tiretti”

celik tiretimi ekimde yiizde artarak milyon

tona yiikseldi

“rusya federasyonunun dis ticarette tasidig
onem OOV fuarinin rusya federasyonu OOV
sahip dikkate
alindiginda OOV genis bir katilimin OOV

oldugu itibar hususlar

fayda oldugu degerlendiriliyor”

sanayi odasi bagskan1 OOV OOV OOV OOV
yonelik diizenlenen OOV yodnelik operasyon
iilke arasinda OOV is birligi protokolii

imzalandi

“avrupa birligi devlet hiikiimet baskanlar
ekonomiyi canlandirmak teklif edilen milyar

euroluk yatirim paketine onay verdi”

ab komisyonu iiyesi OOV OOV milyar euro
mali yardim yatirim paketine OOV

“diinya ¢elik dernegi OOV tarafindan yapilan
arastirmaya gore kisi basina ortalama diinya
celik kullanimi yilinda OOV oran yilinda
OOV yiikseldi”

¢elik kullannrmi OOV OOV OOV tiirkiye
ekonomisinin ayni donemine goére ylizde

oraninda artig gosterdi

“cin sanayi teknoloji bakanlig1 verilerine gore
ocak eyliil doneminde sektdr gectigimiz yilin
ayni donemine gore cirosunu yiizde artirarak

trilyon OOV yiikseltti”

yilin ikinci c¢eyreginde yilizde biiyiimesi

biiylime ayn1 donemine gore yilizde biiytidii

“tlirkiyenin demirgelik sektoriinde bolgesinde
o6nemli rakibi olan iranin son yillarda hizla
artan celik iretimi tiirkiyeyi tehdit etmeye

baslad1”

rusya ¢in iran niikleer anlasmasi imzaladi
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Sekil 5.11 Model Egitimindeki ‘train’ ve ‘test’ hata degerleri (Wikipedia verileriyle hazir iiretilmis kelime
modeli ile)

Wikipedia verileri ile egitilmis hazir olarak kullanilan FastText kelime modeli ve
seq2seq model olarak tasarlanan ve iki yonlii LSTM kullanilan modelin iirettigi 6zet

metinler Cizelge 5.2’de verilmistir.

Cizelge 5.2 Wikipedia verileri ile olusturulmus kelime modeli ve iki yonlii LSTM 6rnek

Ozetler

Orijinal Ozet

Cikarilan Ozet

“cin sanayi teknoloji bakanlig1 verilerine

gore ocak eylil doneminde sektor

gectigimiz yilin aynt donemine gore
cirosunu yiizde artirarak trilyon OOV
yiikseltti”

¢in ekonomisi yilin ilk ¢eyreginde yiizde

biiyuidii

“abdli ¢elik {ireticileri 2018 yili ekim
aymda gectigimiz yilin ayni aymna gore

yiizde fazla ¢elik tiretti”

abdli biiyiik devi gegen yilin ayni ayina
gore ylizde artig gosterdi

“yili kasim ay1 ihracat rakamlarina gore
demir demir dis1 metaller gelik ihracati
yilin aylik doneminde yiizde artis milyar

milyon dolara ulast1”

tirkiyenin OOV yararlanmak yilin ilk
ceyreginde gecen yilin ayni donemine
gore yiizde artarak milyar milyon dolar

oldu
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Cizelge 5.2 Wikipedia verileri ile olusturulmus kelime modeli ve iki yonlii LSTM 6rnek

Ozetler (devam)

“rusya federasyonunun dis ticarette

tagidigt 6nem OOV fuarinin  rusya
federasyonu OOV sahip oldugu itibar
hususlar dikkate alindiginda OOV genis
bir OOV fayda

katilimin oldugu

degerlendiriliyor”

rusya sanayi teknoloji bakani 6zlii OOV
OO0V OO0V OO0V 00V 00V 00V 00V
bir sekilde OOV soyledi

“diinya c¢elik dernegi OOV tarafindan
yapilan arastirmaya gore kisi basina
ortalama diinya c¢elik kullanimi yilinda

OOV oran yilinda OOV ytikseldi”

OOV yonetim kurulu bagkanit OOV OOV
yil sonuna kadar ylizde milyar milyon

dolar soyledi

“avrupa birligi devlet hiikiimet bagkanlari
ekonomiyi canlandirmak teklif edilen
milyar euroluk yatirim paketine onay

verdi”

ab komisyonu bagkani juncker ab OOV
OOV OO0V OOV 00V 00V 00V 00V
OOV OO0V OOV 00V 00V 00V 00V
OOV OO0V OO0V dedi

“tirkiyenin ~ demirgelik  sektoriinde
bolgesinde 6nemli rakibi olan iranin son
yillarda hizla artan celik iiretimi tlirkiyeyi

tehdit etmeye basladi”

rusya devlet baskan1 putin abdnin orta
menzilli niikleer kuvvetler OOV OOV
OOV OOV OO0V 00V soyledi

Bu parametrelere ek olarak bir de dikkat katmani eklenerek model gelistirilmistir.

4.25 A \
4.00

375
350 1
325 A
3.00 1

275 1

— frain
test

) 2

4 B ]

Sekil 5.12 Model Egitimindeki ‘train’ ve ‘test’ hata degerleri (Wikipedia verileriyle
hazir iiretilmig FastText kelime modeli ve dikkat katmani ile)
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Wikipedia verileri ile egitilmis hazir olarak kullanilan FastText kelime modeli ve

seq2seq model olarak tasarlanan ve iki yonli LSTM ve dikkat katmani eklenmis

modelin tirettigi 6zet metinler Cizelge 5.3’te verilmistir.

Cizelge 5.3 Wikipedia verileri ile olusturulmus kelime modeli, iki yonlii LSTM ve

dikkat katmani

Orijinal Ozet

Cikarilan Ozet

“abdli c¢elik treticileri 2018 yili ekim
aymda gectigimiz yilin ayni ayma gore
yiizde fazla ¢elik tiretti”

abdli biliylik devi petrol fiyatlarindaki
2018 ayinda milyar dolar oldu

“yili kasim ay1 ihracat rakamlarina gore
OOV demir demir dis1 metaller c¢elik
ithracatt yilin aylik déneminde yiizde artis
milyar milyon dolara ulagt1”

tirkiyenin ilk ihracati yilin ilk ayinda
gecen yilin ayni donemine gore yiizde
artarak milyar dolara ulasti

“rusya federasyonunun dis ticarette
tagidigt 6nem OOV fuarinin  rusya
federasyonu OOV sahip oldugu itibar
hususlar dikkate alindiginda OOV genis
bir katilmmm OOV fayda oldugu

degerlendiriliyor”

rusya sanayi teknoloji bakani 6zlii OOV
OOV OO0V OO0V OO0V 00OV Oov
OO0V OOV OOV dedi

“diinya ¢elik dernegi OOV tarafindan
yapilan arastirmaya gore kisi basina
ortalama diinya ¢elik kullanimi yilinda
OOV oran yilinda OOV ytikseldi”

imf OOV OOV OOV OOV yil vadeli
OOV yil vadeli OOV OOV OO0V OO0V
dedi

“cin sanayi teknoloji bakanlig1 verilerine
gore ocak eylil doneminde sektor
gectigimiz yilin ayni donemine gore
cirosunu yiizde artirarak trilyon OOV
yiikseltti”

cin ekonomisi ocak eylil doneminde
yiizde lik yiizde oraninda artt1

“tirkiyenin ~ demirgelik  sektdriinde
bolgesinde 6nemli rakibi olan iranin son
yillarda hizla artan ¢elik {iretimi tiirkiyeyi
tehdit etmeye basladi”

abd disisleri bakanligi sozciisi OOV
OO0V ilgili OOV ilgili bir OOV OOV
sOyledi
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Haber sitesinden g¢ekilen verilerle elde edilen kelime modeli ve seq2seq model olarak

tasarlanan ve iki yonlii LSTM ve dikkat katmani kullanilan modelin {irettigi 6zet

metinler Cizelge 5.4’te verilmistir.

Cizelge 5.4 Haber sitesi verileri ile olusturulmus kelime modeli, iki yonlii LSTM ve

dikkat katmani

Orijinal Ozet

Cikarilan Ozet

“abdli celik {reticileri 2018 yili ekim
ayinda gectigimiz yilin ayni ayma gore

yiizde fazla celik tiretti”

abdli celik dreticileri gecen yilin ayni

donemine gore yiizde fazla celik tiretti

“yili kasim ay1 ihracat rakamlarina gore
OOV demir demir disi metaller ¢elik
thracatt yilin aylik doneminde yiizde artis

milyar milyon dolara ulast1”

tirkiyenin ihracati yilin ilk ceyreginde
gecen yilin aynt donemine gore yilizde

artig gosterdi

“rusya federasyonunun dig ticarette

tasidigt onem OOV fuarinin rusya
federasyonu OOV sahip oldugu itibar
hususlar dikkate alindiginda OOV genis
bir OOV fayda

katilimin oldugu

degerlendiriliyor”

rusya ticaret tarafindan

hazirlanan OOV OOV OOV OOV 00V

bakanlig

OOV il iginde yapilacak

“cin sanayi teknoloji bakanlig1 verilerine

gore ocak eylil doneminde sektor

gectigimiz yilin ayni donemine gore
cirosunu yilizde artirarak trilyon OOV

yiikseltti”

cin sanayi teknoloji bakanlig1 verilerine

gore yilin ocak doneminde sektor
gectigimiz yilin aynt donemine gore

yiizde artig gosterdi

“tiirkiyenin demircelik sektorlinde
bolgesinde onemli rakibi olan iranin son
yillarda hizla artan ¢elik iiretimi tiirkiyeyi

tehdit etmeye baglad1”

rusya disisleri bakanlhigi sozciisii OOV
OOV ilgili yaptigi acgiklamada OOV
ilgili olarak OOV

63




Yukaridaki tablolarda, referans metinler ve Ozetler rastgele segilerek tabloya
eklenmistir. En iyi sonucun elde edildigi, haber sitesi verileri ile olusturulmus kelime
modelinin kullanildigi, iki yonlii LSTM ve dikkat katmanli modelle iyi segilmis haber

metni, referans Ozeti ve sistem tarafindan iiretilen 6zet Cizelge 5.5°te verilmistir.

Cizelge 5.5 Modelin iyi 6zetledigi 6rnek tablosu

Metin “ABD’li gelik iireticileri 2018 yil1 ekim ayinda
gectigimiz yilin ayni ayina gore ylizde 10,5 daha
fazla celik tiretti. 7.6 milyon ton celik iireten
ABD, 82.6 milyon ton iiretim yapan Cin, 8.8
milyon ton iiretim yapan Hindistan ve 8.6
milyon iiretim yapan Japonya’dan sonra en fazla
celik tireten 4’lincii iilke oldu. Ayni1 donemde
Tirkiye’de celik lretimi ylizde 4,3 azalarak 3.2
milyon ton oldu.”

Referans Ozet “Abdli celik iireticileri 2018 yili ekim ayinda
gectigimiz yilin ayni ayina gore ylizde 10,5 daha
fazla gelik Uretti.”

Sistem Tarafindan Cikarilan Ozet abdli celik ireticileri gecen yilin ayn1 dénemine
gore ylizde fazla gelik iiretti

Metin “Cin demir celik sektorii biiylimeye devam
ediyor. Cin Sanayi ve Teknoloji Bakanlig:
verilerine gore ocak-eyliil doneminde sektor,
gectigimiz yilin ayn1 dénemine gore cirosunu
ylizde 14 artirarak 6.45 trilyon yuana yiikseltti.
Yiiksek kapasiteyi ve diisiik kaliteli iiretimi
engelleyen politikalar sayesinde, iiriinlerini daha
yiiksek fiyattan satmaya baglayan iireticiler,
karlarim1 yiizde 65 artirdi. Ticaret savaslar
nedeniyle demir celik ihracatinda miktar bazinda
ylizde 10,7 oraninda diisiis yasanmasina ragmen
sektor, yiizde 6.1 artigla 298.99 milyar yuanlik
ihracat yapti. Thracatta ton fiyatim yiizde 18,8
artiran sektor 2018 yilinda yaklagik 70 milyon
ton ihracat yapmay1 hedefliyor.”

Referans Ozet “Cin Sanayi Teknoloji Bakanlig: verilerine gore
ocak eyliil doneminde sektor gectigimiz yilin
ayni dénemine gore cirosunu yiizde 14 artirarak
6.45 trilyon ytikseltti.”

Sistem Tarafindan Cikarilan Ozet ¢in sanayi teknoloji bakanligi verilerine gore
yilin ocak doneminde sektdr gectigimiz yilin
ayn1 donemine gore yiizde artis gosterdi
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Bu model, ayn1 zamanda Ingilizcede metin 6zetlemede kullanilan popiiler veri setleri ile
de denenmistir. Bunlardan ilki GigaWord veri kiimesidir. Yaklasik 4 milyon Ingilizce
makaleden olusan bir veri kiimesidir. Metinlerin ortalama uzunlugu 25 kelime, 6zet
metinlerin ortalama uzunlugu ise 9 kelimedir. Metin 6zetleme ¢alismalarinda siklikla
kullanilan bir veri kiimesidir. Modelimizin dogrulanmasi i¢in, referans makalelerde olan
bu veri seti ile de deneyler yapilmistir. Tiirk¢e veri kiimesi i¢in en iyi sonucu veren ¢ift
yonli LSTM ve dikkat katmanli sekanstan sekansa mimarisi ile deneyler
gergeklestirilmistir. Sakli katman birimi olarak 256 secilmistir. Nvidia K80 GPU ile 30
epoch egitilmistir. Her epoch yaklasik 1 saat stirmiistiir. Kelime vektorii olarak iki farkli
vektor modeli denenmistir. GigaWord makalelerinden olusturulan kelime vektér modeli
ve Ingilizce icin 6nceden egitilmis olan FastText kelime vektdr modelleri denenmistir.
Bu veri kiimesi icin dnceden egitilmis olup hazir olarak kullanilan FastText ile daha iyi

sonugclar elde edilmistir.

Ikinci poiiler veri seti, CNN/Daily Mail veri kiimesidir. Yaklasik 300 bin Ingilizce
makaleden olusan bir veri kiimesidir. Metinlerin ortalama uzunlugu 640 kelime, 6zet
metinlerin ortalama uzunlugu ise 45 kelimedir. Metin 6zetleme calismalarinda siklikla
kullanilan bir diger veri kiimesidir. Modelimiz bu veri kiimesi ile de denenmistir. Cift
yonli LSTM ve dikkat katmanli sekanstan sekansa mimarisi ile deneyler
gergeklestirilmistir. Sakli katman birimi olarak 256 segilmistir. Nvidia K80 GPU ile 30
epoch egitilmistir. Her epoch yaklasik 3 bucuk saat siirmiistiir. Kelime vektorii olarak
iki farkli vektor modeli denenmistir. CNN/Daily Mail makalelerinden kendi egittigimiz
bir kelime modeli ve Ingilizce i¢in 6nceden egitilmis olan FastText kelime vektor

modeli ile deneyler yapilmistir. Bu veri kiimesi i¢in de 6nceden egitilmis olup hazir

kullanilan FastText ile daha iyi sonuglar elde edilmistir.
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6. TARTISMA VE SONUC

6.1 Degerlendirme

Bu calisma ile Deutsche Welle haber sitesinden 50000 {izerinde haber metni, Ozeti,
bashigi ve kategorisi belirli bir formatta ¢ekilmis ve kaydedilmistir. Kodlayici-Kod
¢oziicli, iki yonli-LSTM ve dikkat katmanli bir 6zetleyici model gelistirilmistir.
Degerlendirme, = ROUGE metrigi ile yapilmistir. LSTM modellerinde, farkli
hiperparametre degerleriyle farkli LSTM egitimleri gergeklestirilebilmektedir. Sakli
katman degeri i¢in, farkli degerler denenmis ve en iyi sonuca 256 degeri ile ulasiimistir.
Cizelge 6.1°de en yiiksek sonuglar1 veren 512, 256 ve 128 degeri igin bir karsilastirma

tablosu verilmistir.

Cizelge 6.1 Tiirk¢e Veri Kiimesi ile Dikkat Katmanl iki yonlii LSTM igin sakli katman
ve kelime vektor modeli deger karsilagtirmasi

Yontem Sakh ROUGE-1 | ROUGE-2 | ROUGE-L
Katman

biLSTM + FastText kelime | 128 28,18 8,25 26,36

modeli + Dikkat modeli

biLSTM + FastText kelime | 256 35,45 12,84 32,72

modeli + Dikkat modeli

biLSTM + haber verileri | 128 33,63 13,76 33,63

kelime modeli + Dikkat

modeli

biLSTM + haber verileri | 256 40,91 19,27 39,10

kelime modeli + Dikkat

modeli

biLSTM + FastText kelime | 512 33,22 10,96 30,91

modeli + Dikkat modeli

biLSTM + haber verileri | 512 36,36 15,60 36,36

kelime modeli + Dikkat

modeli
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Ayarlanabilen diger hiperparametrelerden biri ise kullanilan LSTM sayisidir. Modeli
daha derin yapmak i¢in y1gin LSTM’ler kullanilabilir. Tez kapsaminda, y1gin LSTM ile
model derinlestirilmis; fakat tek LSTM ile daha basarili sonuglar elde edilmistir.
Cizelge 6.2°de 3 y1gin LSTM ile tek LSTM sonuglarinin karsilagtirmalar1 verilmistir.

Cizelge 6.2 Y1gin LSTM ve kelime vektor modeli karsilagtirmasi

Yontem ROUGE-1 | ROUGE-2 | ROUGE-L
3 Y1gin LSTM + Attention + Haber 26,36 08,25 26,36
verileri kelime modeli

3 Yigin LSTM + Attention + FastText 19,09 5,50 19,09
kelime modeli

1 LSTM + Attention + Haber verileri 30,0 10,09 30,0
kelime modeli

1 LSTM + Attention + FastText kelime 21,81 2,75 21,81
modeli

Tez kapsaminda yapilan arastirmalara gore, metin 6zetleme icin son donemlerde iki
yonlii LSTM ve dikkat katmanli modeller 6nerilmistir. Bu ¢alismada da hedef dikkat
katmanl iki yonliit LSTM modeli olugturmaktir. Ayrica bu ¢alismada, hazir bir Tiirkge
kelime modeli olan FastText ile haber verilerinden elde edilen kelime modelinin
Ozetlemedeki basarisinin  karsilastirilmast  hedeflenmistir.  Olusturulan  yontemin

karsilastirilmali tablosu Cizelge 6.3 te verilmistir.

Cizelge 6.3 Dikkat katman1 ve kelime modeli karsilastirmali deney sonuglari

Yontem ROUGE-1 ROUGE-2 ROUGE-L
Seq2seq + biLSTM | 28,18 8,25 26.36
+ FastText kelime modeli

Seq2seq + biLSTM | 36,63 14,0 31,69
+ haber verileri kelime modeli

Seq2seq + biLSTM | 35,45 12,84 32,72
+ FastText kelime modeli + Dikkat

katmam

Seq2seq + biLSTM | 40,91 19,26 39,09
+ haber verileri kelime modeli +

Dikkat katmani
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Bu model, ayn1 zamanda Ingilizcede metin 6zetlemede kullanilan popiiler veri setleri ile

de denenmistir. GigaWord veri seti sonuglari, literatiirdeki en bagarili giincel

caligmalarla kiyaslamali olarak Cizelge 6.4’te verilmistir. Modelimiz literatiirdeki en 1yi

modellerle yarisir bir performans gostermektedir.

Cizelge 6.4 GigaWord veri seti ile metin 6zetleme sonuglari

ROUGE-1 ROUGE-2 ROUGE-L | YIL
OpenNMT (Klein vd. 2017) 36,73 17,86 33,68 2017
Re3Sum (Cao vd. 2018) 37,04 19,03 34,46 2018
MASS (Song vd. 2019) 38,73 19,71 35,96 2019
UniLM (Dong vd. 2019) 38,45 19,45 35,75 2019
ProphetNet (Yan vd. 2020) 39,55 20,27 36,57 2020
ERNIE-GENLARGE (Xiao vd. | 39,25 20,25 36,53 2020
2020)
Concept pointer+DS (Wang vd. | 37,01 17,10 34,87 2019
2019)
Bizim Modelimiz 39,22 14,45 36,95

Bu model, ayrica Ingilizcede metin dzetlemede kullanilan popiiler veri setlerinden bir

digeri olan CNN/Daily Mail veri seti ile de denenmistir. Bu deney sonuglari,

literatiirdeki en basarili glincel ¢aligmalarla kiyaslamali olarak Cizelge 6.5’te verilmistir.

Cizelge 6.5CNN/Daily Mail veri seti ile metin 6zetleme sonuglari

Yontem ROUGE-1 ROUGE-2 ROUGE-L
ML + RL (Paulus vd. 2017) 35,45 12,84 32,72
ML with intra-attention (Paulus vd. | 38,30 14,81 35,49
2017)

Pointer Generator (See vd. 2017) 36,44 15,66 33,42
PG + Coverage (See vd. 2017) 39,53 17,28 36,38
GPT2 Zero-Shot (Radford vd. 2019) | 29,30 8,30 26,70
Saliency + Entailment reward | 40,43 18,00 37,10
(Pasunuru ve Bansal 2018)

Key information guide (Li vd. 2018) | 38,95 17,12 35,68
Bizim Modelimiz 32,85 11,47 31,14
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6.2 Oneriler

Bu calisma kapsaminda, yapilan biitiin adimlarda gelistirme yapmak miimkiindiir. Tlk
olarak veri setini arttirmak, elde edilen verileri Tiirk¢e dil yapilari da géz Oniinde
bulundurularak incelemek ve diizenlemek, referans olacak Ozetleri tutarli bir sekilde

elde etmek ¢alismanin basar1 oranini arttiracaktir.

Dikkat katmanl referans makaleler incelediginde, fiziksel kosul olarak ¢ok daha giiclii
ortamlarda calismalar yapilmis ve dikkat katmansiz modellere gore daha basarili
sonuclar elde edilmistir. Daha iyi bir ortamda istenilen parametrelerle egitilirse basari

orani da artacaktir.

Gelecek calisma olarak, daha uzun metinlerde daha yiiksek sonuglarin alinabilecegi

modelleri gelistirme tizerine ¢alisma yapilmasi planlanmaktadir.
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