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ÖZET 

Yüksek Lisans Tezi 

DOĞRUSAL OLMAYAN REGRESYON MODEL PARAMETRELERĠNĠN 

NOKTA VE ARALIK TAHMĠNĠ ĠÇĠN BĠR YAKLAġIM 

Fikret AKGÜN 

 

Ankara Üniversitesi 

Fen Bilimleri Enstitüsü 

Ġstatistik Anabilim Dalı 

 

DanıĢman: Doç. Dr. Özlem TÜRKġEN 

 

Doğrusal olmayan regresyon model parametrelerinin nokta tahminlerinin elde 

edilmesinde en çok izlenen yaklaĢım, türeve dayalı iteratif algoritmalar ile modele En 

Küçük Kareler (EKK) yaklaĢımının uygulanmasıdır. Gauss-Newton, En Hızlı ĠniĢ ve 

Levenberg-Marquardt (L-M) algoritmaları literatürde tanımlı yaygın olarak kullanılan 

türeve dayalı algoritmalardır. Fakat, bu algoritmalar kullanılarak yapılan aramalarda, 

baĢlangıç noktasının iyi tanımlanamadığı durumlarda yerel tuzaklara takılma, global 

çözüme yakınsayamama gibi sorunlar ortaya çıkabilmektedir. Bu çalıĢmada, doğrusal 

olmayan regresyon model parametrelerinin nokta tahminlerinin elde edilmesi amacıyla 

türeve dayalı algoritmalara alternatif olarak, Nelder-Mead Simpleks (NMS) algoritması 

ve Genetik Algoritma (GA) gibi türevden bağımsız algoritmalar önerilmektedir. 

ÇalıĢmada, NMS algoritması ve GA hakkında detaylı bilgiler verilmiĢtir. GA 

kullanılarak parametrelerin nokta tahminlerinin elde edilmesinde, GA ayarlanabilir 

parametrelerinin probleme uygun olarak belirlenmesi global sonuca ulaĢmayı 

etkileyeceğinden, Taguchi deney tasarımı ile optimal GA ayarlanabilir parametre 

değerleri belirlenmiĢtir. Ayrıca çalıĢmada, NMS algoritması ve GA’nın avantajlı 

yönlerinin birlikte kullanılması ile oluĢturulan ve GANMS olarak adlandırılan bir hibrit 

algoritma ile parametrelerin nokta tahminlerinin elde edilmesine de yer verilmiĢtir. 

Model parametrelerinin aralık tahminleri için Bootstrap yönteminden yararlanılmıĢtır. 

ÇalıĢmada ifade edilen nokta ve aralık tahmini yaklaĢımları, literatürde tanımlı bir veri 

setine uygulanarak, bir negatif-üstel regresyon modeline ait parametreler için nokta ve 

aralık tahminleri elde edilmiĢtir. Elde edilen sonuçlar literatürde bulunan sonuçlar ile 

karĢılaĢtırıldığında, ayarlanabilir parametreleri uygun tanımlanan GA’nın ya da 

GANMS hibrit algoritmasının, parametrelerine göre doğrusal olmayan regresyon 

modellerinde bir optimizasyon aracı olarak kullanılabileceği sonucuna ulaĢılmıĢtır.  
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Algoritmaları, Nelder-Mead Simpleks (NMS) Algoritması, Genetik Algoritma (GA), 

Genetik Algoritma ve Nelder-Mead Simpleks Algoritması Hibrit Algoritması 

(GANMS), Taguchi Deney Tasarımı, Bootstrap Örneklemesi 
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A common used approach for obtaining point estimates of nonlinear regression model 

parameters is applying Least Squares (LS) approach by using derivative-based iterative 

algorithms. The Gauss-Newton, the Steepest Descent and Levenberg-Marquardt (L-M) 

algorithms are widely used derivative-based algorithms which are defined in the 

literature. However, if the initial values for these algorithms are not well-defined, some 

of the problems ocur during the search, e.g. trapping to local solutions and non-

convergence to global solution. In this study, derivative-free optimization algorithms, 

Nelder-Mead Simplex (NMS) algorithm and Genetic Algorithm (GA), are used as 

alternative approaches to derivative-based algorithms to obtain point estimations of 

nonlinear regression model parameters. The detailed informations are given about NMS 

algorithm and GA with defining the advantages and disadvantages. It is known that 

defining the proper values of GA tuning parameters effect global solution. Therefore, 

optimal GA tuning parameters are defined by using Taguchi experimental design. In 

addition, in the study, a hybrid algorithm, called GANMS and obtained by combining 

the advantageous properties of NMS and GA, is used for point estimation of parameters. 

The Bootstrap approach is used for interval estimation of model parameters. The point 

and interval estimation approaches, defined in the study, are applied on a data set from 

the literature and estimation of the negative-exponential regression model parameters 

are obtained. The obtained solutions are compared with the previous results. It is seen 

that the GA with proper tuning parameters or GANMS hybrid algorithm can be used as 

an optimization tool for point estimation of nonlinear regression models. 

 April 2018, 72 pages 

Key Words: Nonlinear Regression, Derivative-Free Optimization Algorithms, Nelder-

Mead Simplex (NMS) Algorithm, Genetic Algorithm (GA), Hybrid Algorithm of 

Genetic Algorithm with Nelder-Mead Simplex Algorithm (GANMS), Taguchi 

Experimental Design, Bootstrap Resampling 
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1. GĠRĠġ VE ÖNCEKĠ ÇALIġMALAR 

Gerçek dünyada karĢılaĢılan bir problemin çözümünün elde edilmesindeki ilk aĢama, 

probleme uygun bir matematiksel model tanımlanması olarak düĢünülebilir. Fen, 

mühendislik ve sosyal alanlardaki bir çok problem, matematik terimleri ile ifade 

edildiği zaman, bu problemlerin matematiksel modelleri, bilinmeyen fonksiyonun bir 

veya birden daha yüksek dereceden türevlerini içeren bir denklemi sağlayan 

fonksiyonun bulunması problemine dönüĢür. Bu yaklaĢımla oluĢturulmuĢ denklemlere 

diferansiyel denklemler denir. Bu amaçla, ilgilenilen sisteme ya da sürece iliĢkin 

gerçekçi matematiksel modellerin oluĢturulmasında diferansiyel denklemlerden 

yararlanılır. Bir çok diferansiyel denklem sistemi doğrusal olmayan yapıdadır. Bu 

doğrusal olmama durumu modelin parametrelerine göre doğrusal olmamasından 

kaynaklanmaktadır. Matematiksel olarak bir modelin parametrelerine göre doğrusal 

olmaması, o modelin parametrelerine göre birinci türevleri (kısmi türevleri) alındığında 

elde edilen sonuçların model parametrelerine bağlı olması durumu olarak tanımlanabilir. 

Rasgelelik ve rasgele  hata kavramlarını göz ardı etmeden gözlenen veri kümesine en 

uygun doğrusal olmayan modelin seçilmesi, model parametrelerinin en düĢük hata ile 

tahmin edilmesi istatistiksel analizin temel zorluklarından biridir. Mevcut veri 

kümesinde açıklanan ve açıklayıcı değiĢkenler arasındaki iliĢki yapısının 

oluĢturulmasında doğrusal olmayan regresyon analizinden yararlanılır. Doğrusal 

regresyon  modellemesine yönelik analizlerin kullanımı yaygın olmasına rağmen 

doğrusal olmayan regresyon modelleri ile ilgili çalıĢmalar daha yavaĢ ilerlemiĢtir. 

Çünkü, doğrusal olmayan regresyon modellerinde model parametrelerinin nokta ve 

aralık tahminlerine iliĢkin istatistiksel sonuç çıkarımı yapmak, hesaplamalarda 

karĢılaĢılan güçlüklerin olması ve normal dağılım teorisinin tam olarak uygulanamaması 

gibi nedenlerden dolayı oldukça zor ve zaman alıcı olmuĢtur. 

Marquardt (1963), Hartley ve Booker (1963), Gallant (1975), Seber ve Wild (1989)  

doğrusal olmayan regresyon modellerinde istatistiksel sonuç çıkarımı konusunda 

çalıĢmalar yapmıĢlardır. 
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Doğrusal olmayan regresyon modellerinde parametre tahmin edicilerinin analitik ifadesi 

elde edilemediğinden, Jennrich (1969), Malinvaud (1970), Box (1971), Gallant ve 

Fuller (1973) çalıĢmalarında yer verdikleri tahmin ve hipotez testi konuları için 

asimptotik ifadelerden ve doğrusal yaklaĢımlardan faydalanmıĢlardır. 

Bates ve Watts (1988), çalıĢmalarında doğrusal olmayan regresyon modelleri 

konusunda açıklayıcı örneklere yer vermiĢlerdir. 

ġahinbaĢoğlu (2005), doğrusal olmayan regresyonda artık analizi uygulamıĢ ve 

sonuçları test edebilmek adına modelin eğrisellik ölçülerini araĢtırmıĢtır. Doğrusal 

olmayan regresyon modellerinde, model parametrelerinin nokta tahminlerini yapmak 

amacıyla izlenen ilk çözüm yaklaĢımı dönüĢüm uygulayarak modeli doğrusal hâle 

getirmek ve modeli doğrusal regresyon analizi ile çözmek olmuĢtur. Fakat bu durumda 

model ile birlikte hata terimleri de dönüĢüme uğradığından, hata değiĢkenlerinin sabit 

varyanslı olması varsayımının bozulduğu görülmüĢtür.   

Doğrusal olmayan modellerde parametrelerin nokta tahminine bir diğer yaklaĢım türeve 

dayalı iteratif algoritmaları kullanarak hata kareler toplamının en küçüklenmesine dayalı 

olarak oluĢturulan En Küçük Kareler (EKK) yaklaĢımının uygulanmasıdır. Gauss-

Newton, En Hızlı ĠniĢ ve Levenberg-Marquardt algoritmaları yaygın olarak kullanılan 

türeve dayalı optimizasyon algoritmalarıdır. Fakat, bu algoritmalarla en iyileme 

çalıĢmalarında problem için global değere yakınsayamama, yerel çözüm tuzaklarına 

takılma gibi sorunlar ortaya çıkabilmektedir. Ayrıca, bu yöntemler baĢlangıç çözüm 

değeri bilgisine ihtiyaç duyar. BaĢlangıç çözüm değerinin iyi belirlenememesi 

durumunda problem için optimal çözüme ulaĢmak oldukça zaman alıcı ve bazen 

mümkün olamamaktadır. Bu nedenle, iyi tanımlanmamıĢ baĢlangıç değeri ile arama 

yapmak hatalı sonuçlar elde edilmesine sebep olabilmektedir. 

Türevden bağımsız optimizasyon algoritmaları doğrusal olmayan regresyon 

modellerinde parametrelerin nokta tahmininde türeve dayalı algoritmalara alternatif 

olarak kullanılmaktadır. Türevden bağımsız algoritmalar, belirlenen bir amaç 

fonksiyonu için genellikle stokastik aramaya dayalı çözüm üretir. Bu durum kesin sonuç 



3 

 

yerine yaklaĢık sonuçlar sunmakla beraber bu yöntemlerin esnek yapıları, yerel çözüm 

tuzaklarına takılma riskini azaltmaktadır. Bu çalıĢmada türevden bağımsız arama 

algoritmaları olan Nelder-Mead Simleks (NMS) algoritması ve Genetik Algoritma (GA) 

ile doğrusal olmayan regresyon modellerinde parametrelerin nokta tahminlerinin elde 

edilmesine yer verilmiĢtir. 

Spendley vd. (1962), ilk defa simpleks esaslı bir arama algoritmasını kullanarak 

evrimsel programlama içerisinde yer alan ve üretim süreçlerinin iyileĢtirilmesi için 

kullanılan bir algoritma geliĢtirmiĢtir. Nelder ve Mead (1965), Spendley vd. (1962) 

tarafından ortaya atılan simpleks esaslı arama algoritmasını daha da geliĢtirmiĢler ve 

doğrusal olmayan modellerin optimizasyonu için kullanılan bir algoritma olarak 

uyarlamıĢlardır. NMS algoritması olarak adlandırılan bu algoritma, bölgesel olarak 

tanımlanmıĢ bir alanda tek nokta aramaya dayalı, pratik ve etkili sonuçlar veren bir 

optimizasyon algoritmasıdır. 

GA ise popülasyon tabanlı aramaya dayalı baĢlangıç çözüm değeri bilgisine ihtiyaç 

duymayan sezgisel bir optimizasyon algoritmasıdır. Holland (1975), evrim 

mekanizmasını bilgisayar sistemlerine aktararak GA’nın temellerini oluĢturmuĢtur.  De 

Jong (1975), GA’nın optimizasyon problemlerinin çözümünde kullanılabileceğini 

göstermiĢtir. Goldberg (1989), çalıĢmasında problemlere GA’nın uygulanmasını 

sağlayacak bilgisayar tekniklerini, matematik araçlarını ve araĢtırma sonuçlarını bir 

araya getirmeyi amaçlamıĢtır. Koza (1992, 1994) çalıĢmalarında, genetik 

programlamayı kullanıp zor ve karmaĢık bilgisayar programlarının hiyerarĢik bir 

yaklaĢımla basit ve küçük alt gruplara indirgenerek üretilebileceğini iddia etmiĢtir. 

Yeniay (1999), çalıĢmasında girdi değiĢkenlerinin seviyelerinin belirlenmesinde 

Taguchi deney tasarımı yaklaĢımıyla GA yaklaĢımını karĢılaĢtırmıĢtır. Altunkaynak ve 

Esin (2004), çalıĢmasında doğrusal olmayan regresyon modellerinde parametre tahmini 

için GA’yı  kullanmıĢlardır. 

NMS algoritması ve GA ilgilenilen probleme özgü model parametreleri dıĢında kendi 

içinde de parametreler bulundurur. Algoritmalara özgü bu parametrelere "ayarlanabilir 

(tunable/tuning) parametreler" adı verilir. Özellikle GA ile elde edilecek model 
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parametrelerinin nokta tahmin değerleri, GA’nın ayarlanabilir parametrelerinden 

etkilenebilmektedir. Çünkü, GA’nın ayarlanabilir parametrelerinin uygun olabilecek 

farklı kombinasyonları mevcuttur. Bu kombinasyonlar içinden seçim yapmak ciddi emek 

ve zaman kayıplarına yol açacağından, GA için etkili ve güçlü bir parametre değeri 

belirleme yöntemine ihtiyaç vardır. Taguchi tasarımı, en az sayıda deney ile en güçlü 

parametre kombinasyonuna ulaĢmak için etkili bir deneysel tasarım yöntemidir. Bu 

nedenle, çalıĢmada Taguchi deney tasarımından yararlanarak, doğrusal olmayan model 

parametrelerinin nokta tahminlerinin minimum hata ile elde edilmesi için, GA 

ayarlanabilir parametre kombinasyonunun belirlenmesi konusunda çalıĢılmıĢtır. 

TürkĢen ve Tez (2016) çalıĢmalarında, NMS ve GA’nın avantajlı özelliklerinin bir 

arada kullanılması ile oluĢturulan hibrit bir algoritma önermiĢler ve bu algoritmayı 

GANMS olarak adlandırmıĢlardır. Bu çalıĢmada, GANMS hibrit algoritması, doğrusal 

olmayan regresyon modellerinin parametrelerinin nokta tahmininde kullanılmıĢtır ve 

GA ile elde edilen parametre tahmini sonuçlarından daha az hatalı nokta tahmin 

değerlerine ulaĢıldığı gözlenmiĢtir. 

Ġstatistiksel sonuç çıkarımında model parametrelerinin nokta tahmini dıĢında bir diğer 

tahmin yaklaĢımı model parametrelerinin aralık tahminidir. Parametrelerin nokta 

tahmini, parametrelere özgü tek bir aralık tanımlarken aralık tahmini belirli bir güven 

düzeyinde parametrelerin olabilecek değerlerini içeren bir aralık tanımlar. Bu aralığa 

güven aralığı denir. Bir güven aralığı, parametreler için hesaplanan alt ve üst sınırların 

rasgele değiĢken olduğu bir rasgele aralıktır. 

Klasik güven aralığı hesaplamalarında kitle dağılımının normal dağılıma uyduğu 

varsayımı yapılır. Ancak, uygulamada karĢılaĢılan bir kitlenin normal dağılıma 

uygunluk göstereceğinin bir garantisi yoktur. Normal dağılıma uymayan kitle 

dağılımlarında merkezi limit teoreminden faydalanılabilir. Ancak örneklem hacminin 

küçük olduğu çalıĢmalarda kitle dağılımı hakkında yeterli bilgiye sahip olunamaması, 

kitle dağılımının çarpık olması gibi durumlardan dolayı hesaplanan güven aralıkları 

yanıltıcı olabilmektedir.   
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Örneklem hacminin küçük olduğu ve dağılım bilgisinin sınırlı olduğu problemlerde 

kitle parametresi için güven aralığı hesaplamasında Bootstrap yaklaĢımı, klasik 

yaklaĢıma alternatif olarak kullanılmaktadır. Efron (1979) tarafından yapılan çalıĢmada 

ilk defa Bootstrap yönteminin genel yapısından bahsedilmiĢ ve yöntemin temelleri 

oluĢturulmuĢtur. Freedman (1981), Efron (1979) tarafından önerilen Bootstrap 

yönteminin regresyon modellerine uygulanmasına yönelik asimptotik teoriler 

geliĢtirmiĢtir. Efron ve Tibrishani (1986), DiCiccio ve Tibrishani (1987), DiCiccio ve 

Efron (1996) çalıĢmalarında, standart hata ve güven aralıkları hesaplamalarında 

Bootstrap yaklaĢımını kullanmıĢlardır.  

Bootstrap yaklaĢımı dağılım varsayımına ihtiyaç duymaması, ortalama dıĢında medyan 

gibi ölçü birimlerinin de güven aralıklarının bulunmasında etkili sonuçlar vermesi gibi 

sebeplerle aralık tahmininde tercih edilmektedir. Bu amaçla literatürde tanımlanmıĢ 

çeĢitli Bootstrap yöntemleri mevcuttur. Bunlardan bazıları, yüzdelik yöntemi (percentile 

method), yanlılığı düzeltilmiĢ Bootstrap yöntemi (bias corrected method - BC method), 

yanlılığı düzeltilmiĢ ve hızlandırılmıĢ Bootstrap yöntemi (bias corrected and accelarated 

method – BCa method) olarak tanımlanabilir. Bu çalıĢmada, model parametrelerinin 

aralık tahminlerinin elde edilmesinde  BCa  yöntemi kullanılmıĢtır. 

ÇalıĢmanın ikinci bölümünde, doğrusal olmayan regresyon modelinin genel yapısı 

tanımlanarak, model parametrelerinin nokta ve aralık tahminlerinin hesaplanmasında 

kullanılan yöntemler hakkında bilgiler sunulmuĢtur. 

ÇalıĢmanın üçüncü bölümünde, doğrusal olmayan regresyon modellerinin nokta 

tahminlerinin bulunmasında kullanılan türevden bağımsız optimizasyon algoritmaları 

NMS ve GA hakkında detaylı bilgiler verilmiĢtir. Bu iki algoritmanın adımları ile 

birlikte, NMS algoritması ve GA’nn hibriti ile elde edilen GANMS algoritmasının 

adımları tanımlanmıĢtır. GANMS’nin avantajlarından bahsedilmiĢtir. Ayrıca, GA’nın 

kendi ayarlanabilir parametrelerinin düzeylerinin ve seviyelerinin belirlenmesinde 

kullanılan Taguchi deney tasarım yöntemine yer verilmiĢtir. 
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ÇalıĢmanın dördüncü bölümünde, Bootstrap yöntemi ile ilgili bilgilere yer verilerek 

Bootstrap yöntemi ile doğrusal olmayan model parametrelerinin güven aralıklarının 

belirlenmesine iliĢkin kullanılacak BCa yaklaĢımdan söz edilmiĢtir. 

ÇalıĢmanın beĢinci bölümünde, literatürde tanımlı bir doğrusal olmayan regresyon 

modeli incelenmiĢtir. Uygulamaya ait veri seti Bates ve Watts (1988) tarafından yapılan 

çalıĢmadan alınmıĢ olup, "mikroorganizmaların biyokimyasal oksijen ihtiyacı 

(Biochemical Oxygen Demand-BOD)" olarak tanımlanmıĢtır. BOD veri seti, negatif-

üstel doğrusal olmayan regresyon yapısına göre modellenmiĢtir. Uygulamada kullanılan 

doğrusal olmayan modelin parametrelerinin nokta tahmini GA ve GANMS ile elde 

edilerek, türeve dayalı algoritmalar ile önceden bulunan sonuçlarla karĢılaĢtırılması 

yapılmıĢtır. Model parametrelerinin aralık tahminleri ise Bootstrap BCa güven aralığı 

yöntemi ile hesaplanmıĢtır.  

ÇalıĢmanın altıncı bölümünde, yapılan analizlerin değerlendirilmesi yapılmıĢ ve sonraki 

çalıĢmalar için öneriler sunulmuĢtur. 
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2. PARAMETRELERĠNE GÖRE DOĞRUSAL OLMAYAN REGRESYON 

MODELĠ 

Parametrelerine göre doğrusal olmayan regresyon modelinde değiĢkenler arasındaki 

fonksiyonel iliĢki, parametrelerin en az birinin doğrusal olmayan fonksiyonu biçiminde 

olabilir. n gözlemli doğrusal olmayan regresyon modellerinin genel yapısı 

 

( ; ) , 1,2,..., (2.1)X θ Y f i n
i i i
  

                                                        

biçiminde ifade edilebilir. Burada,  1 2, , ....., , p

p R   


    bilinmeyen 

parametre vektörü, , 1,2,..,iY i n  açıklanan değiĢken vektörü,  

 1 2,, ......,i i i ikX X X X


  k adet girdi değiĢkenine sahip bağımsız değiĢken vektörü ve 

 1 2, ,..., n     rasgele  hata vektörü olarak tanımlıdır. 

EĢitlik (2.1)’de f fonksiyonunun biçimsel olarak bilindiği, sürekli olduğu, parametre 

vektörüne göre en az iki defa türevinin alınabildiği varsayılır. Ayrıca, modelin rasgele 

hata değiĢkenlerinin 

2

2~ (0,

( ) 0

( ) 1,2,..

)

.,





 



i

i

i

E

Cov I i n

 


 



 

varsayımlarını sağladığı kabul edilir. 

EĢitlik (2.1) ile tanımlı açıklayıcı değiĢkenlerin gözlem değerleri bilindiğinde model 

parametrelerine bağlı olarak 

 ( , )Y X θ εf                                                                                                 (2.2) 
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biçiminde vektörel formda yazılabilir. Burada, 1 2 1 2[ ...... ] , .... ] ,[Y εn nY Y Y       

1 2[ ... ]θ p    ve 
1 2( ) [ ( , ) ( , ) ..... ( , )]nf f x f x f x     dır. EĢitlik (2.2)’de, X ile 

tanımlı açıklayıcı değiĢken matrisine iliĢkin gözlem değerleri genellikle çalıĢmalarda 

bilinen sabit değerler olarak kabul edilir. Bu nedenle (2.2) ile tanımlı eĢitlik 

( )Y f    biçiminde de yazılabilir. 

2.1 Model Parametrelerinin Nokta Tahmini 

Doğrusal olmayan modellerde parametre tahmini, doğrusal modellere göre daha zordur 

ve hesaplamaları daha uğraĢtırıcıdır. Doğrusal olmayan modellerde parametre tahmini 

yapılırken izlenen ilk çözüm yaklaĢımının dönüĢüm yapılarak doğrusal hâle getirmek 

olduğu düĢünülmüĢtür. Fakat doğrusal olmayan bir fonksiyonun doğrusal hâle 

getirilmesi, dönüĢüm ile elde edilen doğrusal modelin uygun olduğu anlamına gelmez. 

Çünkü doğrusallaĢtırma için uygulanan dönüĢüm, modeldeki hata terimlerinin de 

dönüĢümüne neden olur. Bu durumda, hata terimlerinin değerleri yanıltıcı olabilir. 

Ayrıca değiĢkenler arasındaki iliĢkilerin fiziksel anlamda doğrusal olmaması nedeniyle 

doğrusallaĢtırma hâlinde parametrelerin fiziksel gerçekliğine uygun olarak 

yorumlanması mümkün olmayabilir.  

EĢitlik (2.1) ile tanımlı doğrusal olmayan regresyon modelindeki f fonksiyonunun 

oluĢturduğu yüzey doğrusal değildir ve sonlu büyüklüktedir. f fonksiyonunun biçimsel 

olarak bilinmesi varsayımına rağmen, parametre vektörünü tahmin etmek zordur. 

Bilinmeyen model parametrelerini tahmin etmek için bir amaç fonksiyonu belirlenerek, 

bilinmeyen katsayıların optimal değerleri birer tahmin olarak hesaplanır. Bu amaçla, 

doğrusal olmayan model için tanımlanan varsayımları dikkate alarak yapılan genel 

çözüm yaklaĢımı 

 

2

1

( ) [ ( , )]θ X θ
n

i
i

Y f


                                                                         (2.3)  
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biçiminde tanımlı hata kareler toplamını amaç fonksiyonu olarak ele alıp, bu amaç 

fonksiyonunu minimum yapan parametre vektörünü elde etmek biçiminde 

tanımlanabilir. EĢitlik (2.3)’te tanımlı fonksiyonunun minimize edilme iĢlemi, En 

Küçük Kareler (EKK) yöntemi olarak bilinir. Bu yöntem kullanılarak elde edilen 

parametre değerleri, parametrelerin EKK tahmin değerleri olarak adlandırılır. EKK 

yöntemi, eĢitlik (2.2) ile tanımlı ε  rasgele hata vektörünün dağılım bilgisi mevcut 

olmadığında tercih edilen bir tahmin edici bulma yöntemidir. EĢitlik (2.3) ile tanımlı   

amaç fonksiyonu kısıtsız bir optimizasyon problemi olarak düĢünüldüğünde, ilgilenilen 

f  model fonksiyonunun sürekli ve iki kez türevlenebilir olması varsayımı altında,   

fonksiyonun minimizasyonunda diskriminant yönteminden yararlanılabilir (Apaydın 

2005).  

Parametrelerin EKK tahminleri için, EĢitlik (2.3)’te tanımlı ϕ amaç fonksiyonunun 

minimum noktasında  parametre vektöründeki her bir parametreye göre birinci 

dereceden kısmi türevleri sıfır, ikinci dereceli kısmi türevlerinden oluĢan Hessian 

matrisi pozitif tanımlı olmalıdır. Bu durumda EKK tahminlerini bulmak için, ϕ amaç 

fonksiyonu sürekli ve türevlenebilir olacağından, ϕ fonksiyonunun model 

parametrelerine göre türevi alınarak normal denklemler elde edilir. Burada normal 

denklem sistemi 

 1

( , )
0,[ ( , )] 1,2,...,





 

 
   


  




θX
X θ

j

n

i
ij

f
Y f j p                               (2.4) 

biçiminde tanımlı türev fonksiyonları ile oluĢturulur. EĢitlik (2.4)’te tanımlı kısmi türev 

fonksiyonları, bilinmeyen parametrelerin fonksiyonları olacaktır. f fonksiyonunun da 

parametrelerine göre doğrusal olmayan bir fonksiyon olduğu göz önünde 

bulundurulduğunda, normal denklem sisteminin analitik çözümlerinin elde edilmesinin 

zorlayıcı olacağı açıktır. Bu gibi zorlukların üstesinden gelebilmek için, EKK 

tahminlerini belirlemede Gauss-Newton algoritması, En Hızlı ĠniĢ algoritması, 

Levenberg-Marquardt (L-M) algoritması gibi türeve dayalı yinelemeli algoritmalar 

kullanılır. ġahinbaĢoğlu (2005), Ünlü (2006) ve Serin (2010) bu algoritmalar hakkında 

çalıĢmalarında detaylı bilgiler vermiĢlerdir. 
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Bu yöntemler arasında en yaygın kullanılanı Gauss-Newton algoritmasıdır. Bu 

algoritma, doğrusallaĢtırma yaklaĢımı olarak da bilinir. Doğrusal olmayan regresyon 

modeli Taylor serisi kullanılarak doğrusal modele yaklaĢtırılır ve EKK yöntemi ile 

parametre tahmini yapılır. Gauss-Newton algoritması ile optimal çözüm değerine 

yakınsama yavaĢ olabilir, geniĢ bir aralıkta olabilir veya hiç olmayabilir. ĠĢlemlerin 

yakınsama hızını arttırabilmek ve yineleme iĢlem sayısını azaltabilmek için minimum 

hata ile parametre tahmin değerini belirlemede iyi bir baĢlangıç çözümünden baĢlamak 

önemlidir. En Hızlı ĠniĢ algoritmasında, Gauss-Newton algoritmasındaki yön 

vektörlerinin yerine gradyant vektörlerinin ters yönünde olan yön vektörü kullanılır.  

Gauss-Newton algoritmasında, parametrelerin baĢlangıç tahmin değerleri, en iyi çözüm 

değerlerinden çok uzak seçilmiĢse, algoritma yavaĢ ilerler ve en iyi parametre tahmini 

değerine yaklaĢtıkça arama hızlanır. En Hızlı ĠniĢ algoritmasında ise parametrelerin 

baĢlangıç tahmin değerleri optimalden uzaktayken yakınsama hızlı olur, optimale 

yaklaĢtıkça yakınsama yavaĢlar. L-M algoritması, Gauss-Newton ve En Hızlı ĠniĢ 

algoritmalarının avantajlarını bir araya getiren bir algoritmadır. L-M algoritmasında 

baĢlangıçta En Hızlı ĠniĢ algoritması kullanılmaktayken optimal değere yaklaĢıldığında 

Gauss-Newton algoritması kullanılır. Böylece daha az sayıda yineleme ile en iyi 

çözüme yakınsama sağlatılmaya çalıĢılır. Ancak uygun olmayan baĢlangıç değerleri, 

adım aralıklarının gereğinden büyük veya küçük olması durumlarında parametrelerin 

minimum hataya sahip tahminleri bulunamayabilir veya bir yakınsama 

gerçekleĢmeyebilir. Bu gibi dezavantajlarından dolayı türeve dayalı oluĢturulmuĢ 

yinelemeli yöntemler yerine, türevden bağımsız fonksiyon değerleri ile arama yapan 

optimizasyon yöntemlerini kullanmak tercih edilir.  

2.2 Model Parametrelerinin Aralık Tahmini 

Doğrusal olmayan regresyon modellerinin nokta tahminlerinin hesaplanmasında gerçek 

parametre değerlerinin tahmin ile aynı olması beklenemeyeceğinden parametreye en 

yakın tahminin bulunması amaçlanmaktadır. Ancak yapılan tahminin parametreye hangi 

olasılıkla ne kadar yakın olduğu bilgisi nokta tahmini ile açıklanamaz. Ġstatistiksel 

sonuç çıkarımında model parametrelerinin nokta tahmini dıĢında bir diğer tahmin 
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yaklaĢımı model parametrelerinin aralık tahminidir. Mevcut veri setini kullanarak 

parametre değerini belli bir olasılıkla bir aralık içinde hesaplama iĢlemine aralık tahmini 

adı verilmektedir. 

Aralık tahmininde, parametre için alt ve üst sınırlar belirlenmesi ve parametrenin ne 

kadar olasılıkla bulunan alt ve üst sınırlar içinde yer alacağının hesaplanması ile 

ilgilenilir. Burada hesaplanan alt ve üst sınırların birbirlerine yakın değerler çıkması 

istenilen durumdur. Sınır değerleri birbirine yaklaĢtıkça tahminin güvenilirliği 

artmaktadır. Bir parametrenin aralık tahmini, parametreyi tahmin etmek için kullanılan 

değerleri içeren bir aralıktır. Bir parametrenin aralık tahmininin güven düzeyi, seçilen 

aralığın parametreyi kapsayan aralıklardan biri olma olasılığıdır ve 1   ile gösterilir. 

Burada,   anlamlılık düzeyi adını alır. Tahminin güven düzeyini kullanarak bir 

parametre için belirlenen aralığa güven aralığı denir (Oral-ErbaĢ 2016). Örneğin, bir 

parametre için %95 güven düzeyinde belirlenen bir güven aralığı, ilgilenilen parametre 

için 100 defa güven aralığı hesaplaması yapıldığında bu aralıklardan 95 tanesinin 

parametreyi kapsaması demektir. 

Klasik yaklaĢım ile yapılan güven aralığı hesaplama iĢleminde, veri setinin normal 

dağılım gösteren bir kitleden rasgele olarak seçildiği varsayımı yapılmaktadır. Kitle, 

normal dağılımlı olmasa bile Merkezi Limit Teoremi (MLT) gereği, örnek sayısı 

arttıkça kitlenin dağılımı normal dağılıma yakınsamaktadır.  , nokta ve aralık tahmini 

elde edilmek istenilen parametre olmak üzere 

 ˆ

~
ˆ

(0,1)



 
N

S
                                                                                                 (2.5) 

biçiminde standart normal dağılıma dönüĢüm yapılır. Burada, 
̂

S , ̂  tahmin edicisinin 

standart sapmasıdır. Standart normal dağılımın kümülatif fonksiyonunda güven 

sınırlarına karĢılık gelen değerleri kullanılarak alt ve üst sınır belirlenir. Buna göre 

EĢitlik (2.5)’deki yakınsama ile oluĢturulan (1-α) güven düzeyindeki güven aralığı 
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   P Z Z

S
                                                                        (2.6) 

Ģeklindedir. EĢitlik (2.6)’daki /2Z  ve 1 /2Z  , standart normal dağılım fonksiyonunun   

(1-α) güven düzeyine karĢılık gelen değerleridir. Burada /2 0Z   , 1 /2 0Z  
 
’dır ve 

standart normal dağılım simetrik olduğundan bu iki değerin mutlak değerleri birbirine 

eĢittir. Bu durumda parametrenin (1-α) güven düzeyinde güven aralığı  

 ˆ ˆ/2 1 /2
ˆ ˆ( ) 1  
          P Z S Z S                                                     (2.7) 

biçimindedir. EĢitlik (2.7)’ye göre parametrenin (1-α) güven düzeyindeki güven sınırları 

ˆ ˆ/2 1 /2
ˆ ˆ[ ; ] [ ; ]  

        alt üst Z S Z S  biçiminde tanımlanır.  

Normal dağılıma uymayan kitle dağılımlarında MLT’den faydalanılabilir. Ancak, 

örneklem hacminin küçük olduğu çalıĢmalarda kitle dağılımı hakkında yeterli bilgiye 

sahip olunamaması, kitle dağılımının çarpık olması gibi durumlardan ötürü hesaplanan 

güven aralıkları yanıltıcı olabilmektedir.   

Örneklem hacminin küçük olduğu ve dağılım bilgisinin sınırlı olduğu problemlerde 

kitle parametresi için güven aralığı hesaplamasında Bootstrap yaklaĢımı, klasik 

yaklaĢıma alternatif olarak kullanılmaktadır. Bootstrap yaklaĢımı dağılım varsayımına 

ihtiyaç duymaması, ortalama dıĢında medyan gibi ölçü birimlerinin de güven 

aralıklarının bulunmasında etkili sonuçlar vermesi gibi sebeplerle parametrelerin aralık 

tahminlerinin elde edilmesinde tercih edilmektedir.   
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3. DOĞRUSAL OLMAYAN MODEL PARAMETRELERĠNĠN NOKTA 

TAHMĠNLERĠNĠN ELDE EDĠLMESĠNDE KULLANILAN TÜREVDEN 

BAĞIMSIZ OPTĠMĠZASYON ALGORĠTMALARI 

Türevden bağımsız optimizasyon algoritmaları türev bilgisinin elde edilemediği, elde 

edilse bile türev bilgisi kullanımının pratik olmadığı problemlerde, problemin çözümü 

için belirlenen kurallar çerçevesinde yinelemeli olarak ilerleyen, her yinelemede elde 

edilen sonuçlar kullanılarak optimal sonuca ulaĢmaya çalıĢan algoritmalardır (Rios ve 

Sahinidis 2013). 

Türevden bağımsız optimizasyon algoritmaları deterministik veya stokastik aramaya 

dayalı olabilir. Stokastik aramaya dayalı algoritmalar, aynı problem için kullanılan aynı 

yöntemden farklı sonuçların elde edilebildiği algoritmalardır. Bu aĢamada, baĢlangıç 

çözüm değerlerinin ve algoritmayı ilerletecek adımsal kuralların seçimi önemlidir. 

Stokastik algoritmalar kesin sonuç yerine yaklaĢık sonuçlar sunmakla beraber bu 

algoritmaların esnek yapıları nedeniyle yerel çözüm tuzaklarına yakalanma olasılıkları 

Gauss-Newton, L-M gibi türeve dayalı yinelemeli algoritmalara göre daha azdır 

(Maringer, 2005). 

Türevden bağımsız stokastik optimizasyon algoritmalarından her biri belirlenen bir 

amaç fonksiyonunu optimize etmek için kendine özgü çözüm stratejilerini kullanan 

algoritmalardır. Algoritmaların baĢarısı, kullanılan çözüm stratejileri ve ilgilenilen 

problemin niteliğine göre farklılık gösterir.  

Bu çalıĢmada, tek nokta aramalara dayalı türevden bağımsız bir optimizasyon 

algoritması olan NMS algoritması, çok nokta aramaya dayalı popülasyon tabanlı global 

arama algoritması olan GA ve bu iki algoritmanın avantajlı yönlerinin hibriti ile 

oluĢturulan GANMS algoritması ile doğrusal olmayan model parametrelerinin nokta 

tahminleri elde edilecektir. 
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3.1 Nelder-Mead Simpleks Algoritması 

Nelder-Mead Simpleks (NMS) algoritması, doğrusal olmayan modellerin 

optimizasyonunda çabuk sonuç veren, karmaĢık olmayan, etkili bir yöntemdir. Stokastik 

aramaya dayalı bir optimizasyon algoritması olup çok boyutlu doğrusal olmayan 

problemlerin çözümüne türev bilgisine ihtiyaç duymadan, uygulanması kolay bir 

yaklaĢım getirdiğinden NMS en çok kullanılan optimizasyon yöntemlerinden biridir. 

Ġstatistik, fizik, mühendislik ve tıp bilimlerinde yaygın olarak kullanılmaktadır. 

NMS algoritması, Spendley vd. (1962) tarafından tanıtılan simpleks yönteminin 

geniĢletilmiĢ bir versiyonudur. Spendley vd. (1962) tarafından ortaya atılan simpleks 

esaslı arama algoritmasında, q boyutlu Öklid uzayında arama yaparken q+1 noktaya 

ihtiyaç duyulur. Bu noktalara karĢılık gelen amaç fonksiyonu değerlerine göre noktalar 

sıralanır. Yansıtma ve küçülme adı verilen operasyonlar kullanılarak adım adım 

optimum noktaya ulaĢılır. Nelder ve Mead (1965) simpleks algoritmasında yansıtma ve 

küçülme operasyonlarına geniĢleme ve büzülme operasyonları da ekleyerek doğrusal 

olmayan modellerin optimizasyonu için NMS algoritmasını geliĢtirmiĢlerdir. 

Doğrusal olmayan regresyon model parametrelerinin nokta tahminlerinin NMS 

algoritması ile elde edilmesi amacıyla öncelikli olarak amaç fonksiyonunun 

belirlenmesi ve seçilen q+1 tane parametre tahmin vektörünün amaç fonksiyon 

değerlerinin bulunmasıyla iĢleme baĢlanır. Buna göre,  

1 1 2 2 1 1
ˆ ˆ ˆ ˆ ˆ ˆ( ( )), ( ( )), .....( ( ))q q           

hesaplanır. 

Parametre tahminleri,   amaç fonksiyonundaki değerlerine göre sıralanır.   

* * *

1 2 1
ˆ ˆ ˆ( ) ( ) ..... ( )q          

Bu sıralamada, dikkat edilmesi gereken bazı önemli parametre tahmini vektörü 

adlandırmaları mevcuttur. Bunlar; 
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L: En düĢük amaç fonksiyonu değerine sahip parametre tahmin vektörü, 

S: En düĢük ikinci amaç fonksiyonu değerine sahip parametre tahmin vektörü, 

H: En yüksek amaç fonksiyonu değerine sahip parametre tahmin vektörü, 

N: En yüksek ikinci amaç fonksiyonu değerine sahip parametre tahmin vektörü, 

olarak adlandırılır. 

Sıralama iĢleminden sonra NMS algoritmasında yansıtma, geniĢleme, büzülme ve 

küçülme olmak üzere dört operasyon uygulanır. Bu operasyonların her birinde modelin 

daha iyi çalıĢmasını sağlayacak NMS algoritmasına özgü ayarlanabilir parametreler 

kullanılır. Bu ayarlanabilir algoritma parametreleri 

: Yansıtma parametresi ( 0)

: Genişleme parametresi ( 1)

: Büzülme parametresi (0 1)

: Küçülme parametresi (0 1)

 

 

 

 





 

 

 

biçiminde tanımlanmıĢtır. NMS algoritmasının ayarlanabilir parametrelerinin her biri 

için tanımlı aralıklarda farklı reel sayılar belirlenebilir. ÇalıĢmalarda genellikle bu 

parametreler 1, 2, 1/ 2, 1/ 2        olacak biçimde seçilir (Gurson 2000). 

NMS algoritması, bu operasyonlar ile adım adım ilerleyerek iyi bir baĢlangıç çözüm 

değeri ile amaç fonksiyonu değerini en küçük yapacak parametre tahmin değerine 

yakınsar.  

NMS algoritmasında tanımlı operasyonlar aĢağıdaki gibi tanımlanabilir: 

i) Yansıtma operasyonu: Öncelikle H parametre tahmin vektörü haricindeki bütün 

parametre tahmin vektörlerinin ağırlık merkezi bulunur.  

 

1

ˆ

ˆ


 


q

i

i

q
                                                                              (3.1) 
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H  ile ̂ arasındaki mesafe hesaplanır ve Öklid uzayında ̂ ’dan bu mesafe kadar daha 

ileriye gidilir. Yansıtma operasyonu ile elde edilen R parametre tahmin vektörü

ˆ ˆ( ), 0      R H biçiminde tanımlıdır. Burada, 1  durumunda  

 
ˆ2 R H                                                                                                       (3.2) 

olacaktır. 

          H                           

          L                                       N 

 

          R 

ġekil 3.1 Ġki boyutlu Öklid uzayında yansıtma iĢlemiyle R parametre tahmin vektörünün 

elde edilmesi 

ġekil 3.1’de yansıtma operasyonu ile elde edilen R parametre tahmin vektörü 

gösterilmiĢtir. Optimizasyon iĢleminde yansıtma ile elde edilen R parametre tahmin 

vektörü, her adımda diğer operasyon iĢlemleri ile elde edilen parametre tahmini 

vektörleri ile karĢılaĢtırılarak referans tahmin değeri olarak iĢlem görür. 

ii) GeniĢleme operasyonu: R parametre tahmininin   fonksiyonu değeri ( ) R , H 

parametre tahmininin  fonksiyonu değeri ( ) H ile karĢılaĢtırılır. Eğer, ( ) ( ) R H ise 

yansıtma iĢleminde ̂ ’den R’ye gidilen mesafe kadar daha R’den ileriye gidilerek E 

parametre tahmin değerine ulaĢılır. Bu durumda E parametre tahmininin   fonksiyonu 

değeri (E) , R parametre tahmin değerinin fonksiyonu değeri ( ) R  ile karĢılaĢtırılır. 

Eğer, ( ) ( ) E R ise bir sonraki adımda algoritmaya H yerine E dâhil edilir. 

GeniĢleme operasyonu ile elde edilen E parametre tahmin vektörü

ˆ ˆ( ), 1      E R biçiminde tanımlıdır. β =2 için, 
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ˆ2  E R                                                                                                        (3.3) 

olur. 

                                                                     H 

L                                          N 

 

R 

      E    

ġekil 3.2 Ġki boyutlu Öklid uzayında geniĢleme iĢlemiyle E parametre tahmin 

vektörünün elde edilmesi 

ġekil 3.2’de geniĢleme operasyonu ile elde edilen R parametre vektörü tahmini 

gösterilmiĢtir. 

iii) Büzülme operasyonu: Büzülme operasyonu sonucunda iki farklı parametre tahmin 

vektörü elde edilir. Eğer ( ) ( ) R H ise, ̂ ve H parametre tahmin vektörlerinin 

ortasındaki 

 1
ˆ ˆ( ), 0 1P H                                                                          (3.4) 

eĢitliği ile tanımlı 1P  parametre tahmin vektörü bulunur. EĢitlik (3.4)’te 1 2/   için  

 1
ˆ( ) / 2P H  

                                                                                                
(3.5) 

olur. Eğer, 1( ) ( )P H 
 
ise, sonraki adımda 1P

 
parametre tahmin vektörü H parametre 

tahmin vektörünün yerine geçer. 
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Eğer, ( ) ( ) ( )N R H     ise ikinci tip büzülme gerçekleĢir. 

 2
ˆ ˆ( ), 0 1P R       

                                                                  (3.6) 

eĢitliği ile tanımlı 2P
 
parametre tahmin vektörü bulunur. EĢitlik (3.6)’da 1 2/   için  

 2
ˆ( ) / 2P R  

                                                                                                 (3.7) 

olur. Eğer, 2( ) ( )P R   ise sonraki adımda 2P  parametre tahmin vektörü, H parametre 

tahmin vektörünün yerine geçer. ġekil 3.3’te, büzülme operasyonu sonucunda bulunan

1P  ve 2P  parametre tahmin vektörlerinin konumları gösterilmiĢtir. 

H 

L                       1P                N 

     2P  

R 

ġekil 3.3 Ġki boyutlu Öklid uzayında büzülme iĢlemiyle 1P  ve 2P
 
parametre tahmin   

vektörlerinin elde edilmesi 

iv) Küçülme Operasyonu: Eğer 1( ) ( )P H  ise küçülme iĢlemi gerçekleĢir. Bu 

durumda algoritmada yer alan bütün parametre tahmin değerleri L parametre tahmin 

vektörüne doğru çekilir. Buna göre, parametre tahmin değerleri  

 1
ˆ ˆ ˆ( ), 0 1, 2,3,..., 1           j j jL j q                    (3.8)       

σ=1/2    için 
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 1
ˆ ˆ( ) / 2, 2,3,..., 1     j jL j q

                               
(3.9) 

olur. ġekil 3.4’te küçülme operasyonu ile elde edilen yeni parametre tahmin vektörleri 

gösterilmiĢtir. Burada 1H  ve 
1N 

, H ve N’nin bir sonraki iterasyonda alacağı değeri 

göstermektedir. 

H 

     
1H   

L                     
1N 
            N 

ġekil 3.4 Ġki boyutlu Öklid uzayında küçülme iĢlemiyle yeni parametre tahmin 

vektörlerinin elde edilmesi 

NMS algoritmasında seçilen q+1 adet parametre tahmin vektörüne dört NMS 

operasyonunun uygulanması ve bu uygulama sonucunda   fonksiyon değeri en büyük 

parametre tahmin vektörü olan H’nın çıkarılıp yerine en uygun parametre tahmin 

vektörünün seçilmesi ile bir sonraki yinelemeye geçilir. Operasyonların bir veya birkaçı 

kullanılarak H’nın yerine geçecek yeni parametre tahmin vektörü bulunmuĢ ise diğer 

operasyonları kullanmak gereksizdir. Her yineleme sonucunda algoritmada bulunan q+1 

parametre tahmin vektörü  fonksiyonu değerine göre yeniden sıralanır ve L, H, S ve N 

parametre tahmin vektörleri yeniden belirlenir. ġekil 3.5’teki akıĢ diyagramında 

gösterilen iĢlemler her yinelemede uygulanır ve yeni parametre tahmin vektörleri 

belirlenerek H yerine bir sonraki yinelemede algoritmaya dâhil edilir. Algoritma, amaç 

fonksiyon değerlerinin birbirine çok yaklaĢması veya belirli bir yineleme sayısına 

ulaĢılması durumlarından birinin gerçekleĢmesi yoluyla sonlandırılır. NMS 

algoritmasının bir yinelemesinde gerçekleĢen iĢlemler Ģekil 3.5’te gösterilmektedir. 
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3.2 Genetik Algoritma 

Evrim, canlı türlerinin içinde yaĢadıkları çevre koĢullarında avantaj sağlayabilmeleri 

için kalıtsal değiĢikliklere uğrayarak nesiller ilerledikçe farklı özellikler kazanılması 

sürecidir. Bu teoriye göre bitkiler, hayvanlar ve dünyadaki diğer tüm canlıların kökeni 

kendilerinden önce yaĢamıĢ türlere dayanır. Önceki atalardan farklı olarak kazanılmıĢ 

yeni özellikler, baĢarılı nesillerde meydana gelmiĢ genetik değiĢikliklerin bir sonucudur. 

Ġçinde yaĢadığı ortama uyum sağlayarak hayatta kalmıĢ ve üreme Ģansına sahip olmuĢ 

bireyler nesillerini devam ettirme fırsatı yakalarken,  uyum sağlayamayıp üreme Ģansı 

elde edemeyen bireyler kuĢaklar geçtikçe toplumdan elenirler. Doğal seçilim sonucunda 

çevre koĢullarına göre "en iyi" özelliklere sahip bireyler kuĢaklar ilerledikçe topluluk 

içerisinde çoğunluğu oluĢtururlar (Ayala 2017). GA da evrim sürecini taklit ederek 

nesiller sonucunda "en iyi" çözümlerin topluluk içinde çoğunluğu oluĢturması ve belli 

bir kuĢak sayısı sonunda bu çözümler içinden de en iyisinin seçilmesi temeline dayanan 

bir optimizasyon algoritmasıdır. 

GA, doğal seçim mekanizmasını esas alan ve evrim ilkelerinin bilgisayarda 

simülasyonunun yapılmasıyla sonuca ulaĢan bir yöntemdir (Altunkaynak ve Esin 2004). 

Canlı türlerine ait özellikler kromozomlar içerisinde bulunan genlerde kodlanmıĢ hâlde 

bulunur ve bu özellikler gen aktarımıyla gelecek kuĢaklara geçer. GA’da da parametre 

değerlerinin olası çözümleri genler hâlinde kodlanır ve baĢarılı sonuç veren genler 

gelecek nesillere aktarılma fırsatı bulur. Algoritmanın amacı en iyi sonucu veren 

kromozomu oluĢturmaktır. En iyi kromozoma ulaĢma ise genlerin kromozom içindeki 

diziliĢini değiĢtirerek yani yeni nesiller yaratarak gerçekleĢtirilmektedir (Özçakar 1998). 

Nesiller ilerledikçe aktarılan ve değiĢen gen özellikleri, kötü olanın elenmesi ve iyi 

olanın seçilmesi ile en iyi noktaya yaklaĢmaktadır. Bütün bu iĢlemler bilgisayar 

simülasyonu yardımı ile gerçekleĢtirilmektedir. 

1950’lerden itibaren birçok bilgisayar bilimcisi, evrimin mühendislik problemleri için 

bir optimizasyon aracı olarak kullanılabileceği fikriyle ilgilenmiĢlerdir. Bütün bu 

çalıĢmalarda ana fikir, genetik çeĢitlilik ve doğal seleksiyondan esinlenerek elde edilen 

bazı operatörleri kullanarak belirli bir problemdeki aday çözümler popülasyonunu 



22 

 

geliĢtirmektir. Rechenberg (1965, 1973),  gerçek değerli parametreleri optimize etmek 

amacıyla kullandığı bir yöntem olan "evrim stratejileri"ni ortaya koymuĢtur. Fogel vd. 

(1966) evrimsel programlamanın tanıtıldığı kitabı yayınlamıĢlardır. 

Evrimin bilgisayar bilimlerine entegre edilmesinde 1950’li yıllardan itibaren pek çok 

bilim insanının katkısı olmasına rağmen GA kavramı John Holland ve öğrencileri 

tarafından geliĢtirilmiĢtir.  Evrim stratejileri ve evrimsel programlama gibi Holland’ın 

yaptığı çalıĢmaların öncesinde geliĢtirilen  çalıĢmalarda asıl amaç belirli problemleri 

çözmek için algoritmalar tasarlamak iken, Holland (1975)’ın amacı  doğada 

gerçekleĢtiği Ģekliyle adaptasyon olgusunu incelemek ve evrim mekanizmalarının 

bilgisayar sistemlerine aktarıldığı yollar geliĢtirmek olmuĢtur (Mitchell 1999).  

Holland (1975), genetik algoritma üzerine çalıĢmalarını "Adaptationin Natural and 

Artificial Systems" isimli kitabında toparlayıp yayınlamıĢtır. De Jong (1975) ise "An 

Analysis of the Behavior of a Class of Genetic Adaptive Systems" isimli çalıĢmasında 

GA’nın optimizasyon problemlerinin çözümünde kullanılabileceğini göstermiĢtir. Yine 

bu çalıĢmasında GA’nın en hassas noktalarından biri olan optimum çözümü verecek GA 

parametrelerinin ayarlanması konusuna ilk defa değinmiĢtir. Holland’ın öğrencilerinden 

Goldberg (1989) ise yaptığı çalıĢmalarla GA’nın tanınmasına büyük katkı sağlamıĢtır. 

GA, ilk çıktığı yıllardan günümüze kadar istatistik ve yöneylem araĢtırmalarında, çeĢitli 

mühendislik dallarında, bilgi sistemlerinde, lojistik, pazarlama ve finans gibi birbirinden 

farklı bilim dallarında kullanılmıĢtır ve kullanılmasına devam edilmektedir. 

GA, bir stokastik optimizasyon algoritması olup türev bilgisine ihtiyaç duymaz. GA, 

diğer stokastik yöntemlerin çoğundan daha etkili ve esnek bir yapıya sahiptir. Ayrıca 

diğer sezgisel yöntemlerden farklı olarak baĢlangıç değeri bilgisine gerek duymadan 

iĢlem yapar. 
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GA’yı diğer optimizasyon algoritmalarından ayıran özellikler, 

 Parametrelerin kendileriyle değil de onların kodlanmıĢ Ģekilleriyle 

çalıĢmasına olanak sağlaması, 

 Popülasyon üzerinde tek bir noktadan değil, pek çok noktadan arama 

yapması, 

 Türevsel veya diğer yardımcı bilgileri değil de doğrudan amaç fonksiyonunun 

kendisini kullanması, 

 Deterministik kuralları değil, olasılıksal geçiĢ kurallarını kullanması 

biçiminde sıralanabilir. Ayrıca hem sürekli ve hem kesikli değiĢkenlerde 

çalıĢabilmeleri, tek bir noktadan değil de pek çok noktadan aynı anda arama yapmaları 

gibi özellikleri GA’yı avantajlı kılmaktadır (Goldberg 1989). 

GA, özellikle tahmin edilecek parametrenin sayısının fazla olduğu karmaĢık 

problemlerin çözümünde diğer optimizasyon yöntemlerine göre daha etkilidir. Ayrıca 

matematiksel analiz ile çözüm elde edilemeyen geleneksel araĢtırma yöntemlerinin 

kendi karakteristik yapılarından ötürü, baĢarılı sonuç veremedikleri problemlerde GA’ 

dan faydalanılmaktadır. 

GA, yukarıda belirtildiği gibi evrim ilkelerinin bilgisayar ortamına uyarlanması fikrine 

dayanmaktadır. Bu sebeple genetik biliminde kullanılan pek çok terim GA için 

uyarlanmıĢtır. GA’da kullanılan bazı temel kavramlar aĢağıda tanımlanmıĢtır. 

Gen: Biyolojide canlı türlerinin kendi tür özelliklerinin Ģifreli hâlde bulunduğu ve 

anlamlı genetik bilgi içeren en küçük diziye verilen isimdir. GA’da da bu terim anlamlı 

bilgi taĢıyan en küçük birimi ifade eder. Tıpkı biyolojide olduğu gibi probleme ait 

bilgiler genler içerisine kodlanır. Bütün GA iĢlemleri bu kodlanmıĢ bilgi üzerinden 

gerçekleĢtirilir. 
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Kromozom: Genlerin bir araya gelerek oluĢturduğu, bütünlük arz eden,  kopyalanma ve 

yeni nesil oluĢturma için tüm bilgileri içeren diziye verilen isimdir. GA’da 

kromozomlar problem için aday çözümlerden birini ifade eder. Örneğin, bir problemin 

çözümüne iliĢkin dört parametre değerinin tahmin edilmesi gerektiği varsayıldığında, 

her bir parametre için olası çözümler kodlanarak genler oluĢturulur. Kromozomlar da 

genlerden oluĢtuğuna göre, dört parametre tahminin bir arada bulunduğu olası çözüme 

kromozom aracılığıyla ulaĢılabilmektedir. GA’da her bir kromozom aynı sayıda gen 

içermelidir ve algoritmaya kaç adet kromozomla baĢlanacağına önceden karar 

verilmelidir. Az sayıda kromozom ile baĢlamak kötü sonuç elde edilmesine, gereğinden 

fazla kromozom ile baĢlamak ise zaman kaybına sebep olabilmektedir. 

Popülasyon: Kromozomlardan oluĢan topluluğa verilen isimdir. Kromozomların her 

biri, bir çözüm içeren bireyler olarak düĢünüldüğünde popülasyon, içinde pek çok 

muhtemel çözümü barındıran bir toplum olarak düĢünülebilir. GA iĢlemlerinde ilk 

popülasyon kromozomların rasgele elde edilmesiyle oluĢmaktadır. 

KuĢak: KuĢaklar ilerledikçe popülasyon içindeki kromozomlar değiĢir ve geliĢir. 

Bunun sonucunda popülasyon, optimum noktaya daha çok yaklaĢan bir çözüm kümesi 

hâlini alır. KuĢak, iĢlemlerin tekrarlandığı yineleme sayısıdır. ĠĢlemlere baĢlamadan 

önce kuĢak sayısı belirlenir ve kuĢak o sayıya ulaĢtığında GA sonlandırılır. 

Uygunluk Değeri: Algoritmada her kuĢak sonucunda oluĢan kromozomların optimum 

sonuca yakınlıklarına göre aldıkları skorlardır.  Bu skorlara göre kromozomların bir 

sonraki kuĢağa dahil olma olasılıkları hesaplanır. Uygunluk değeri yüksek olan 

kromozomların, sonraki kuĢaklara katılma olasılıkları daha fazla olduğundan bir süre 

sonra bu kromozomlar popülasyonda çoğunluğu oluĢturur. 

Amaç Fonksiyonu: Uygunluk değerinin hesaplanmasında kullanılan fonksiyondur. 

Bütün algoritma iĢlemleri genler içine kodlanmıĢ bilgiler üzerinden yapılırken uygunluk 

değeri hesaplaması kodlanmamıĢ veri üzerinden hesaplanmaktadır. Bu sebeple amaç 

fonksiyonunda kullanılacak kodlanmıĢ çözüm kümelerinin (kromozomların) kodları 

çözülerek uygunluk değerleri hesaplanır. 
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Genetik Algoritma, 

 i) BaĢlangıç popülasyonunun oluĢturulması,  

ii) Uygunluk değerinin hesaplanması,  

iii) Model parametrelerinin kodlanması,  

iv) Genetik operatör iĢlemlerinin (seçim, çaprazlama, mutasyon) uygulanması,  

v) Yeni kuĢak popülasyonlarının oluĢturulması, 

vi) Durdurma koĢulunun sağlanması, 

adımlarından oluĢmaktadır. ġekil 3.6’da GA adımlarının akıĢ diyagramı 

gösterilmektedir. Bu adımlar aĢağıdaki alt bölümlerde ayrıntılı olarak tanımlanmıĢtır. 

BaĢla

Ġlk popülasyonu 

oluĢtur.

Uygunluk 

değerlerini 

hesapla

Durdurma koĢulu 

sağlanıyor mu?

Dur

Evet

Kodlama iĢlemini 

uygula
Hayır

Genetik 

operatör 

iĢlemlerini 

uygula

Seçim

Çaprazlama

Mutasyon

Yeni KuĢak

(KuĢak=KuĢak+1)
Kodu çöz

 

ġekil 3.6 Genetik Algoritma adımlarının akıĢ diyagramı 
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i) BaĢlangıç popülasyonunun oluĢturulması 

BaĢlangıç popülasyonu oluĢturulmasına popülasyon büyüklüğünün belirlenmesi 

(popülasyonda kaç kromozomun olacağının belirlenmesi) ile baĢlanır. Popülasyon 

büyüklüğü fazla alındığında seçilen popülasyonun kitleyi temsil düzeyi arttığından daha 

isabetli sonuçlar elde etme olasılığı artmaktadır. Ancak, bu durum popülasyon 

büyüklüğünü fazla almanın her zaman mantıklı olacağı anlamına gelmemektedir. Bazı 

problemlerde küçük hacimli popülasyonla çalıĢmak benzer kalitede sonuçları çok daha 

kısa sürede elde etmeyi sağlayabilmektedir. Fakat küçük popülasyonla çalıĢmak da 

parametre tahmin uzayını yeterli miktarda örnekleyememe veya zamansız yakınsama 

problemlerini beraberinde getirebilmektedir. (Bolat vd. 2004). Bazı problemlerde 20-30 

kromozomlu bir popülasyon, parametre tahmini için yeterli iken bazı problemler için 

50-100 yeterli olmaktadır. Bazı karmaĢık problemlerde ise 200-500 arası 

büyüklüklerdeki popülasyonlar ile global çözüm sonucuna ulaĢılmaktadır. 

GA’da popülasyon büyüklüğü belirlendikten sonra baĢlangıç popülasyonu genellikle 

çözüm uzayından rasgele kromozomlar seçilerek elde edilir. Rasgele  belirlemelerde 

çoğu zaman sayı üretici kullanılır.  

ii) Uygunluk değerinin hesaplanması 

BaĢlangıç popülasyonunun oluĢturulmasıyla birinci kuĢak oluĢturulmuĢ olur. Bundan 

sonraki amaç, çözüme uzak sonuç veren (kötü) kromozomların popülasyondan giderek 

elendiği, onların yerini ise optimal parametre tahminine daha yakın sonuçlar veren (iyi)  

yeni kuĢakların aldığı yapıyı oluĢturmaktır. Algoritmanın yeni kuĢaklarının belirlenmesi 

için uygunluk değerinin hesaplanması gerekmektedir. Uygunluk değerleri, her bir 

parametre tahmininin (kromozomun) iyi veya kötü olduğunu tespit etmede kullanılan 

sayısal değerlerdir. Bu değerlere göre kromozomun sonraki nesillere aktarılma 

olasılıkları belirlenir. Bir kromozomun uygunluk değeri yüksekse, bir sonraki kuĢağa 

katılma olasılığı da yüksektir. Bir optimizasyon probleminde her bir kromozomun 

uygunluk değeri, genellikle o noktadaki amaç fonksiyonunun (  ) değeridir. 

Kromozomlar, tahmin edilen parametrelerin aday çözümlerinin oluĢturduğu bir küme 
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olduğuna göre   fonksiyonunda kromozomlar kullanılarak baĢarı ölçütü olarak 

uygunluk değeri hesaplaması yapılmaktadır. GA’nın baĢarılı sonuç vermesi için   

fonksiyonunun optimal parametre tahminlerini bulacak biçimde oluĢturulması ve 

uygunluk değerlerinin  fonksiyonuna bağlı olarak hesaplanması gerekmektedir. 

iii) Parametrelerin kodlanması 

Genetikte cinsiyet, göz rengi, kan grubu gibi karakteristik özelliklerin kromozomlardaki 

DNA moleküllerine nükleotidler Ģeklinde kodlanması gibi, GA’da da, kromozomlar 

içindeki genlere parametreler uygun bir Ģekilde kodlanır. Modelin etkili bir Ģekilde 

parametre tahminlerinin bulunması için kodlama iĢleminin doğru yapılması önemlidir. 

Aksi hâlde algoritma çalıĢmayacak veya yanlıĢ çalıĢacaktır. 

Özellikle son yıllardaki çalıĢmalarla beraber farklı kodlama yöntemleri geliĢtirilmiĢtir. 

Ġlk çalıĢmalarda, Holland (1975), ikili kodlamayı kullanmıĢtır. Ġkili kodlamada ondalık 

tabandaki değerler, ikili tabana çevrilir. Buna göre, genler, 0 ve 1’lerden oluĢur. 

Örneğin (21 10 7) Ģeklinde oluĢturulmuĢ kromozomun ikili sistemde kodlanması iĢlemi 

ele alınırsa kodlama iĢlemi ile beraber kromozom ( 10101 1010 111 ) hâlini alacaktır.   

Ġkili kodlama ile çalıĢmanın genetik operatör iĢlemlerinde (çaprazlama ve mutasyon 

iĢlemlerinde) avantajları bulunmasına rağmen bazı durumlarda aslında birbirine çok 

yakın olan değerlerin ikili kodda yazılması sonucunda birbirlerine uzak düĢmeleri 

sorunu ortaya çıkabilmektedir. Bu sorunun çözümü ise Gray kodlama yöntemidir. Gray 

kodlama yöntemiyle basamak fazlalığından ortaya çıkan karıĢıklıklar önlenebilmektedir 

(Akyol 2006). 

Gezgin satıcı ve en kısa yol problemlerinin çözümünde özellikle kullanılan bir diğer 

kodlama yöntemi de permütasyon kodlamadır. Bu kodlama yönteminde sıralama esastır 

ve aynı değer tekrar kullanılamaz. Örneğin mahalleler arası uzaklıkların bilindiği ve altı 

mahallenin en kısa sürede dolaĢılacağı bir gezgin satıcı probleminin olası bir çözümü (5 
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3 4 1 2 6) Ģeklinde kodlanabilir. Bu kodlama yönteminde tekrarlama yapılamadığından 

genetik operatör iĢlemlerinden sonra yinelenen değerler düzeltme iĢlemine tabi olur. 

Gerçek değerli kodlamada ise değerler kromozom içerisinde, dönüĢüme uğramadan, 

genetik operatör iĢlemlerine tabi olmaktadır. GA’nın ortaya çıktığı ilk yıllarda ikili 

kodlama kullanılırken son yıllarda gerçek değerli kodlama yaygınlık kazanmıĢtır. Bu 

çalıĢmada hesaplama kolaylığı bakımından gerçek değerli kodlama kullanımı tercih 

edilmiĢtir. 

iv) Genetik operatörler 

Genetik operatörler, GA’da evrim süreçlerinin taklit edildiği bölümdür. Nesiller 

ilerledikçe çevre koĢullarına uyum sağlayıp avantajlı konuma gelebilmek için türlerin 

genetik özelliklerinde  bir takım değiĢmeler ve geliĢmeler gerçekleĢir. Önceki atalardan 

farklı olarak kazanılmıĢ yeni özellikler, baĢarılı nesillerde meydana gelmiĢ genetik 

değiĢikliklerin bir sonucudur. GA’da da önceki nesillere göre yeni nesillerin daha 

baĢarılı olması genetik operatörler aracılığıyla sağlanır. Üç tane genetik operatör 

mevcuttur. Bunlar, seçim, çaprazlama ve mutasyon operatörleridir. 

Seçim operatörü: Tabiatta çevre Ģartlarına uyum sağlayabilen bireyler hayatlarını 

devam ettirip üreyebilme fırsatı yakalarken zayıf bireyler hayatta kalamaz ve 

üreyemezler. Bu mekanizmaya "doğal seçilim" adı verilmektedir (Ayala 2017). GA’da 

seçim operatörü tabiattaki doğal seçilimin karĢılığıdır. Popülasyondaki uygunluk değeri 

yüksek kromozomlar daha fazla seçilme imkânı bulup genlerini sonraki kuĢaklara 

taĢıma imkânı yakalayabiliyorken uygunluk değeri düĢük kromozomlar kuĢaklar 

geçtikçe popülasyondan silinirler.  

Seçim operatörünün iĢlevi, popülasyondaki kromozomların hangilerinin gelecek 

nesillerde çocuk kromozom yaratacağını belirlemektir. Bu seçim iĢlemi sırasında bazı 

kromozomlar bir sonraki kuĢağa katılım sağlayamazken bazıları birden fazla seçilerek 

pek çok çocuk kromozomun oluĢmasına sebep olur.  Elbette bu seçim yapılırken denge 
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önemlidir. Çok güçlü seçim yapılması, uygun olmayan en iyi bireylerin popülasyonu ele 

geçirerek daha fazla değiĢim ve ilerleme için gerekli olan çeĢitliliği azaltacağı anlamına 

gelir, çok zayıf seçilim ise çok yavaĢ evrimle sonuçlanır (Mitchell 1999). Tıpkı kodlama 

iĢleminde olduğu gibi, GA literatüründe de çok sayıda seçim yöntemi önerilmiĢtir. 

AĢağıda, en yaygın yöntemlerden bazıları açıklanmıĢtır.  

Rulet tekerleği yöntemi, ilk defa Holland tarafından ortaya atılmıĢtır. Kromozomların 

uygunluk değerleri bir tabloya yazılır. Tüm uygunluk değerleri toplanır ve her bir 

kromozomun uygunluk değeri elde edilen toplam değere oranlanır. Böylece her bir 

kromozomun seçilme Ģansı (0,1) aralığında bir değer alacak Ģekilde belirlenmiĢ olur. 

Her bir kromozomun seçilme olasılığı tabloya birikimli Ģekilde yazılır ve (0,1) 

aralığında rasgele popülasyon büyüklüğü kadar sayı (N) üretilir. Üretilen sayılar hangi 

kromozomun aralığına denk geliyorsa o kromozom, eĢleĢtirme havuzu adı verilen diğer 

operatör iĢlemlerinin yapılacağı bölüme alınır. 

Stokastik uniform yöntemi, rulet tekerleği yöntemine benzemesine rağmen rulet 

tekerleği ile seçilme Ģansı az olan ebeveynlerin pek çok kere seçilmesi ihtimali bu 

yöntem ile ortadan kaldırılmaktadır. Rulet tekerleği yönteminde popülasyon büyüklüğü 

(N) kadar sayı türetilirken bu yöntemde (0, 1/N) aralığında rasgele  bir tane sayı (R) 

türetilir. Seçilen sayı rulet tekerleğinde hangi kromozomun aralığına denk geliyorsa o 

kromozom ilk ebeveyn olarak seçilir. Ġkinci ebeveyne ise  (R+(1/N)) değerine denk 

gelen kromozom atanır. Her ebeveyn bir önceki ebeveynin değerine (1/N) eklenerek 

atanacaktır. Bu Ģekilde N tane kromozom teker üzerinde eĢit aralıkta belirlenmiĢ olur ve 

erken yakınsamanın önüne geçilir (Mitchell1999). 

Remainder yönteminde, her bir kromozomun uygunluk değerinin popülasyonun 

ortalama uygunluk değerine bölünmesiyle elde edilen beklenen uygunluk değerlerinin 

tam sayı kısımları deterministik olarak eĢleĢtirme havuzuna alınır. Geri kalan kontenjan 

ise beklenen uygunluk değerlerinin kesirli kısımları kullanılarak rulet tekerleği 

yöntemiyle seçilir.  
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Rank yöntemi, çok hızlı yakınlaĢmayı önlemek için olan alternatif bir yöntemdir. 

Popülasyondaki bireyler uygunluğa göre sıralanır ve bu sıralamaya göre bir seçim 

yapılır. Bu yöntemde popülasyondaki her bir kromozomun seçilme olasılığı uygunluk 

değerlerinden ziyade sıralamasına bağlıdır. Rulet tekerleği yönteminde uygunluk 

değerleri büyük olan bir kaç noktaya hızlı yakınlaĢma riskinin önüne rank seçimi ile 

geçilebilir. Bazı problemlerde de rank seçimi değiĢimi yavaĢlattığından  uygun 

bireylerin bulunmasını zorlaĢtırabilir (Mitchell 1999). 

Turnuva yöntemi, popülasyondan iki kromozom rasgele seçilir. Ġkisi uygunluk 

değerlerine göre karĢılaĢtırılır ve uygunluk değeri büyük olan turnuvayı kazanarak 

eĢleĢtirme havuzuna alınır.  Bu yöntemin sadece iki kromozomu değil pek çok 

kromozomu aynı anda yarıĢtırdığı çeĢitleri de mevcuttur. Turnuva seçiminin avantajı 

yüksek uygunluk değerine sahip bireylerin sonraki kuĢağa aktarılmasının yanı sıra 

seçilemeyen kromozomların baĢka gruplara dâhil edilip seçilme Ģanslarını devam 

ettirebilmeleridir (Karakoca 2009). 

Çaprazlama operatörü: Çaprazlama operatörü ile iki ebeveyn kromozomun genleri 

takas edilerek yeni özelliklere sahip çocuk kromozomlar oluĢturulur. Böylece 

popülasyonda çeĢitlilik sağlanmıĢ olur ve algoritmanın daha önce ulaĢamadığı noktalara 

ulaĢılır. Çaprazlama operatörü GA’nın önemli bir bölümüdür. Çünkü, iyi özelliklerin bir 

araya gelmesini kolaylaĢtırır. Bu nedenle, algoritmanın performansını büyük ölçüde 

etkiler.  

Çaprazlama oranı önceden uygulayıcı tarafından belirlenen bir orandır ve yeni nesil elde 

edilirken eĢleĢtirme havuzunda yer alan kromozomlardan kaç tanesinin çaprazlama 

iĢlemine tabi olacağını belirlemede kullanılır. Çaprazlama oranı (0,1) aralığında bir 

değer olmalıdır ve çalıĢmaların büyük çoğunluğunda 0.5 ile 1 arasında bir değer 

almaktadır. Çözüm uzayında daha kapsamlı araĢtırma yapmak için uygulamalarda 

genellikle 0.8 ve daha büyük çaprazlama oranları tercih edilmektedir. Literatürde en çok 

kullanılan çaprazlama yöntemlerinden bir kaçı aĢağıda verilmiĢtir. 
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Tek nokta çaprazlamada, eĢleĢtirme havuzundan iki ebeveyn kromozom rasgele seçilir. 

Genlerin arasında rasgele bir nokta belirlenir. Belirlenen bu noktadan önce kalan bölüm 

birinci ebeveyn, kromozomdan sonra kalan bölüm diğer ebeveynden alınır ve birinci 

çocuk kromozom oluĢturulur. Ebeveyn kromozomların arta kalan bölümlerinin 

birleĢtirilmesiyle de ikinci çocuk kromozom oluĢturulur. ġekil 3.7’de gerçek değerli tek 

nokta çaprazlamaya bir örnek gösterilmektedir. 

Ebeveyn 1 [ 3 0.5 : 5 1 ]

Ebeveyn 2 [ 2 0.75 : 6 1.5 ]

Çocuk 1 [ 3 0.5 : 6 1.5 ]

Çocuk 2 [ 2 0.75 : 5 1 ]

 

ġekil 3.7 Gerçek değer kodlamalı tek nokta çaprazlama 

Ġki nokta çaprazlama, tek nokta çaprazlamaya benzemektedir. Sadece değiĢ tokuĢ iĢlemi 

için seçilen çaprazlama noktalarının sayısı ikiye yükselmiĢtir. Bu yöntemde ebeveyn 

kromozomların parça alıĢveriĢleri belirlenen iki nokta arasındaki bölümü kapsar. ġekil 

3.8’de gerçek değerli iki nokta çaprazlamaya bir örnek gösterilmektedir. 

 

Eveveyn 1 [ 3 : 0.5 5 : 1 ]

Ebeveyn 2 [ 2 : 0.75 6 : 1.5 ]

Çocuk 1 [ 3 : 0.75 6 : 1 ]

Çocuk 2 [ 2 : 0.5 5 : 1.5 ]

 

ġekil 3.8 Gerçek değer kodlamalı iki nokta çaprazlama 

Scattered çaprazlamada, çaprazlama iĢleminden önce, 0 ve 1’lerden oluĢan ve 

kromozomdaki gen sayısı büyüklüğünde bir Ģablon dizisi hazırlanır. Ġki ebeveyn 

kromozom rasgele seçilir. ġablon dizisinde 1’e karĢılık gelen gen birinci ebeveynden, 0’ 

a karĢılık gelen gen ikinci ebeveynden seçilir ve birinci çocuk kromozom oluĢturulur. 

Ebeveyn kromozomların arta kalan bölümlerinin birleĢtirilmesiyle de ikinci çocuk 
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kromozom oluĢturulur. ġekil 3.9’da gerçek değerli scattered çaprazlamaya bir örnek 

gösterilmektedir. 

[ 1 1 0 1 ]

1 [ 3 0.5 5 1 ]

2 [ 2 0.75 6 1.5 ]

1 [ 3 0.5 6 1 ]

2 [ 2 0.75 5 1.5 ]

Şablon dizi

Ebeveyn

Ebeveyn

Çocuk

Çocuk

 

ġekil 3.9 Scattered çaprazlama 

Aritmetik çaprazlamada, (0,1) aralığında rasgele bir sayı (r) seçilir. Bir geninin α kadarı 

ilk ebeveynden alınırken (1-r) kadarı ikinci ebeveynden alınır (Herrera vd. 2003). ġekil 

3.10’da gerçek değerli aritmetik çaprazlamaya bir örnek gösterilmektedir. 

Ebeveyn 1 [ 3 0.5 5 1 ]

Ebeveyn 2 [ 2 0.75 6 1.5 ]

( 0.4)

Çocuk 1 [ 3 0.4 2 0.6 0.5 0.4 0.75 0,6 5 0.4 6 0.6 1 0.4 1.5 0.6 ]

Çocuk 2 3 0.6 2 0.4 0.5 0.6 0,75 0,4 5 0.6 6 0.4 1 0.6 1.5 0.4 ]

Çocuk 1 [ 2.4 0.65 5.6 1.3 ]

Çocuk 2 [ 2.6 0.

II II II II

 

           

           

6 5.4 1.2 ]

 

ġekil 3.10 Aritmetik çaprazlama 

Heuristic çaprazlamada, (0,1) aralığında rasgele bir sayı (r)  belirlenir. Gen havuzundan 

rasgele seçilen iki genden amaç fonksiyonu bakımından iyi olanın Ebeveyn1 , kötü 

olanın Ebeveyn 2   olduğu varsayıldığında çocuk kromozomlar  
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Çocuk 1 Ebeveyn1

Çocuk 2 Ebeveyn 1 r (Ebeveyn1 Ebeveyn 2)



   
 

eĢitlikleriyle hesaplanır (Gopi 2007). r=0.03 için Heuristic çaprazlamaya bir örnek, 

ġekil 3.11’de verilmektedir. 

Ebeveyn 1 [ 3 0.5 5 1 ]

Ebeveyn2 [ 2 0.75 6 1.5 ]

Çocuk 1 [ 3 0.5 5 1 ]

Çocuk 2 [ 3.3 0.425 4.7 0.85 ]

 

ġekil 3.11 Heuristic çaprazlama 

Mutasyon operatörü: Mutasyon operatörü ile kromozomlardaki genlerin bir kısmı 

değiĢtirilir ve gen havuzunda bulunmayan yeni genlerin ortaya çıkması sağlanır. 

Böylece seçim ve çaprazlama operatörleri ile sağlanamayan farklılaĢma sağlanmıĢ olur. 

Farklı özellikteki yeni kromozomların elde edilmesi daha önceden inceleme imkânı 

bulunamayan bilgilerin incelenmesine olanak tanır. Sadece seçme ve çaprazlama 

operatörleri ile üretilen kuĢaklar bir zaman sonra popülasyon içinde birbirine benzer 

özelliklere sahip çocuk kromozomların ortaya çıkmasına sebep olur ve eğer popülasyon 

seçimi düzgün yapılamamıĢsa algoritma yerel minimum noktalara takılabilir. Mutasyon 

operatörü yerel optimum tuzaklarından kurtulmak için çözüm sağlayabilir.  

Mutasyon iĢlemi, ikili kodlamalı çalıĢmalarda genin alabileceği değer sadece 0 veya 1 

olacağından, mutasyon oranı dikkate alınarak rasgele seçilmiĢ bitlerde, 0’ların 1 ve 

1’lerin 0 yapılması ile gerçekleĢtirilir. Gerçek değer kodlamalı çalıĢmalarda ise 

mutasyon iĢlemi, yer değiĢimi veya mevcut değere mutasyon adımı denilen küçük 

değerler eklenerek veya çıkartılarak elde edilir (Öztürk 2002). 

Mutasyon oranı teorik olarak (0,1) aralığında seçilmelidir ve küçük bir oran olarak 

belirlenmelidir. Yüksek belirlendiği durumlarda çocuk kromozomlar ebeveynlerinden 
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farklı özellikler gösterecek ve iyi özelliklere sahip kromozomlar popülasyondan 

kaybolmaya baĢlayacaktır. Mutasyon oranının çok küçük seçilmesi durumunda ise 

mevcut popülasyon dıĢındaki yeni noktaların keĢfedilmesi zorlaĢacaktır (Artaç 2003). 

Uygulamalarda mutasyon oranı için genellikle 0.01’den daha küçük bir değer seçilir. 

v) Yeni kuĢak popülasyonun oluĢturulması  

Genetik operatör iĢlemlerinden sonra, popülasyon büyüklüğü değiĢmeden, ebeveyn 

kromozomlar yerlerini, oluĢan çocuk kromozomlara bırakır. KuĢaklar ilerledikçe çocuk 

kromozomlar bir sonraki kuĢağın ebeveyn kromozomları olur. GA çok defa 

çalıĢtırılarak en iyi uygunluk değerine sahip kromozomlara ulaĢılmaya çalıĢılır. 

GA, kuĢaklar boyunca elinde bulundurduğu olası çözümler kümesini değiĢtirir. Bu 

nedenle her bir kuĢak sonunda elde edilen sonuçların önceki kuĢaklarla karĢılaĢtırılması 

gerekir (Özçakar 1998). Bu karĢılaĢtırma, uygunluk dereceleri aracılığıyla yapılır. 

Burada amaç, en iyi kromozomun oluĢturulması, dolayısıyla en iyi parametre tahmin 

kümesinin belirlenmesidir. En iyi parametre tahmin kümeleri, popülasyon içerisinde hep 

aynı kalmasalar da seçim operatörüyle (büyük olasılıkla) seçilir, çaprazlama ve 

mutasyon iĢlemleriyle geliĢtirilir. Seçilen kromozomlar üzerindeki iĢlemler algoritma 

sonlanıncaya kadar devam eder. 

vi) Durdurma koĢulunun sağlanması 

GA iĢlemlerinin sonlandırılmasında kullanılan en yaygın yöntem algoritma baĢlamadan 

önce kuĢak sayısını belirlemek ve bu kuĢak sayısına ulaĢıldığında algoritmayı 

durdurmaktır. Bundan baĢka, popülasyondaki en iyi uygunluk değerinin ortalama 

uygunluk değerleriyle karĢılaĢtırılması da algoritmayı sonlandırmada kullanılabilir. 

Ayrıca kuĢaklar boyunca artık en iyi kromozomun uygunluk skoru değiĢmiyorsa bu 

durum algoritmanın durdurulmasında ölçüt olarak değerlendirilebilir (Artaç 2003). 
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3.3 Nelder-Mead Simpleks Algoritması ile Genetik Algoritmanın Hibrit Edilmesi 

NMS ve GA yöntemleri, yaygın olarak kullanılan türevden bağımsız optimizasyon 

algoritmalarıdır. Doğrusal olmayan regresyon modellerinde parametrelerin nokta 

tahminlerinin elde edilmesinde türeve dayalı algoritmalara alternatif olarak bu 

algoritmaların kullanımları yaygınlık kazanmaktadır. Bu durumun baĢlıca sebebi türev 

bilgisine ihtiyaç duymadan tahmin sonuçlarının elde edilebilmesidir. Ayrıca, yerel 

optimum tuzaklarına takılma olasılıkları Gauss-Newton ve L-M algoritmasına göre daha 

azdır. 

NMS, bölgesel ve doğrudan aramaya dayalı bir yöntemdir. Bu, optimuma ulaĢmak için 

bir sonraki adımda geçerli noktanın yakınındaki noktaları arayacağı anlamına 

gelmektedir. Sonuç bulmada pratik ve etkilidir. Fakat modelde tahmin edilecek 

parametre sayısı arttıkça yakınsama kabiliyeti azalır. Ayrıca NMS, iĢleme baĢlamak için 

baĢlangıç noktasına ihtiyaç duyar. BaĢlangıç noktasının arama uzayındaki konumu, 

algoritmanın optimum noktaya doğru ilerlemesi bakımından önemlidir. 

GA, NMS’nin aksine global ve çoklu arama yapan bir yöntemdir. Bu, optimuma 

ulaĢmak için bütün arama uzayında aynı anda pek çok noktadan arama iĢlemine 

baĢlandığı anlamına gelmektedir. Bu sebeple baĢlangıç noktası bilgisine ihtiyaç 

duymaz. Ayrıca, parametrelerin kendisi yerine kodlanmıĢ kümeleriyle çalıĢtığından 

sürekli ve kesikli değiĢkenlerde çalıĢabilir. NMS’nin aksine sonuç bulurken tahmin 

edilecek  parametre sayısından etkilenmez. Ancak bu avantajlı özelliklerine rağmen 

dezavantajlı özellikleri de mevcuttur. Algoritmanın iyi sonuç vermesi GA ayarlanabilir 

parametrelerin iyi belirlenmesine bağlıdır. Ayarlanabilir GA parametrelerinin pek çok 

farklı seviyesi bulunur. Bu seviyelerin de oluĢturduğu pek çok farklı kombinasyon da 

mevcuttur. 

NMS algoritması ve GA’nın avantajlı yönlerinin bir arada kullanıldığı hibrit bir 

algoritma ile amaç fonksiyonunun en iyilenmesi sağlanabilir. GA ve NMS hibriti olarak 

(GANMS) adlandırılan bu algoritma ile öncelikle GA ile global arama yapılarak, geniĢ 

arama uzayı, global çözümün bulunduğu bölgeye indirgenir. Daha sonra, GA ile 
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bulunan model parametre tahminleri NMS için baĢlangıç değeri olarak kabul edilerek 

global parametre tahminlerine ulaĢılması hedeflenir. Bu çalıĢmada, TürkĢen ve Tez 

(2016)’in çalıĢmalarında önerdikleri GANMS algoritması doğrusal olmayan regresyon 

modellerinin parametrelerinin nokta tahminlerinin elde edilmesinde kullanılmıĢtır. 

Bu çalıĢmada kullanılan GANMS yönteminin algoritma adımları aĢağıda 

tanımlanmıĢtır. 

Adım 1: GA ayarlanabilir parametreleri ve bu parametrelerin değerleri belirlenir. 

Adım 2: Modelin hata kareler toplamı amaç fonksiyonu olarak belirlenir. 

Adım 3: GA adımları iĢletilir. 

i) GA baĢlangıç popülasyonu oluĢturulur. 

ii) Popülasyonundaki her kromozomun amaç fonksiyonu üzerinden uygunluk değerleri 

hesaplanır. 

iii) Model parametreleri kromozomların içinde kodlanır. 

iv) Genetik operatör iĢlemleri uygulanır. 

                         - Seçim 

                         - Çaprazlama 

                         - Mutasyon 

v) Yeni kuĢak popülasyon oluĢturulur. 

vi) Uygunluk değeri hesaplaması yapılır. 

vii) Durdurma koĢulu kontrol edilir. KoĢul sağlanıyorsa durulur ve parametrelerin nokta 

tahminleri belirlenir. Aksi halde, adım (iii)’ye dönülür. 

Adım 3: GA ile bulunan parametre tahmin değerleri NMS için baĢlangıç noktası olarak 

seçilir. 
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Adım 4: q parametre sayısı olmak üzere, arama uzayında GA ile hesaplanan tahmin 

noktasını da içeren q+1 nokta belirlenir. 

Adım 5: NMS operatör iĢlemleri uygulanır. 

              i) Yansıtma 

              ii) Büzülme 

              iii) GeniĢleme 

              iv) Küçülme 

Adım 6: Yeni çözüm noktaları belirlenir.  

Adım 7: Durdurma koĢulu kontrol edilir. KoĢul sağlanıyorsa durulur ve parametrelerin 

nokta tahminleri belirlenir. Aksi halde, adım 5’e dönülür. 

GANMS algoritmasının adımlarının akıĢ diyagramı Ģekil 3.12’de gösterilmiĢtir. 

GA ayarlanabilir parametrelerinin probleme uygun olarak tanımlanamaması durumunda 

global çözüm sonuçlarına ulaĢmak konusunda baĢarılı olunamayacağı bilindiğinden, 

çalıĢmada, GA ayarlanabilir parametrelerinin uygun kombinasyonlarının belirlenmesi 

için Taguchi deney tasarımından yararlanılmıĢtır. 
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3.4 Genetik Algoritma Ayarlanabilir Parametrelerinin Belirlenmesinde Taguchi 

Deney Tablolarının Kullanımı 

Doğrusal olmayan regresyon model parametrelerinin GA ile minimum hatalı tahmin 

edilmesinde, “Popülasyon büyüklüğü ne olacak?”, “Algoritma kaç kuĢak sonra 

sonlanacak?”, “Seçim yöntemi ne olacak?”, “Çaprazlama ve mutasyon iĢlemleri nasıl 

yapılacak?” gibi soruların ilgilenilecek probleme özgü en iyi sonucu verecek biçimde 

yanıtlanması gerekir. Bu nedenle, GA ayarlanabilir parametrelerinin sahip oldukları pek 

çok seviye arasından en uygun olanına karar verilmesi model parametrelerinin nokta 

tahmin sonuçlarını etkileyecektir.  

GA ayarlanabilir parametrelerinin uygun olabilecek çok farklı kombinasyonları 

mevcuttur. Bu kombinasyonlar içinden seçim yapmak ciddi emek ve zaman kayıplarına 

yol açacağından, etkili ve güçlü bir GA araması için ayarlanabilir parametre değeri 

belirleme yöntemine ihtiyaç vardır. Taguchi tasarımı, en az sayıda deney ile en güçlü 

parametre kombinasyonuna ulaĢmak için etkili bir deneysel tasarım yöntemidir. Bu 

nedenle çalıĢmada en etkin ayarlanabilir parametre kombinasyonuna ulaĢabilmek 

amacıyla etkili bir deney tasarım yöntemi olan Taguchi tasarımı kullanılmıĢtır. 

Taguchi’nin kullandığı deney tasarımı yöntemleri klasik çok etkenli deney tasarımı ve 

kesirli çok etkenli deney tasarımı geliĢtirilmiĢtir. Fakat, bu iki yönteme göre pratiklik 

bakımından avantajları bulunmaktadır.  

 Çok etkenli bir deney tasarımı, belirli bir etken kümesi için olası tüm kombinasyonları 

deneyecektir. Bu da etken ve düzeylerin fazla olduğu deneylerde çok fazla denemenin 

yapılacağı anlamına gelmektedir. Örneğin, üç etken ve bu etkenlerin her birinin beĢ 

düzeyinin bulunduğu bir problem için 125 deneme yapılması gerekmektedir. Oysa 

Taguchi tasarımında aynı deneyin yapılması için 25 deneme yeterlidir. Taguchi 

yaklaĢımı ile yapılan bir çalıĢmanın tam faktöriyel tasarım yaklaĢımına göre yapılanın 

en az %90’ı kadar etkin olduğu gösterilmiĢtir. ÇalıĢmadaki maliyetlerin büyük oranda 

azalması dikkate alındığında etkinlikteki bu kayıp kabul edilebilir düzeyde 

bulunmaktadır (Çelik 1993).  



41 

 

Kesirli çok etkenli deneylerde de tam tasarımda yapılması öngörülen bazı denemeler  

ihmal edilerek, zaman, çaba ve maliyet açısından avantaj elde edilir.  Fazla etkenli ve 

yüksek düzeyli problemlerde bazı yüksek çoklu etkileĢimlerin göz ardı edilebileceği 

varsayılarak bu etkileĢimler hata olarak kabul edilir ve denemelerde belirlenen bir kesir 

oranında kesintiye gidilir. Fakat kesirli çok etkenli tasarımda etkileĢimlerin tümü ihmal 

edilmedikçe ana etkilerin tahminleri hakkında bilgi elde edilmesinin çok zor olduğu 

söylenmektedir (DerviĢoğlu ve Muluk 2007).  Ayrıca denemelerde kesir sayısı arttıkça 

deney pratik olmaktan uzaklaĢmaktadır (Muluk vd. 1998). Taguchi yöntemi kesirli 

denemelerden farklı olarak yapısında dikey dizin özelliğini bulundurmaktadır ve bu 

sebeple Taguchi tasarımında dikey dizinin görselliği, sapmanın hangi etkileĢim 

bileĢenlerinden kaynaklandığını gösterdiğinden bazı tasarımlar için daha iyi tahminler 

elde edilebilmektedir (DerviĢoğlu ve Muluk 2007).  

Taguchi deney dizilimlerinin hazırlanması dikey dizin adı verilen matris kullanılarak 

gerçekleĢtirilir. Dikey dizinlerden üretilen Taguchi tablolarının gösterimi         

formatındadır. Burada  

N: Dizindeki deneme sayısı (satır sayısı),  

s:  Düzey sayısı (eleman sayısı), 

k: Etken sayısıdır (sütun sayısı), 

dır. Dikey dizinlerin temeli ise Bose ve Bush (1952) tarafından yürütülen deney tasarımı 

ve ayrım kümeleri teorisi çalıĢmalarına dayanır. Dikey dizinler dik latin karelerinin 

uzantıları olarak geliĢtirilmiĢtir (Kacker vd. 1991). Taguchi dizinlerin üç önemli özelliği 

vardır.  

i) Her bir sütunda (etkende) düzeylerin görülme sıklığı aynıdır. 

ii) Herhangi iki sütunda düzeylerin birlikte görülme sıklığı aynıdır. BaĢka deyiĢle 

herhangi iki sütun iki etkenli bir faktöriyel tasarım modeli oluĢturur. 



42 

 

iii) Bazı sütunlar silinse veya sütunların ve satırların  yerleri değiĢtirilse bile oluĢan 

matris yine diklik koĢullarını sağlar. 

Taguchi tabloları, denemelerde seviyelerin en az değiĢkenlik gösterdiği sütunlar 

(etkenler)  en soldakiler olacak Ģekilde tasarlanmıĢtır. Seviyelerin değiĢme sıklıkları 

sütunlar sağa doğru ilerledikçe artmaktadır. Bu sebeple etkenlerin maliyetlerine göre 

soldan sağa doğru sıralanmaları ve en maliyetli etkenlerin en sol sütunda yer alması 

doğru olacaktır.   

Taguchi kataloğunda 20 adet deney tablosu mevcuttur. Bu tablolardan ikisi hariç  hepsi 

dikey dizinlerden elde edilmiĢtir (    
     ve      

     tabloları dikey dizin değildir). 

OluĢturulma yöntemlerine göre 20 tabloyu 3 gruba ve 9 alt gruba bölmek mümkündür. 

Çizelge 3.1’de oluĢturulma biçimlerine göre Taguchi tasarımları sınıflandırılmıĢtır. 

Çizelge 3.1 OluĢturulma biçimlerine göre Taguchi tasarımları 

Aynı Düzeyli Dikey Dizinle OluĢturulanlar 

KarıĢık Düzeyli 

Diken Dizinle 

OluĢturulanlar 

Dikey Dizin 

Kullanılmadan 

OluĢturulanlar 

Ġki Düzeyli 

  ,  t=2,3,4,5,6 

 

 

    
    

Üç Düzeyli 

  ,  t=2,3,4 

 

    
    

     
      

     
      

     
       

    
    

 

     
    

 

 

 

    
   

     
    

     
         

    

     
    

 

Dört Düzeyli 

   t=2,3 

 

     
   

     
         

 

     
            

         
    

Ġki Düzeyli 

Diğer      
    

 BeĢ Düzeyli 

        t=2      
   

  

     
       

 

Aynı düzeyli oluĢturulan Taguchi tablolarında tam bir dikey dizin, ( 1) / ( 1)ts - s - sütuna 

ve 
ts satıra sahiptir. Bu dizinin oluĢturulması için öncelikle t sütunlu ve ( 1) / ( 1)ts - s -

satırlı üreteç matris oluĢturulur. Bu üreteç matrisin 0,1,2,...s-1 ile ifade edilen s tane 
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elemanı bulunmaktadır. Üreteç matrisinin t sütunu dikey dizinde yer alan temel 

sütunlarını belirtmektedir ve bu sütunlar   ,  ,   ,...  olarak adlandırılmaktadırlar. 

Geriye kalan sütunlar, temel sütunların üreteç matristeki uygun düĢen katsayıyla 

çarpılması (                        ) sonucu bulunur. Çarpım ve toplama 

iĢlemlerinde modüler aritmetik veya galois cebri kullanılır. Örnek olarak     
   

tasarımı için, N=8=  , t=3 temel sütun mevcuttur. Üç temel sütundan elde edilen 

toplamda yedi sütun, üreteç matrisindeki katsayılar dikkate alınarak çizelge 3.2’deki 

gibi oluĢturulur. Taguchi tablolarının oluĢturulmasında kullanılan üreteç matrislerine 

iliĢkin detaylı bilgi Kacker vd. (1991) çalıĢmasında yer almaktadır. 

Bu çalıĢmada aynı düzeyli dikey dizinlerle üreteç oluĢturulan tablolardan     
   ve 

     
   örnek olarak incelenmiĢtir. Diğer tablolar ile ilgili detaylı bilgi Kacker vd. 

(1991) ve DerviĢoğlu ve Muluk (2007) tarafından yapılan çalıĢmalarda bulunabilir. 

Bu çalıĢmada örnek olarak     
   tablosu için oluĢturulan üreteç tablosu çizelge 3.2’de 

gösterilmektedir. 

Çizelge 3.2 
7

8(2 )L için üreteçlerin listesi (Kacker vd. 1991)  

Sütun Sayısı           Üreteç 

1    

2    

3       

4    

5       

6       

7          

 

1., 2. ve 4. sütunlar temel sütunlardır. Temel sütunların elemanları en soldaki en az en 

sağdaki en fazla değiĢecek Ģekilde yazılır. Temel sütunlar dıĢında kalan diğer sütunların 

bulunmasında gerekli hesaplamalar yapılırken ikili mod kullanılır (0+0=0, 0+1=1, 

1+1=0). ĠĢlemler sonucunda     
   Taguchi tasarımı çizelge 3.3’teki gibi oluĢur.  
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Çizelge 3.3 
7

8(2 )L tablosu 

Etkenler 1 2 3 4 5 6 7 

Denemeler 
       

1 0 0 0 0 0 0 0 

2 0 0 0 1 1 1 1 

3 0 1 1 0 0 1 1 

4 0 1 1 1 1 0 0 

5 1 0 1 0 1 0 1 

6 1 0 1 1 0 1 0 

7 1 1 0 0 1 1 0 

8 1 1 0 1 0 0 1 

 

Taguchi tablolarının oluĢturulmasına ikinci örnek      
    tablosu için verilmektedir. 

BeĢ düzeyli      
   tablosunun oluĢturulması sırasında gerçekleĢen iĢlemler 

    
  tablosunun oluĢturulmasındaki gibidir. Üreteç tablosu aynı Ģekilde oluĢturulur ve 

iĢlemler mod 5 kullanılarak yapılır.      
   için oluĢturulan üreteç tablosu çizelge 

3.4’deki gibidir.   

Çizelge 3.4 
6

25(5 )L için üreteç tablosu (Kacker vd. 1991) 

Sütun Sayısı           Üreteç 

1    

2    

3       

4        

5        

6        

 

ĠĢlemler Sonucunda 
6

25(5 )L
 
Taguchi tasarımı çizelge 3.5’teki gibi oluĢacaktır.  
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Çizelge 3.5 
6

25(5 )L tablosu 

DENEME A B C D E F 

1 0 0 0 0 0 0 

2 0 1 1 1 1 1 

3 0 2 2 2 2 2 

4 0 3 3 3 3 3 

5 0 4 4 4 4 4 

6 1 0 1 2 3 4 

7 1 1 2 3 4 0 

8 1 2 3 4 0 1 

9 1 3 4 0 1 2 

10 1 4 0 1 2 3 

11 2 0 2 4 1 3 

12 2 1 3 0 2 4 

13 2 2 4 1 3 0 

14 2 3 0 2 4 1 

15 2 4 1 3 0 2 

16 3 0 3 1 4 2 

17 3 1 4 2 0 3 

18 3 2 0 3 1 4 

19 3 3 1 4 2 0 

20 3 4 2 0 3 1 

21 4 0 4 3 2 1 

22 4 1 0 4 3 2 

23 4 2 1 0 4 3 

24 4 3 2 1 0 4 

25 4 4 3 2 1 0 

 

 

. 

 



46 

 

4. DOĞRUSAL OLMAYAN MODEL PARAMETRELERĠNĠN ARALIK 

TAHMĠNĠNDE BOOTSTRAP YAKLAġIMI 

Gerçek dünyada ilgilenilen bir probleme iliĢkin verilerine iliĢkin kitlenin bütünü 

hakkında bilgi sahibi olmak genellikle pek mümkün değildir. Kitle yerine kitleden 

seçilecek örneklem ile kitle parametrelerinin nokta tahminlerini yapmak emek, zaman, 

maliyet gibi konularda bazı avantajlar sağlıyor olsa da seçilen örneklemin kitleyi en iyi 

Ģekilde temsil edememesi durumunda hatalı sonuçlar elde edilmesine neden olacaktır.  

Kitle dağılımı hakkında herhangi bir varsayım yapılmamıĢsa, örneklem hacminin küçük 

olduğu durumlarda, kitle parametrelerinin aralık tahminlerini yapmak olanaklı değildir. 

Bu gibi sorunların üstesinden gelebilmek amacıyla rasgele seçilen n hacimli bir 

örneklem kitle olarak kabul edilip, bu örneklemden çok sayıda yeniden n hacimli 

rasgele örnekler alınıp, ilgili tahmin edicinin değeri gözlenerek, tahmin edicinin yapay 

bir örnekleme dağılımı oluĢturulabilir. Ġadeli olarak çok sayıda yeniden n birimlik 

rasgele örnek çekilmesine "Bootstrap Örnekleme Yöntemi" denir. Bilgisayar yardımıyla 

çok sayıda bootstrap örneği artık günümüzde yapılan çalıĢmalar ile kolaylıkla elde 

edilebilmektedir. 

Efron (1979) geliĢtirdiği Bootstrap yöntemi ile parametrelerin nokta tahmininde uygun 

tahmin değerinin elde edilmesini, parametre tahminlerinin standart hatalarının ve güven 

aralıklarının belirlenmesini hedeflemiĢtir (Chernick 2008). Bootstrap yönteminin 

regresyon modellerinde kullanılması, Freedman (1981) ve Wu (1986) tarafından yapılan 

çalıĢmalarla baĢlamıĢtır. Bootsrap yöntemi ile ilgili daha sonra yapılan önemli 

çalıĢmalar, Efron ve Tibshirani (1986, 1993), DiCiccio ve Tibrishani (1987), Shao ve 

Tu (1995) ve Davison ve Hinkley (1997) çalıĢmaları olarak kabul edilebilir. Bootstrap 

yöntemi standart hata, güven aralığı ve regresyon analizi hesaplamaları dıĢında zaman 

serileri, kümeleme analizi ve diskriminant analizlerinde de kullanılmaktadır. 

Bootstrap, örneklem büyüklüğünün normallik varsayımını sağlayamayacak kadar küçük 

olması, değiĢkenler arasında doğrusal olmayan bir kombinasyonun bulunması veya 

ortalamadan baĢka bir konum istatistiği ile ilgilenilmesi gibi istatistiksel sonuç 
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çıkarımını zorlaĢtırıcı koĢullarda baĢarılı sonuçlar verdiği için tercih edilen bir 

yöntemdir (Bello vd. 2015). 

Niteliği bilinmeyen bir F dağılımından seçilen bağımsız n birimlik                         

1 2( , ,..., )nX X X  örneklemi ile bu F dağılımına ait   parametresi ve bu parametrenin 

güven aralıkları tahmin edilmeye çalıĢılsın. Seçilen n adet gözlemin içinden 

değiĢkenlerin her birinin seçilme olasılığı eĢit (1/n) olan kesikli dağılıma deneysel 

dağılım fonksiyonu denir. Deneysel dağılım fonksiyonu 

 


1

1ˆ ( ) 1
i

n

x x
i

F x
n 



                                                                                               (4.1) 

biçiminde ifade edilir. Deneysel dağılım fonksiyonu ˆ( )F , F dağılım fonksiyonunun bir 

tahminidir. F̂ dağılımından elde edilecek parametre tahmini de ̂ ile ifade edilir. 

Deneysel dağılım fonksiyonunda ̂ ’yı bulmak için Bootstrap yöntemi kullanılması 

durumunda n birimli değiĢkenden, seçilen değiĢkeni tekrar yerine koyarak, eĢit 

olasılıkla yeniden n birim değiĢken seçilir. Bu durum yeni oluĢturulacak n hacimli 

örneklemde
* * * *

1 2( (X ....X ))nX X asıl örneklemdeki değiĢkenlerin bazılarının birden fazla 

bulunacağı bazılarının ise hiç bulunmayacağı anlamına gelmektedir. Uygulanan iĢlem 

bağımsız olarak B defa tekrar edildiğinde bootstrap veri kümesi  

*1 *1 *1 *1

1 2

*2 *2 *2 *2

1 2

* * * *

1 2

( , ,........, )

( , ,........, )

.

.

.

( , ,........, )

n

n

B B B B

n

X X X X

X X X X

X X X X







 

biçiminde tanımlanabilir. 
*1 *2 *,X ,......,X BX  bootstrap veri kümelerinden her biri için ayrı 

ayrı 
* * *

1 2
ˆ ˆ ˆ, , ...., B    tahmin değerleri hesaplanabilir.  
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Örneğin; tahmin edilmek istenen istatistik, ortalama ise 

* *1 *1

1 1

ˆ /
n

ii
X X n


  , 

* *2 *2

2 1

ˆ /
n

ii
X X n


  , 

* * *

1

ˆ /
nB B

B ii
X X n


   biçiminde hesaplanır. Bu hesaplamaların aritmetik 

ortalaması, θ parametresi için 

 
* *

(.) 1

ˆ ˆ /
B

bb
B 


                                                                                          

(4.2) 

biçiminde tanımlı bootstrap tahmini olacaktır. θ parametresi için bootsrap tahmininin 

standart hatası ise 

 
 

1/2
2

* * *
(.)1

ˆ ˆˆ / ( 1)
B

bb
se B 



 
  
  


                                                                
(4.3) 

 biçiminde hesaplanır (Efron ve Tibshirani 1993). 

4.1 Bootstrap Güven Aralığı YaklaĢımları 

Güven aralıklarını oluĢturmanın tartıĢmasız en temel yolu, dağılımı bilinen tahmin 

edicinin bir fonksiyonunu aramak ve daha sonra parametre için güven aralığı 

oluĢturmak adına bu bilinen dağılımın yüzdelik dilimlerini kullanmaktır (Carpenter ve 

Bithell 2000). Klasik yaklaĢıma göre ˆ
ˆ(( ) / )


  S dağılımının standart normal dağılıma 

asimptotik yaklaĢtığı varsayımı altında genel olarak standart normal dağılımın α=0.05 

yüzdelik diliminde güven aralıkları belirlenmektedir. Ancak, küçük hacimli 

örneklemlerde örneklemin seçildiği dağılım hakkında yeterli bilgiye sahip olunamaması 

durumunda parametrenin ve tahmin edicinin hangi fonksiyonunun seçileceği 

belirsizleĢmektedir ve asimptotik yaklaĢım yanıltıcı olabilmektedir (Carpenter ve 

Bithell 2000).  
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Ayrıca, örneklemin seçildiği kitle çarpık bir dağılıma sahipse  simetrik bir yapıya sahip 

olan standart normal dağılıma göre hesaplanan güven aralıkları gerçek güven 

aralıklarını tam olarak karĢılayamayabilir. Ayrıca, ortalama gibi bir istatistik, analitik 

olarak hesaplanabiliyorken daha karmaĢık istatistiklerin hesaplanmasında analitik 

formüller yetersiz kalabilmektedir (Wehrens vd. 2000).  

AraĢtırmacılar, normallik varsayımı altında gerçekleĢtirilen klasik güven aralığı 

hesaplama yönteminin belirtilen zorlukları aĢması adına yan düzeltmeleri ve parametre 

dönüĢümleri gibi bir takım çözümlere baĢvurmuĢlardır. Bootstrap yöntemi bu zorluklar 

karĢısında herhangi bir müdahale olmadan baĢarıyla sonuçlar üretmektedir (Di Ciccio 

ve Efron 1996). Bootstrap güven aralıklarını hesaplamanın pek çok yöntemi 

bulunmaktadır. Bu yöntemlerden en bilineni ve uygulaması en kolay olanı Yüzdelik 

yöntemidir. 

Yüzdelik yöntemi ile yüzde aralığı 
*ˆ

b  değerlerinin sıralanması sonucu (1-α) yüzde 

aralığında (α/2) ve (1-α/2)’ye karĢılık gelen değerlerin bulunması ile hesaplanır. Bu 

yönteme göre bootstrap örneklem istatistiğinin dağılımı örneklem istatistiğinin 

doğrudan bir yaklaĢımı olarak kullanılır. Yöntemin algoritmik adımları aĢağıdaki gibi 

tanımlıdır. 

Adım 1: θ parametresini tahmin etmek için 1 2, , ...,XnX X
 
örneklemi kitle olarak 

düĢünülüp, 1 2, , ...,XnX X  birimlerinden bağımsız B adet bootstrap veri kümesi oluĢturulur 

ve her bir veri kümesi için
*ˆ , 1,2,..., b b B

  
tahminleri hesaplanır. 

Adım 2: Hesaplanan 
*ˆ

b , 1,2,...,b B
 
tahminleri küçükten büyüğe sıralanır. 

Adım 3: (1-α) güven düzeyindeki yüzde aralığı sınırlarına denk gelen
*ˆ

b  değerleri 

bulunur. (Örneğin, α=0.05 ve B=1000 için 25. ve 975. sıradaki 
*

( /2)
ˆ
  ve 

*

(1 /2)
ˆ

   

değerleri yüzde aralığı sınırları olarak belirlenir. Eğer α.B bir tamsayı değilse 
*

( /2)
ˆ
 alt 
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sınırını  α.(B+1)’den küçük olan en büyük tamsayı olarak tanımlanan bir k sayısı için k. 

sıradaki değer, 
*

(1 /2)
ˆ

  üst sınırını da (B-k). sıradaki değer verecektir. ) 

Son durumda (1-α) güven düzeyinde hesaplanan yüzde aralıkları                                                          

P * *

( /2) ((1 )/2)( ) ( ) 1    
       biçiminde olur. 

Bootstrap tahmini genellikle yanlı bir tahmindir. Yan miktarı, bootstrap örneklem 

dağılımından hesaplanan tahminin gerçek örneklem dağılımından hesaplanan tahminden 

farkı kadardır.  Bootsrap örnek sayısı arttıkça yan miktarının azalıp bootstrap tahmini ile 

gerçek örneklem parametre tahminin birbirine yaklaĢması beklenmektedir. Yüzdelik 

yöntemi, yan miktarını dikkate almadan hesaplama yapan bir yöntemdir. Yanlılığı 

düzeltilmiĢ (Bias Corrected - BC) güven aralığı yöntemi yüzdelik yönteminin bu 

eksikliğini gidermek için geliĢtirilmiĢtir. Yöntemin algoritmik adımları aĢağıdaki 

gibidir. 

Adım 1: θ parametresini tahmin etmek için 1 2, , ..., nX X X
 
örneklemi kitle olarak ele 

alınıp, gerçek örneklem parametre tahmini (̂ ) hesaplanır. 

Adım 2: Rasgele  değiĢkenlerden bir birinden bağımsız B adet bootstrap veri kümesi 

oluĢturulur ve her bir küme için
*ˆ

b , 1,2,...,b B  tahmini hesaplanır. Hesaplanan 
*ˆ

b

tahminleri küçükten büyüğe sıralanır. 

Adım 3: ̂  değerinden küçük olan 
*ˆ

b tahminlerinin sayısı, (r), bulunur. Yan düzeltme 

katsayısı   1b̂ r B  formülü ile bulunur. Buradaki 
1 
, kümülatif standart normal 

dağılım fonksiyonunun tersidir. (Örneğin, r=0.05xB olduğu durumda 

 1ˆ 0.05 1.645b     , r=B/2 olduğu durumda  1ˆ 0.5 0b    ,  r=0.95xB olduğu 

durumda  1ˆ 0.95 1.645b    olacaktır.) 
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Adım 4:   standart normal kümülatif dağılım fonksiyonu olmak üzere 

 /2
ˆ2alt b Z    ve  1 /2

ˆ2üst b Z      hesaplanır.  

Adım 5: Küçükten büyüğe sıralanan bootstrap tahminlerinden xal t B . sıradaki değer 

*ˆ
alt , xüst B . sıradaki değer 

*ˆ
üst  olarak belirlenir. 

Son durumda  (1-α) güven düzeyinde hesaplanan BC güven aralıkları                                                               

P * *( ) ( ) 1alt üst          biçiminde olur. 

BC güven aralığı yaklaĢımı bootstrap örneklem dağılımının asimetri düzeltmesini yapar 

fakat çarpıklık düzeltmesini yapmaz. Bu yönteme çarpıklık düzeltmesi için bir katsayı 

eklenerek yanlılığı düzeltilmiĢ ve hızlandırılmıĢ (Bias Corrceted and Accelerated - BCa) 

güven aralıklarını oluĢturmak mümkündür (Efron 1992). 

BCa güven aralığı yaklaĢımı, BC yaklaĢımının güven aralığı değerlerinin örneklem 

dağılımının çarpıklığına göre düzeltilmiĢ versiyonudur. BC yaklaĢımına çarpıklık 

düzeltmesi için ivme (a) olarak adlandırılan katsayı eklenerek hesaplanır. BCa 

yaklaĢımı, gerçek örneklem dağılımına göre yanlı olan bootstrap örnekleme dağılımı 

üzerinde bir takım ayarlamalarla yüzdelik yöntem ve BC yaklaĢımı ile bulunan güven 

aralıklarında iyileĢtirme yapar (Houkoos ve Lewis 2005). Yöntemin algoritmik adımları 

aĢağıdaki gibidir. 

Adım 1: θ parametresini tahmin etmek için 1 2, , ..., nX X X
 
örneklemi kitle olarak 

varsayılıp, parametre tahmini (̂  ) hesaplanır.  

Adım 2: Mevcut örnekten birbirinden bağımsız B adet bootstrap veri kümesi oluĢturulur 

ve her bir küme için
*ˆ

b , 1,2,...,b B tahmini hesaplanır. Hesaplanan 
*ˆ

b tahminleri 

küçükten büyüğe sıralanır. 
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Adım 3: BC yönteminde olduğu gibi, yan düzeltme katsayısı   1b̂ r B  formülü ile 

hesaplanır.  

Adım 4: Ġvme sabiti (a) hesaplanır. a hesaplamasında Jackknife parametre tahmini 

hesaplamasına ihtiyaç duyulur. Jackknife yöntemi tıpkı Bootstrap yöntemi gibi bir 

yeniden örnekleme yöntemidir. Jackknife yönteminde, örneklemden her seferinde

1 2, , ..., nX X X  rasgele değiĢkenlerinin bir tanesi çıkartılarak n tane Jackknife örneği 

oluĢturulur. Örneğin, b. örnek için Jackknife örneği 

1

1 1
( )
ˆ

1

b n

i i
j i i b
b

x x

n




  






 
biçiminde 

oluĢur. Jackknife parametre nokta tahmini ise  ( )

(.)

ˆ
ˆ

jn
ij

i n






  Ģeklinde bulunur. Jackknife 

hakkında detaylı bilgi Efron (1982) tarafından yapılan çalıĢmada bulunabilir. Jackknife 

örnek seti kullanılarak ivme sabiti 
 

 

3

( ) (.)
1

3 2
2

( ) (.)
1

ˆ ˆ

ˆ ˆ6

n
j j
i

i

n
j j
i

i

a 






 


  





θ θ

θ θ

 biçiminde hesaplanır. 

Adım 5:   standart normal kümülatif dağılım fonksiyonu olmak üzere 

 
2

2

ˆ
ˆ

ˆ1
alt

Z b
b

a Z b





 
 
  
  
 

 ve 

 
1 2

1 2

ˆ
ˆ

ˆ1
üst

Z b
b

a Z b





 




 
  
  
 

hesaplanır.  

Adım 6: Küçükten büyüğe sıralanan bootstrap tahminlerinden ( xalt B ). sıradaki değer 

*ˆ
alt ,  ( xüst B ). sıradaki değer 

*ˆ
üst  olarak belirlenir. 

Son durumda (1-α) düzeyinde hesaplanan BCa güven aralıkları                                                               

P * *( ) ( ) 1alt üst          biçiminde olur. 

Bu çalıĢmada, doğrusal olmayan model parametrelerinin aralık tahmininde Bootstrap 

BCa güven aralığı yaklaĢımı kullanılacaktır. 
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5. MĠKROORGANĠZMALARIN BĠYOKĠMYASAL OKSĠJEN ĠHTĠYACINA 

ĠLĠġKĠN DOĞRUSAL OLMAYAN REGRESYON MODELĠNDE 

PARAMETRELERĠN NOKTA VE ARALIK TAHMĠNLERĠNĠN ELDE 

EDĠLMESĠ 

ÇalıĢmanın bu bölümünde, literatürde tanımlı, farklı bilimsel disiplinlerde yaygın olarak 

kullanılan parametrelerine göre doğrusal olmayan bir regresyon modelinde model 

parametrelerinin nokta ve aralık tahminleri elde edilmiĢtir. ÇalıĢmadaki uygulama 

örneği, mikroorganizmaların biyokimyasal oksijen ihtiyacını (biochemical oxygen 

demand - BOD) belirlemek üzere nehir suyundan alınmıĢ bir veri setine uygulanmıĢ 

negatif-üstel modeldir. Model parametrelerin nokta tahmini, EKK yaklaĢımına göre 

oluĢturulmuĢ amaç fonksiyonunun GA ve GANMS algoritmaları ile optimizasyonu 

sonucunda belirlenmiĢtir. GA ayarlanabilir parametrelerinin belirlenmesinde Taguchi 

deney tasarımı tablolarından faydalanılmıĢtır.  

GA ve GANMS algoritmaları kullanılarak, hata kareler toplamlarını en küçük yapan 

model parametrelerinin nokta tahminleri bulunduktan sonra bu tahminler, varyans 

büyüklükleri ve hata kareler toplamı değerleri bakımından karĢılaĢtırılmıĢtır. 

Model parametrelerin aralık tahminin bulunmasında Bootstrap yöntemi kullanılmıĢtır. 

GA ve GANMS algoritmaları ile elde edilen nokta tahminlerinin Bootstrap yöntemiyle 

bulunan güven sınırları içinde kalıp kalmadıkları incelenmiĢtir. ÇalıĢmada, analiz 

iĢlemlerinin yapılmasında Matlab R2013a programından yararlanılmıĢtır. 

Mikroorganizmaların biyokimyasal oksijen ihtiyacının modellenmesi amaçlanan, Bates 

ve Watts (1988) tarafından yayınlanan çalıĢmadan alınan veri setinde, BOD modelini 

belirlemek üzere nehir suyundan örnek alınmıĢtır. Suya çözünmüĢ organik madde, 

inorganik besinler ve çözünmüĢ oksijen ilave edilmiĢtir. Su, ĢiĢelere bölüĢtürülmüĢtür. 

Her bir ĢiĢeye sabit sıcaklıkta ve eĢit miktarda mikroorganizma kültürü enjekte edilmiĢ 

ve ĢiĢelerin ağzı kapatılmıĢtır. Daha sonra, ĢiĢeler günlere bağlı olarak sırasıyla açılmıĢ 

ve ĢiĢelerdeki suyun içinde çözünmüĢ oksijen miktarları ölçülmüĢtür. Ölçümlere göre 

BOD verileri çizelge 5.1’de verilmiĢtir. 
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Çizelge 5.1 Mikroorganizmaların zamana göre biyokimyasal oksijen ihtiyacı (Bates ve 

Watts 1988) 

t (gün) 1 2 3 4 5 7 

BOD (mg/l) 8.3 10.3 19.0 16.0 15.6 19.8 

 

Bates ve Watts (1988) tarafından yapılan çalıĢmada biyokimyasal oksijen ihtiyacı 

verisine uygun model, negatif-üstel matematiksel yapısında 

 
 2

1 1 ε
t

Y e
 

                                                                                           (5.1)    

 biçiminde modellenmiĢtir. Buna göre modelin hata kareler toplamını veren amaç 

fonksiyonu,    

 
 2

26

11
( ) (1θ

t
ii

Y e   


  

                                                                       
(5.2) 

biçimindedir. Burada, 1 2[ ]θ    ’dır. 

Bates ve Watts (1988) çalıĢmasında, eĢitlik (5.2) ile tanımlı amaç fonksiyonu Gauss-

Newton algoritmasıyla minimize edilmiĢtir. ÇalıĢmalarının sonucunda, parametre 

tahminlerini (
1 2

ˆ ˆ ˆ θ  
 

) ve amaç fonksiyonu değerini ( ) ve çizelge 5.2’deki gibi 

bulmuĢlardır. 

Çizelge 5.2 Bates ve Watts (1988) tarafından yapılan çalıĢmada bulunan modelin hata 

kareler toplamı ve parametre tahmin değerleri 

Hata kareler toplamı (  ) Parametre Tahminleri 

 

25.99027 
ˆ
1θ  ˆ

2θ  

19.1426 0.5311 
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Bu çalıĢmada,   amaç fonksiyonunu minimize eden parametre tahmin değerleri, GA ve 

GANMS hibrit algoritması ile bulunmuĢtur. 

Öncelikli olarak GA ile yapılan model parametrelerinin nokta tahminlerinin elde 

edilmesi için GA’nın ayarlanabilir parametrelerinin belirlenmesinde Taguchi deney 

tasarımı tablolarından yararlanılmıĢtır. Bu çalıĢmada, GA’nın ayarlanabilir beĢ 

parametresi için beĢer seviye belirlenmiĢtir. Çizelge 5.3’te, GA’nın ayarlanabilir 

parametreleri ve bu parametrelerin uygun görülen seviyeleri tanımlanmıĢtır.  

Çizelge 5.3 Uygulamada kullanılacak GA ayarlanabilir parametreleri ve seviyeleri 

ETKENLER SEVĠYELER 

1 2 3 4 5 

A Popülasyon 

Büyüklüğü 

30 50 100 150 200 

B KuĢak Sayısı 50 75 100 200 500 

C Seçim 

Yöntemi 

Stokastik 

uniform 

Remainder Uniform Rulet 

tekerleği 

Turnuva 

D Çaprazlama 

Yöntemi 

Scattered Ġki nokta Tek nokta Heuristic Aritmetik 

E Mutasyon 

Yöntemi 

Uniform 

0.2 

Uniform 

0.01 

Uniform 

0.05 

Uniform 

0.1 

Adaptive 

feasible 

 

BeĢ parametreli ve beĢ düzeyli duruma göre Taguchi’nin 25L  tablosunun kullanılması 

gerekir. Taguchi’nin 25L tablosuna göre ayarlanabilir parametre denemelerinin 

kombinasyonları çizelge 3.5’te tanımlanmıĢtı. Çizelge 3.5’teki ilk beĢ sütunun 

sıralaması dikkate alınarak denemeler oluĢturulmuĢtur. Matlab R2013a programında 25 

farklı denemenin her biri için algoritma 200 defa çalıĢtırılmıĢtır. Her bir denemede 200 

yineleme için hata kareler toplamının en küçük, ortalama, medyan ve en büyük değerleri 

ile standart sapması hesaplanmıĢtır. Elde edilen sonuçlara göre hata kareler toplamının 

en küçük olduğu durumdaki parametre tahmini değerleri model parametrelerinin nokta 

tahmini olarak seçilmiĢtir. 25 deneme için elde edilen amaç fonksiyonu (hata kare 



56 

 

toplamı) sonuçları ve bu sonuçlara iliĢkin istatistikler çizelge 5.4’te verilmiĢtir. Çizelge 

5.4’teki sonuçlara göre, en küçük amaç fonksiyonu sonucunu veren denemenin 15 

numaralı deneme olduğu gözlenmektedir. Deneme-15 için GA ayarlanabilir 

parametrelerinin seviyeleri Taguchi tasarımına göre çizelge 5.5’teki gibi belirlenmiĢtir. 

Çizelge 5.4 GA ile 25 deneme için bulunan amaç fonksiyonu değerleri ve istatistikler 

ϕ 

Deneme En küçük Ortalama Medyan En büyük Std. Sapma 

1 1266.1069782 1268.1609067 1267.7243168 1275.3777614 1.6948250 

2 1266.1809718 1271.8305209 1270.6387372 1293.6238881 4.8862309 

3 1266.1666047 1270.3261400 1269.2471317 1288.8627747 3.6710961 

4 25.9902673 26.9687439 26.0649720 44.1037351 2.6238390 

5 26.0154535 28.4509584 27.3296316 45.0494851 2.9837203 

6 1266.0196816 1267.5012760 1267.1452347 1273.4304262 1.3149505 

7 25.9902674 26.0450894 25.9907407 36.6875144 0.7563178 

8 1266.1611138 1267.5561497 1267.2924319 1272.1777694 1.0619193 

9 1266.2624885 1270.1013345 1269.7053374 1281.3135309 2.6713834 

10 1266.1006273 1268.4848709 1267.8787772 1280.2719414 2.2139618 

11 1266.5785123 1273.5718813 1272.8794212 1286.0550176 4.2411381 

12 1266.0437978 1267.3515693 1267.1156560 1273.5329477 1.1553424 

13 1266.0015581 1266.8038999 1266.5714179 1270.5032173 0.7304958 

14 25.9902744 57.6098187 26.0004321 359.7778313 86.2752688 

15 25.9902673 25.9904614 25.9902673 25.9983044 0.0010175 

16 25.9902694 63.1431873 26.0036731 425.3242484 108.9082730 

17 1266.0071279 1266.3736030 1266.2989030 1267.7036856 0.2942195 

18 25.9902673 27.4609854 26.1367039 37.1909464 2.3986946 

19 1266.0686172 1267.4308291 1267.0441337 1272.2281456 1.2543129 

20 1266.0460691 1266.8802603 1266.6852634 1268.9876794 0.6845241 

21 1211.4667096 1232.8044643 1233.3594158 1252.2715201 8.3630561 

22 1266.0348819 1266.7298825 1266.5747933 1269.9986701 0.6045408 

23 25.9902675 58.6575752 25.9915420 310.2354825 86.7679697 

24 1266.0026506 1266.4471295 1266.3649733 1268.2568688 0.3673478 

25 1266.0278769 1267.0354283 1266.7937059 1270.8183973 0.8838733 
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Çizelge 5.4’e göre denemelerin büyük bir kısmında amaç fonksiyonu değerlerinin çok 

yüksek çıktığı gözlenmiĢtir. Ancak bazı denemelerde  (4., 5., 7., 14., 15., 16., 18. ve 23. 

denemeler), ϕ fonksiyon değerinin Bates ve Watts (1988) tarafından bulunan fonksiyon 

değerlerine yakın sonuçlar elde edilmiĢtir. Yineleme değerine iliĢkin istatistikler 

incelendiğinde söz konusu 14., 16. ve 23. denemelerin standart sapma değerlerinin 

oldukça büyük olduğu söylenebilir. Bu durum, GA ayarlanabilir parametrelerinin model 

parametrelerinin nokta tahmini sonuçları üzerindeki etkisini ortaya çıkarmaktadır.  

Çizelge 5.5 Ayarlanabilir GA parametrelerinin uygulama için optimal seviyeleri 

GA ayarlanabilir parametreleri Seviyeler 

Popülasyon büyüklüğü 100 

KuĢak sayısı 500 

Seçim yöntemi Remainder 

Çaprazlama yöntemi Heuristic 

Mutasyon yöntemi Uniform 0.2 

 

Deneme-15 için yapılan yinelemelerde amaç fonksiyonun en küçük, ortalama, medyan 

ve en büyük sonuçları diğer denemelere göre daha düĢük çıkmıĢtır. Ayrıca, bu 

denemenin standart sapma değeri diğer denemelere göre dikkat çekici derecede  düĢük 

bulunmuĢtur. Bu durum algoritmanın, deneme-15 kombinasyonu için 200 yinelemede 

birbirine çok yakın sonuçlar bulduğu anlamına gelmektedir. Buna göre, deneme-15 için 

algoritma defalarca yinelense bile, bulunacak parametre tahminleri birbirine çok yakın 

değerler olarak elde edilecektir.  

25 deneme içinde en iyi çözüm olarak bulunan deneme-15 için tanımlanan kuĢak sayısı 

(500), Taguchi deney tasarımında belirlenen kuĢak sayısı seviyeleri içinde en yüksek 

olanıdır. Bu nedenle, deneme-15’in, Matlab R2013a programında iĢlem süresi en uzun 

olan denemelerden biri olduğu görülmüĢtür. KuĢak sayısının gereğinden büyük 

seçilmesi hesaplama süresinin uzamasına neden olacaktır. GA’nın bir yinelemede 

kaçıncı kuĢaktan itibaren optimum değere yaklaĢtığı bilgisi, GA’nın optimal sonuca ne 

kadar çabuk ulaĢabildiğinin bir yanıtıdır. En iyi çözüme yakınsama sağlandıktan sonraki 
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kuĢaklar, denemelerin büyük çoğunluğunda, fazladan iĢlem yükü olabilmektedir. 25 

deneme için bir yinelemede kaçıncı kuĢaktan itibaren optimum değere yakınsama 

sağlandığı çalıĢmada araĢtırılmıĢtır. Buna göre deneme-15 için bir yinelemede 500 

kuĢak boyunca her bir kuĢakta bulunan amaç fonksiyonu değerleri Ģekil 5.1’de 

verilmiĢtir. 

 

ġekil 5.1 Deneme-15’te bir yineleme için 500 kuĢakta hesaplanan amaç fonksiyonu 

değerleri 

ġekil 5.1’de görüldüğü üzere kuĢak sayısı yaklaĢık olarak 30’a ulaĢtığında amaç 

fonksiyonu en iyi değerine yakınsamaktadır. 25 deneme içinde deneme-15 dıĢında amaç 

fonksiyonuna göre deneme-15’e yakın sonuçlar bulunan (4., 5., 7., 14., 16., 18. ve 23.) 

denemeler de  ayrı ayrı incelendiğinde genel olarak kuĢak sayısının 30-50 arasında bir 

değere ulaĢtığında amaç fonksiyonun optimum değere yaklaĢtığı gözlenmiĢtir. Bu 

denemeler arasında sadece 75 kuĢak içeren deneme-7, zaman tasarufu sağlaması ve 

deneme-15’e yakın sonuçlar bulması sebebiyle önerilebilecek bir diğer deneme olarak 

ön plana çıkmaktadır.  Deneme-7 için bir yinelemede 75 kuĢak boyunca her bir kuĢakta 

bulunan amaç fonksiyonu değerleri Ģekil 5.2’de verilmiĢtir. 
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ġekil 5.2 Deneme-7’de bir yineleme için 75 kuĢakta hesaplanan amaç fonksiyonu 

değerleri 

ġekil 5.2 incelendiğinde, amaç fonksiyonu değerine göre 30.-50. kuĢak aralığında 

deneme-7’nin en iyi değere (25.99) yaklaĢtığı görülmektedir. Deneme-7’ye özgü GA 

ayarlanabilir parametre değeri, 50 birimlik popülasyon, 75 kuĢak sayısı, Uniform seçim, 

Heuristic çaprazlama ve Adaptive feasible mutasyon olarak tanımlıdır. Buna göre, GA 

kullanılarak yapılan aramalarda deneme-15’in en iyi amaç fonksiyon değerini veren 

deneme olduğu ancak hesaplama süresi dikkate alındığında, deneme-7’de belirlenen GA 

ayarlanabilir parametre kombinasyonunun, çizelge 5.5’te verilen 100 birimlik 

popülasyon ve 500 kuĢak sayısına göre tercih edilebilen bir kombinasyon olduğu 

düĢünülebilir. 

Elde edilen tahmin değerlerinin Bates ve Watts (1988) tarafından bulunan sonuçlarla 

aynı olduğu görülmüĢtür. ÇalıĢmada, GA ile elde edilen 25 farklı parametre tahmini, 

NMS algoritması için baĢlangıç değeri olarak kabul edilip, GANMS hibrit algoritması 

ile hesaplama yapılmıĢtır. Çizelge 5.6’da, GANMS hibrit algoritmasında, NMS kısmı 

için kullanılacak parametre tahmini baĢlangıç değerlerine göre elde edilen GANMS 

hibrit algoritma sonuçlarına yer verilmiĢtir. Çizelge 5.6’dan anlaĢılacağı üzere GANMS 

ile elde edilen amaç fonksiyonu değerlerinin tamamı, GA yöntemiyle bulunan optimal 

noktaya ulaĢmıĢ veya bu noktaya çok yakın sonuç vermiĢtir. GANMS, amaç fonksiyonu 

değeri GA ile yüksek hesaplanan denemeleri bile optimal noktaya ulaĢtırmıĢtır. 
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GANMS yöntemiyle bulunan model parametre tahminleri ve bu tahminlere göre elde 

edilen  ϕ  amaç fonksiyonu değerleri, çizelge 5.7’de verilmiĢtir. 

Çizelge 5.6 Parametre baĢlangıç değerleri ve GANMS ile 25 deneme için bulunan amaç 

fonksiyonu değerlerinin istatistiği 

  
Parametre baĢlangıç 

değerleri  
ϕ 

Deneme  ˆ1θ  ˆ
2θ   Minimum Ortalama Medyan 

Maksim

um 
Std. Sapma 

1 0.999577 0.9977956 25.990267 25.990267 25.990267 25.99027 0.000000003 

2 0.998979 0.9987884 25.990267 25.990267 25.99027 25.99027 0.000000002 

3 0.999441 0.9958488 25.990267 25.990267 25.99027 25.99027 0.000000002 

4 19.14263 0.531078 25.990267 25.990267 25.99027 25.99027 0.000000004 

5 18.99722 0.5437043 25.990267 25.990267 25.99027 25.99027 0.000000002 

6 0.999968 0.9991326 25.990267 25.990267 25.99027 25.99027 0.000000002 

7 19.14291 0.5310688 25.990267 25.990267 25.99027 25.99027 0.000000002 

8 0.999733 0.9938237 25.990267 25.990267 25.99027 25.99027 0.000000002 

9 0.999462 0.9915422 25.990267 25.990267 25.99027 25.99027 0.000000002 

10 0.999519 0.9985803 25.990267 25.990267 25.99027 25.99027 0.000000002 

11 0.996438 0.9987802 25.990267 25.990267 25.99027 25.99027 0.000000002 

12 0.999842 0.9989053 25.990267 25.990267 25.99027 25.99027 0.000000003 

13 0.999979 0.9999672 25.990267 25.990267 25.99027 25.99027 0.000000002 

14 19.14429 0.5310564 25.990267 39.256637 25.99027 136.7617 36.01567333 

15 19.14258 0.5310914 25.990267 25.990267 25.99027 25.99027 0.000000002 

16 19.14142 0.5311351 25.990267 37.607966 25.99027 136.9752 34.00365989 

17 0.999944 0.9999637 25.990267 25.990267 25.99027 25.99027 0.000000002 

18 19.14258 0.5310914 25.990267 25.990267 25.99027 25.99027 0.000000002 

19 0.999558 0.9999052 25.990267 25.990267 25.99027 25.99027 0.000000002 

20 0.999929 0.998097 25.990267 25.990267 25.99027 25.99027 0.000000002 

21 1.32985 1.1665875 25.990267 25.990267 25.99027 25.99027 0.000000002 

22 0.999987 0.9982023 25.990267 25.990267 25.99027 25.99027 0.000000002 

23 19.14281 0.5310916 25.990267 39.808805 25.99027 136.8726 36.65218492 

24 0.999982 0.9998889 25.990267 25.990267 25.99027 25.99027 0.000000004 

25 0.999971 0.9986856 25.990267 25.990267 25.99027 25.99027 0.000000003 
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Çizelge 5.7 GANMS ile 25 deneme için bulunan parametre tahminleri 

Deneme 
ˆ
1θ  ˆ

2θ  

1 19.14257068 0.53109158 

2 19.14257762 0.53109068 

3 19.14256286 0.53109214 

4 19.14566667 0.53109158 

5 19.14257612 0.53109064 

6 19.14258065 0.53109128 

7 19.14258700 0.53109057 

8 19.14258043 0.53109109 

9 19.14258821 0.53109053 

10 19.14257435 0.53109209 

11 19.14256763 0.53109231 

12 19.14258885 0.53109048 

13 19.14258499 0.53109071 

14 19.14256289 0.53109245 

15 19.14257521 0.53109138 

16 19.14258394 0.53109058 

17 19.14259095 0.53109000 

18 19.14257698 0.53109142 

19 19.14257651 0.53109075 

20 19.14256221 0.53109212 

21 19.14256472 0.53109240 

22 19.14258272 0.53109107 

23 19.14258561 0.53109027 

24 19.14256771 0.53109166 

25 19.14256848 0.53109127 

 

GANMS ile 25 denemenin tamamında parametre tahminleri birbirine çok yakın değerler 

olarak hesaplanmıĢtır. Bu değerler, GA’nın deneme-15’te hesapladığı değerlerle benzer 

veya o değerlere çok yakındır. GA ile GANMS’nin deneme-15’te 200 yineleme için 

hesapladıkları amaç fonksiyonu değerleri Ģekil 5.3’te görülmektedir. Buna göre, 

GANMS ile her yinelemede GA’dan daha tutarlı sonuçlara ulaĢıldığı söylenebilir. 
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ġekil 5.3 Deneme-15 için uygulanan 200 yinelemeye göre GA ve GANMS ile bulunan 

hata kareler toplamlarının karĢılaĢtırılması 

GA ve GANMS yöntemi sonuçlarıyla Bates ve Watts (1988) tarafından elde edilen 

sonuçlar çizelge 5.8’de birlikte gösterilmiĢtir. 

Çizelge 5.8 BOD veri seti için Gauss-Newton, GA ve GANMS yöntemleriyle bulunan 

hata kareler toplamı ve parametre tahmin değerleri 

 Amaç fonksiyonu Parametre tahminleri 

Yöntem Hata kareler toplamı (ϕ) ˆ
1θ  ˆ

2θ  

Gauss-Newton Yöntemi 

(Bates ve Watts (1988)) 

25.99027 19.1426 0.5311 

GA 25.990267 19.14257521 0.53109138 

GANMS 25.990267 19.14257521 0.53109138 

 

Çizelge 5.8 incelendiğinde, BOD veri setine uygun doğrusal olmayan modelin 

belirlenmesinde, GA’nın deneme-15 değeri ve GANMS ile bulunan bütün sonuçların 

Bates ve Watts (1988) tarafından bulunan sonuçlarla aynı olduğu görülmektedir. 
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Model parametrelerinin güven aralıklarının hesaplanmasında Bootstrap BCa yöntemi 

kullanılmıĢtır. Veri setinden 2000 adet bootstrap örnek kümesi oluĢturulmuĢ ve her bir 

örnek kümesi için parametre tahmin değerleri hesaplanmıĢtır. Hesaplanan parametre 

tahmin değerleri küçükten büyüğe sıralanmıĢtır. %95 güven düzeyinde hesaplanan 

güven aralığı alt ve üst sınırlara çizelge 5.9’da yer verilmiĢtir. 

Çizelge 5.9 BOD verisi için parametrelerin Bootstrap BCa güven aralıkları 

Parametreler Alt sınır Üst Sınır 

1θ  
16.3105 23.573 

2θ  
0.223 116.5347 

 

Buna göre, oldukça küçük örnek hacmine sahip (n=6) BOD veri setine iliĢkin doğrusal 

olmayan model parametrelerinin aralık tahmini için elde edilen değerlerin %95 güven 

düzeyinde parametre tahminlerini içerdiği söylenebilir.
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6. TARTIġMA VE SONUÇ 

Doğrusal olmayan regresyon modellerinin parametre tahminlerinin hesaplanması 

doğrusal regresyon modellerinin parametre tahminlerinin hesaplanması kadar kolay 

değildir. Doğrusal regresyon modellerinde parametre tahminleri hesaplanırken EKK 

yaklaĢımı kullanılmaktadır. Bu yaklaĢıma göre modelin hata kareler toplamını 

minimum yapan parametre tahminleri parametrelere göre kısmi türev alma vasıtasıyla 

hesaplanabilir. Doğrusal olmayan regresyon modellerinde ise çoğu zaman hata kareler 

toplamının parametrelere göre kısmi türevi alınarak sonuç elde edilemez.  

Doğrusal olmayan regresyon modellerinde parametre tahmini yapılırken karĢılaĢılan 

zorluklara karĢı çeĢitli çözüm yolları geliĢtirilmiĢtir. Bu çözüm yollarından ilki modele 

doğrusal dönüĢüm uygulamaktır. Bu yöntemde eğer model üstel yapıdaysa modele 

logaritmik dönüĢüm uygulanmakta ve model doğrusal yapıya dönüĢtürülmektedir.  Bu 

sayede modelin parametreleri, doğrusal regresyon modellerinde olduğu gibi, kısmi türev 

vasıtasıyla tahmin edilebilmektedir. Ancak, bu yöntem ile modelin yanı sıra hataların da 

dönüĢüme uğradığı için hataları en küçükleme mantığına dayanan EKK yaklaĢımı 

sonucunda yanıltıcı sonuçlar elde edilebilmektedir. 

Doğrusal olmayan regresyon modellerinin parametrelerinin nokta tahmininde yaygın 

olarak kullanılan bir diğer yaklaĢım, türeve dayalı algoritmaları kullanmaktır. Gauss-

Newton Algoritması, En Dik ĠniĢ Algoritması ve L-M Algoritması yaygın olarak 

kullanılan türeve dayalı algoritmalardır. Bu algoritmalar yaygın olarak kullanılmalarına 

rağmen türeve dayalı çözüm bulmaları sebebiyle türev almanın zor veya imkansız 

olduğu modellerde zorlanabilmektedir. Ayrıca bu algoritmalar, türevsel yaklaĢım ile 

çözüm aradıklarından yakınsayamama veya lokal minimum tuzaklarına yakalanma gibi 

istenmeyen durumlarla karĢılaĢabilmektedir. 

ÇalıĢmada, doğrusal olmayan regresyon modellerinin çözümünde doğrusal dönüĢüm 

uygulamalarına ve türeve dayalı algoritmalara alternatif olarak türevden bağımsız 

algoritmalar önerilmektedir. Bu algoritmalar genellikle stokastik çözümler üretmeleri ve 

türeve dayalı yöntemlere göre daha esnek yapıda olmaları sebebiyle tercih edilmektedir. 



65 

 

ÇalıĢmada türevden bağımsız GA ve NMS algoritmaları hakkında bilgi verilmiĢtir. Bu 

algoritmaların avantajlı ve dezavantajlı yönleri üzerinde durulmuĢtur. Buna göre NMS 

baĢlangıç değeri bilgisine ihtiyaç duyan, bölgesel ve doğrudan arama yapan bir 

algoritmadır. Algoritma yapısının kolay olması sebebiyle pratik ve etkili sonuçlar 

bulmasına rağmen modelde tahmin edilecek parametre sayısı arttıkça yakınsama 

kabiliyeti azalır.  

GA, NMS’nin aksine global ve çoklu arama yapan bir yöntemdir. Bu, optimuma 

ulaĢmak için bütün arama uzayında aynı anda pek çok noktadan arama iĢlemine 

baĢlandığı anlamına gelmektedir. Bu sebeple baĢlangıç noktası bilgisine ihtiyaç 

duymaz. Ayrıca, parametrelerin kendisi yerine kodlanmıĢ kümeleriyle çalıĢtığından 

sürekli ve kesikli değiĢkenlerde çalıĢabilir. NMS’nin aksine sonuç bulurken tahmin 

edilecek  parametre sayısından etkilenmez. Ancak bu avantajlı özelliklerine rağmen 

dezavantajlı özellikleri de mevcuttur. Algoritmanın iyi sonuç vermesi GA ayarlanabilir 

parametrelerin iyi belirlenmesine bağlıdır. Ayarlanabilir GA parametrelerinin pek çok 

farklı seviyesi bulunur. Bu seviyelerin de oluĢturduğu pek çok farklı kombinasyon da 

mevcuttur. 

GA ve NMS’nin diğer algoritmalara göre avantajlı olduğu yönlerinin öne çıkarılması ve 

dezavantajlı olduğu özelliklerinin etkisini minimuma indirilmesi için çalıĢmada, GA ve 

NMS algoritmalarının bir arada kullanıldığı hibrit bir algoritma, doğrusal olmayan 

regresyon parametrelerinin tahminlerinin hesaplanmasında önerilmektedir. GANMS adı 

verilen bu algoritmaya göre parametre tahminine baĢlangıç değeri bilgisine ihtiyaç 

duymadan global ve çoklu arama yaparak GA ile baĢlanmakta ve bu algoritma ile öncül 

tahminler elde edilmektedir. Elde edilen öncül sonuçlar, NMS algoritması için baĢlangıç 

değeri olarak kabul edilerek bu değerlere NMS operasyonları uygulanmaktadır. NMS 

operasyonları sonucunda parametre tahmin değerleri hesaplanmaktadır.  

Bu çalıĢmada, GA ve GANMS algoritmaları kullanılarak doğrusal olmayan regresyon 

modellerinin EKK yaklaĢımı ile parametre tahminlerinin bulunması, bulunan sonuçların 

birbirleriyle ve türeve dayalı bir algoritma olan Gauss-Newton algoritması sonuçlarıyla 

hata kareler toplamı üzerinden karĢılaĢtırılması amaçlanmıĢtır. Ayrıca,  bulunan nokta 
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tahminlerinin Bootstrap BCa yöntemiyle güven aralığı tahminleri yapılmıĢtır. Nokta 

tahmin değerlerinin bulunan bootstrap güven aralıkları içinde olup olmadığı 

incelenmiĢtir. 

Uygulama bölümünde Bates ve Watts (1988) tarafından yapılan çalıĢmadan alınan 

doğrusal olmayan regresyon modelinin, GA ve GANMS algoritmaları kullanılarak hata 

kareler toplamı minimize edilmiĢtir. Hata kareler toplamını minimum yapan model 

parametre değerleri hesaplanmıĢtır. Uygulama bölümünde yapılan bütün iĢlemlerde 

Matlab R2013a paket programı kullanılmıĢtır.  

Doğrusal olmayan model parametrelerinin nokta tahmini için GA ve GANMS 

yöntemleri kullanılırken, GA’nın en temel dezavantajlarından bir tanesi olan GA  

ayarlanabilir parametrelerinin ve seviyelerinin belirlenmesi iĢleminde 25L  Taguchi 

deney tasarımı tablosundan yararlanılmıĢtır. Taguchi deney tasarımı tablosu ile farklı 

GA ayarlanabilir parametreleri kullanılarak yapılabilecek yüzlerce seviye 

kombinasyonu içinden etkili olabilecek kombinasyonlar belli bir sistematikle 

seçilmiĢtir. Böylece, GA ayarlanabilir parametrelerinin istenen seviye 

kombinasyonlarının belirlenmesinde zaman ve emek tasarrufu sağlanmıĢtır.  

GA ile Taguchi deney tasarımı sistematiğine göre yapılan 25 farklı deneme ile 

birbirinden farklı sonuçlara ulaĢılmıĢtır. Bu sonuçlara göre sadece {4, 5, 7, 14, 15, 16, 

18, 23} numaralı denemelerin sonuçları hata kareler toplamı bakımından makul 

seviyelerde bulunmuĢ diğer denemelerin hata kareler toplamı yüksek çıkmıĢtır.  Bu 

durum, GA ile bulunan sonuçların baĢarısının modele uygun GA ayarlanabilir 

parametrelerinin seçimine bağlı olduğunu göstermektedir. Buna göre GA ile baĢarılı 

tahminler yapılabilmesi için GA ayarlanabilir parametrelerinin isabetli seçilmesi 

gerekmektedir. Taguchi deney tasarım tabloları kullanılarak, modele uygun GA 

ayarlanabilir parametre ve seviyelerinin belirlenebildiği ve bunun sonucunda model 

parametresine daha yakın tahminlerin yapılabildiği sonucuna varılmıĢtır. 
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GA ile bulunan parametre tahmin sonuçları baĢlangıç değeri olarak kabul edilerek 

optimizasyon iĢlemine NMS ile devam edilmesiyle GANMS sonuçlarına ulaĢılmıĢtır. 

GANMS ile elde edilen hata kareler toplamı değerlerinin tamamı, GA ile bulunan en iyi 

hata kareler toplamı değerlerine ulaĢmıĢ veya bu değere çok yakın sonuç vermiĢtir. 

GANMS yöntemi ile yapılan denemelerin hepsinde, GA’nın aksine, birbirine yakın ve 

optimal sonuçlar bulunmuĢtur. Bunun sebebinin, GANMS’nin GA ve NMS 

yöntemlerinin avantajlı özelliklerini bir arada kullanarak GA’nın ayarlanabilir 

parametreler konusundaki dezavantajını ortadan kaldırması olduğu düĢünülmektedir. 

Ayrıca, GANMS’nin GA ayarlanabilir parametrelerinden GA’ya oranla daha az 

etkilendiği gözlenmiĢtir. Böylece, GANMS ile yapılan nokta tahminlerinde, GA’nın 

aksine, deney tasarım tabloları kullanmadan da parametre tahmininde baĢarılı sonuçlar 

elde edilebileceği sonucuna varılmıĢtır. 

Yapılan uygulama sonucunda GA ve GANMS algoritmalarıyla bulunan parametrelerin 

nokta tahmin değerleri hata kareler toplamı değerlerine bakılarak Bates ve Watts (1988) 

tarafından  Gauss-Newton algoritmasıyla bulunan sonuçlarla karĢılaĢtırılmıĢtır. Yapılan 

karĢılaĢtırma çizelge 5.8’de verilmiĢtir. Buna göre, GA ve GANMS ile bulunan hata 

kareler toplamı değerleri ve hesaplanan parametre tahmin değerleri Gauss-Newton 

yöntemiyle bulunan sonuçlarla aynı çıkmıĢtır. Bu sebeple, doğrusal olmayan regresyon 

model parametrelerinin nokta tahminlerinin bulunmasında türevden bağımsız GA ve 

GANMS algoritmaları, Gauss-Newton gibi türeve dayalı algoritmalara alternatif olarak 

önerilmektedir.  

Model parametrelerinin aralık tahminleri, Bootstrap BCa yöntemiyle yapılmıĢtır. Nokta 

tahmin değerlerinin bulunan bootstrap güven aralıkları içinde olup olmadığı 

incelenmiĢtir. Bu inceleme sonucunda, nokta tahmin değerlerinin güven aralığı alt ve 

üst sınırları arasında kaldığı gözlenmiĢtir. Ancak, hesaplanan alt ve üst sınırlar 

arasındaki uzunluk değeri büyük çıktığı gözlenmiĢtir. Bu durumun rasgele seçilen farklı 

Bootstrap örneklerinden kaynaklandığı düĢünülmektedir. Sonraki çalıĢmalarda 

parametrelerin aralık tahmininin hesaplanmasında alt ve üst sınırlar arasındaki 

mesafeleri azaltacak alternatif yöntemlerin belirlenmesi üzerinde durulması 

düĢünülmektedir.  
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