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OZET

Yiksek Lisans Tezi

DERIN OGRENME YAKLASIMLARI KULLANARAK TURKCE METINLERDEN ANLAMSAL
CIKARIM YAPMA

Nergis PERVAN

Ankara Universitesi
Fen Bilimleri Enstittisii
Bilgisayar Miihendisligi Anabilim Dal1

Damgman: Dr. Ogr. Uyesi Hacer YALIM KELES

Giliniimiizde, Facebook veya Twitter gibi sosyal medya platformlart araciligiyla belirli konular iizerine
goriiglerin paylagilmasi, web bloglar1 veya e-ticaret sitelerindeki iirin yorumlar1 aragtirmacilara ¢ok
sayida yorumlanabilir kullanic1 diisiincesine erisimi sagladi. Insanlar, bu kanallar aracihifiyla diger
kullanicilarin da diisiincelerini etkileyen kendi deneyimlerini ve diisiincelerini sergilemektedir. Ayrica
firmalar tiiketicilerin iriinlerinden ve kendilerinden memnun olup olmadiklarini belirten yorumlari
onemsemektedirler. Duygu analizi, iiriin yorumlari, film yorumlar1 ve tweet’ler gibi 6znel kisa metinlerin
veya goriintiilerin pozitiflik veya negatiflik diizeylerine gore siniflandirildigr aktif bir ¢alisma alanidir.
Ancak, bu tiir goriisler genellikle Dogal Dil Isleme acisindan zorlastirict olan resmi olmayan, giindelik bir

dille yansitilmaktadir.

Bu calismada, cesitli kategorilerde iiriinler satan bir web sitesi araciligiyla toplanan Tiirk¢e kullanict
yorumlari analiz edilmektedir. Ciimlelerin giiriiltiilii ve giinlik konugsma dilindeki dogasini koruyarak,
pozitif veya negatif anlam igeren her bir kelimenin vektor temsillerini 6grenen bir word2vec modeli
egitilmektedir ve egitilmis kelime temsilleri kullanilarak bir temel yontem olarak Rastgele Orman
(Random Forest - RF) modeli gelistirilmistir. Klasik oriintii tanima tekniklerine ek olarak, derin 6grenme
yaklagimlarindan ikisi olan Uzun Kisa-Vadeli Hafiza (Long Short-Term Memory - LSTM) ve Genisleyen
Evrisimsel Sinir Aglarn (Dilated Convolutional Neural Networks - D-CNN) modelleri, duygu
smiflandirma i¢in Tiirk¢e word2vec modeli kullanilarak gelistirilmigtir. D-CNN modeline kiyasla, daha
az parametre hesaplamasina sahip olmasi, ¢alisma zamanmin daha kisa olmasi ve daha yiiksek bir

dogruluga ulagmasi agisindan LSTM ile daha etkili sonuglara ulasilmistir.

Ocak 2019, 68 sayfa

Anahtar Kelimeler: Duygu analizi, makine 6grenmesi, derin 6grenme, rastgele orman, LSTM, D-CNN



ABSTRACT

Master Thesis

SEMANTIC INFERENCE FROM TURKISH TEXTS USING DEEP LEARNING APPROACHES

Nergis PERVAN

Ankara University
Graduate School of Natural and Applied Sciences
Department of Computer Engineering

Supervisor: Asst. Prof. Dr. Hacer YALIM KELES

Today, sharing views on specific topics through social media platforms, such as Facebook or Twitter,
web blogs, or product reviews in e-commerce sites enabled researchers to access huge amount of
interpretable user thoughts. People exhibit their experiences and opinions through these channels, which
influences other users’ choices as well. Moreover, companies care about the comments that say whether
consumers are satisfied with their products and themselves. Sentiment analysis is an active research topic
in which subjective short texts such as product reviews, movie reviews, tweets or images are classified
according to the level of their positivity or negativity. However, such opinions are usually reflected with
an informal, casual language which makes them challenging from the Natural Language Processing
(NLP) perspective.

In this study, Turkish reviews of users collected through a website that sells products in various categories
is presented. Keeping the noisy and informal nature of the sentences, a word2vec model that learns the
vector representations of each word in the positive or negative is trained and a Random Forest as a
baseline method is developed using trained word embeddings. In addition to standard pattern recognition
techniques, an LSTM and a Dilated CNN models, two of the deep learning approaches, were developed
by using the Turkish word2vec model for sentiment classification. Compared to the D-CNN model, more
effective results were achieved with LSTM with regard to have less parameter computation, shorter

execution time and higher accuracy.

January 2019, 68 pages

Key Words: Sentiment analysis, machine learning, deep learning, random forest, LSTM, dilated CNN
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1. GIRIS

Giliniimiizde, sosyal medya kullaniminin, blog kullaniminin ve internet iizerinden
yapilan aligverislerin hizli bir sekilde yaygin hale gelmesi kullanicilarin ¢ok sayida
yorumlanabilir disiincelere sanal ortam tiizerinden erisimini saglamistir. Elektronik
ortamdaki verilerin hizli artisi sebebiyle bu metinleri otomatik olarak analiz etme
konusundaki ihtiyag da ayni sekilde artis gostermektedir. Karsilagilan bu veriler
konusmaci veya yazarla dogrudan etkilesime gegerek, herhangi bir dil filtresinden
gecmedigi ve glinliik konugma dilinde yazildig: i¢in Tiirkge dilbilgisi kurallarindan uzak
kalmaktadir, dolayisiyla Dogal Dil Isleme (Natural Language Processing - NLP)
acisindan zorlayici bir hale gelmektedir. insanlarin iletisim kurmasini saglayan 6zellik
olan dogal dilin kelime ve climle yapisini anlamanin yani sira, anlamlandirmak ve

bundan bir sonug¢ ¢ikarmak NLP’yi zorlayici1 kilan bir diger durumdur.

NLP, insanlarin konustuklari dillerle bilgisayar dili arasindaki bilgiyi analiz etmenin ve
anlaml1 bilgiyi elde etmenin bir yoludur. Genel anlamda NLP, bilgisayar bilimleri ve
dilbilimin bir alt bilimi olarak degerlendirilse de son donemlerde bu alanda sik¢a
kullanilan derin 6grenme yaklasimlar: dilbilimin gerekliligini biiyiik oranda disarida

birakmaktadir.

NLP’nin ilk ¢alisma alanlarindan biri de duygu analizidir (sentiment analysis - SA).
Duygu analizi 2000°1i yillarin basinda ortaya ¢ikan bir arastirma alanidir. Duygu analizi,
yazarin veya konugmacinin diislincesinin ikili (pozitif, negatif) veya detayli (¢cok pozitif,
pozitif, notr, negatif, ¢cok negatif) bir siniflandirmayla kutuplastirilmasidir. Duygu
analizinin yan1 sira makine ¢evirisi (machine translation - MT), otomatik soru yanitlama
(question answering), metin 6zetleme (summarization) gibi pek ¢ok uygulama alani da

NLP kapsaminda yer alan ¢aligma alanlaridir.

Makine c¢evirisi adina herkesin siklikla kullandigr en iyi ornek Google c¢eviridir.
Cevirinin basgaris1 ciimlelerin anlaminin gercegi yansitmasiyla Olclilmektedir. Bu

sebeple hala gelistirilmeye agiktir ve ¢alismalar devam etmektedir.



Bilgisayarlarin hafiza giicliniin hizla artmasi ve bulut teknolojisiyle birlikte depolama
giiclinlin artmas1 bu platformlardaki bilginin de fazlaca artmasini sagladi. Bu durum
bilgiyi daha net ve kisa bir sekilde anlamlandirma ihtiyacin1 da beraberinde getirdi.
NLP’nin ¢alisma alanlarindan biri olan igerik ozetleme de biiyiik capli metinlerden 6zet

bir anlam ¢ikarmak i¢in 6nemli bir yere sahiptir.

Soru yanitlama, giinliik yasantimizda varligini gosteren gelistirilmeye agik bir ¢alisma
alanidir. Yaklasik 20 yildir Google arama motoru tizerinden soru yanitlama alanindaki
gelisimi gormekteyiz. Siri de bu alanda ornek gosterilebilecek ve soru yanitlama
performansi agisindan kullanicilar i¢in oldukea sasirtici bir teknolojidir. Benzer sekilde
bankalar, gsm operatdrleri, vb. firmalar miisteri hizmetlerini otomatik soru yanitlama

calisma alani lizerinden saglamaktadir.

Metin tabanli problemlerin en temel adimi, harflerden olusmus bir metnin veya
konusmanin sayisal vektorlerden olusan bir bilgisayar diline doniistiiriilmesi agsamasidir.
Metni, karakter ve kelime tabanli olarak ifade etmek bu asamanin iki farkli yoludur. ilk

adim olmasina ragmen devamli olarak yenilik¢i ve etkileyici katkilar saglanmaktadir.

Basta Ingilizce olmak iizere pek c¢ok dilde giincel calismalar yer almaktadir, ancak
Tirk¢e adina bu alandaki ¢alismalar daha geriden ve soniik bir sekilde ilerlemesini
siirdiirmektedir. Derin 6grenme yaklasimlarinin fazlaca veriye ihtiyag duymasi, Tiirkce
dilindeki c¢alismalarin geri planda kalma sebebi olarak gosterilebilir. Dolayisiyla,
geleneksel makine 6grenmesi metotlar1 kullanilarak yapilan ¢aligmalar daha aktiftir.
Derin 6grenme mimarisinde kullanilmak tizere hazirlanmig Tiirk¢e veri kiimesi de ¢ok

az sayidadir.

Sunulmakta olan bu calismada ilk olarak amaclanan, Tirkce dilindeki veri kiimesi
yetersizligi sebebiyle iki farkli e-ticaret sitesi vasitasiyla arastirma caligmalarinda
kullanilmak iizere bir veri kiimesi elde edilmesidir. Ikincil olarak, derin &grenme
yaklagimlart kullanilarak Tiirk¢e yorumlarin siniflandirilmasi hedeflenmektedir. Tez
kapsaminda duygu analizi problemi, farkli siniflandirma yontemleri kullanilarak ele

alinmaktadir.



Calismanin devaminda; 2. B6lim’de bu alandaki ¢alismalar ve alana ait kavramlar yer
almaktadir, 3. Boliim’de kullanilan yontem ve detaylari sunulmaktadir, 4. Boliim’de
kullanilan yontem sonucunda elde edilen bulgular gésterilmektedir, son olarak da 5.

Boliim bulgularin yorumlanmasi ve sonug olarak planlanmastir.



2. KURAMSAL TEMELLER

2.1 Duygu Analizi Kavram

Duygu analizi, belirli bir konudaki konusma veya yazi1 gibi 6znel bir dil unsurunun
kutupsal olarak pozitif veya negatif olarak anlamlandirilmasidir. Smiflandirma her
zaman pozitif veya negatif olacak sekilde ikili olmayabilir, probleme veya kullanilacak
olan veriye gore c¢ok pozitif, pozitif, notr, negatif, ¢ok negatif gibi siiflar ile

detaylandirilabilir.

Sosyal medya platformlar: araciligiyla her giin internet ortaminda milyonlarca fotograf,
yazi ve video paylasimi gerceklesmektedir. Kullanicilar bu paylasimlar vasitasiyla ¢ok
hizli bir sekilde ilgili kisilere veya paylasimlara belirli konular hakkindaki yorumlarini
yapabilmektedir. Ulkede siyasi bir hareket meydana geldiginde halkin diisiincelerine ve
degisiklikten memnun olup olmadiklar1 bilgisine erismek miimkiindiir. Benzer bir
sekilde e-ticaret siteleri tizerinden satis yapan firmalarin tiiketicilerin triinleri ve
kendileri hakkindaki memnuniyetlerini gézlemlemeleri daha iyi bir hizmet sunabilmek
icin biiyiik 6nem arz etmektedir. Ayrica lirlinlere yapilan yorumlar diger tiiketicileri
tirtin ile ilgili bilgilendirmek konusunda da etkili bir degerlendirmedir. Siyasi kisilerin,
firmalarin veya herhangi bir 6znel bilgi istatistigine ulagmak isteyen bir birimin,
metinler lizerinden herhangi bir ara¢ olmadan analiz yapmasi imkansiz olmasi sebebiyle

otomatik duygu analizi bu gérevi iistlenmektedir.

Duygu analizi, yaygin olarak kullanilan bir terim olsa da fikir madenciligi (opinion
mining) basta olmak tizere duygu siniflandirma (sentiment classification), fikir ¢ikarimi
(opinion extraction) terimleriyle de bu alanda yer bulmaktadir (Liu 2012). Fikir
madenciligi ve duygu analizi genel olarak ayni anlamda kullanilir, ancak bazi
aragtirmacilar fikir madenciligi ile ilgili bir varliga iligkin insanlarin fikrini ¢ikardigini
ve analiz ettigini sOylerken, duygu analizinin metin igerisindeki duyguyu ve duygu

ifadelerini bulup analiz ettigini sdyler (Mikalai ve Themis 2012), (Medhat vd. 2014).



Duygu analizi 2000’li yillarin basinda c¢alisilmaya baslanmasina ragmen, 1990°h
yillardan beri duygu sifatlari, 6znellik, bakis acilar1 ve etkileri gibi konular iizerine
calismalar mevcuttur. Ik olarak 2000’lerde duygu ve fikir kavramlar1 ortaya
cikmaktadir (Wiebe 2000), (Das ve Chen 2001), (Morinaga vd. 2002), (Tong 2001),
(Turney 2002). Bildigimiz kadariyla, duygu analizi terim olarak da ilk Nasukawa ve

Yi’nin (2003) ¢alismalarinda ortaya ¢ikmaktadir.

2000’lerden giinlimiize gelindik¢e arastirmalar, 6zellikle erisim kolayligindan dolay1

Twitter verileri lizerinden politik, sosyal, finansal, vb. konular iizerine ¢esitlenmektedir.

Tumasjan vd. (2010) tarafindan sunulan g¢alisma, Twitter’in politik tartismalar igin
kullanilan bir platform oldugunu, siyasi duygulari anlamli bir sekilde yansitip
yansitmadigin1 ve Twitter’daki diisiincelerin gercek diinyadaki politik kisilerle veya
olaylarla 1ilgili diislincelerle Ortlisip Ortiismedigini gosteren bir arastirmadir. Bu
calismada Twitter’in politik duygu dlgiimiiniin gergek zamanli bir gosterge oldugu ¢ok
kapsamli olmayan bir arastirmayla, 2009 Almanya federal se¢cim sonuglarini tahmin

ederek gosterilmektedir.

Oztiirk ve Ayvaz (2018) calismalarinda Twitter iizerinden toplanan Suriye i¢ savasi ve
miilteci krizi ile ilgili tweetler kullanarak insanlarin bu mesele hakkindaki olumlu veya
olumsuz diisiincelerinin dl¢iimiinii amaglamaktadirlar. Igerisinde Suriye ve miilteci krizi
gecen ifadeler iceren Ingilizce ve Tiirkce tweet’ler kullamlarak bakis agilar
kiyaslanmaktadir. Bu tiir miilteci krizi konusunda ve siyasi icerikli caligmalar o tilkeyi
yoneten ve o lilkede yasayan insanlar i¢in belirli siyasi konular hakkindaki 6znel

yorumlari gézlemlemek ¢6ziim getirebilmek adina 6nemli bir adimdir.

Duygu analizi kavrami, Nepalli vd.’nin (2017) ¢alismasinda daha farkli bir yaklagim
olarak, dogal afet sirasinda kisilerin bdlgesel olarak duygu durumu analiz edilmektedir.
Calismada Sandy kasirgasi esnasinda kisilerin attiklar1 tweet’lerin afetin gerceklestigi
bolge ve yakinlarindaki bolgelerdeki duygu farkliliklari, zamana bagli olarak bir harita
lizerine yansitilmaktadir. Gozlemledikleri farkli sonug ise, diisiik duygu durumu igeren

tweet’lerin kasirga hakkinda daha bilgilendirici oldugudur. Duygu durumu yiiksek



kisilerin yorumlar1 fazlaca 6znel fikirler igerdiginden o cografi konumdaki verilerle

ilgili bilgilendirici tarafi zayif kalmaktadir seklinde bir sonuca varilmaktadir.

Sohangir vd. (2018) c¢alismalarinda finansal duygu analizini StockTwits adli
yatirimcilarin, girisimcilerin ve tiiccarlarin finansal fikir paylasimi yaptiklar1 sosyal
medya platformu verileriyle gergeklestirmektedir. StockTwits’te paylasilan borsa
tahmini yorumlarint Uzun Kisa-Vadeli Hafiza, doc2vec, Evrisimsel Sinir Agi
(Convolutional Neural Network - CNN) gibi derin 6grenme yontemlerini kullanarak
yazarlarin duygularint 6ngéren modelleri kiyaslamaktadir ve en iyi sonu¢ CNN
modelinde elde edilmektedir. Dogruluk oran1 % 90 olan borsa tahmini yapan bir model,
finansal acidan kayda deger ve heyecan wverici bir calisma alant oldugunu

gostermektedir.

2.2 Duygu Analizi Zorluklar

Duygu analizi problemi ¢6zlimii i¢in farkli yaklasimlara bagl olarak pek ¢ok zorlayici
durum ile karsilagsmak miimkiindiir. Bu zorluklar ¢alismada kullanilan dile, veriye ve
yaklasima gore degiskenlik gdstermesinin yani sira, alandaki gelismeler arttik¢a bazi

zorluk katan durumlar ¢6ziime ulagsmaktadir.

Ingilizce ile kiyaslandiginda Tiirkge’nin morfolojik olarak zengin bir dil olmasi, daha
farkli problemlerle karsilasilmasina sebep olmaktadir ve dolayisiyla farkli bir bakis
acistyla yaklagilmasi gerektigini gostermektedir. Mohammad’e (2016) gore, duygu
ifadelerinin anlagilabilir olmasi agisindan zorlayict durumlarin bazilart asagida

belirtildigi sekildedir:

e Olumsuz ifadeler, genellikle ‘degil’ ve ‘asla’ gibi sozciiklerle saglanmaktadir.
Bu ifadeler olumlu duygu igeren ifadeleri olumsuz yaparken, olumsuz ifadeleri
olumlu yapmadan daha az olumsuz hale getirmektedir.

e Derece czarflari, ‘zar zor’, ‘kismen’ ve ‘nispeten’ gibi kelimelerle

saglanmaktadir ve pekistiriciler i¢in 1ise, ‘cok’ ve ‘asir1’ gibi ifadeler



kullanilmaktadir. Pekistiriciler climlenin duygu durumunu degistirmezken
giiclendirir. Dilbilimciler i¢in bile bu kelimelerin kutbunu belirleyen bir liste
olusturmak oldukga giictiir ve bu sinirlar bazen bulanik olur.

Kinaye, insanlarin diisiincelerini ifade ettikleri durumda ¢okg¢a karsilasilan bir
durumdur ve yorumun gercek diisiincesini anlama konusunda oldukg¢a yaniltici
ifadeler icermektedir.

Konugsmacimin duygu durumu, konugmaci tarafindan ifade edilen diisiinceyle
ayni polariteye sahip olmayabilir. Konugsmacmin duygusu ve belirtilen ifade
arasinda bir celiski ortaya ¢ikabilir.

Bir tarafin digerine gore basari veya bagarisizligi, aslinda yine konusmacinin
tislubuna gore degismektedir. Herhangi bir miisabakada bir takimin yenmis
olmasi veya diger takimin yenilmis olmasi ayni durumu anlatilirken metnin
duygusu vurgulanan takim ag¢isindan degiskenlik gosterebilir.

Bazi durumlarda olumlu veya olumsuz oldugu bilinen bir bilgi konusmaci
tarafindan tarafsiz bir dille iletilebilmektedir.

Konusmacwin farkli konularda farkly gériisler bildirmesi, konusmacinin birden
¢ok konu hakkinda konusurken, farkli konular hakkinda fikir vermesi olarak
ifade edilebilir.

Diisiincenin kesin olarak belirlenmesi, konugmaci tarafindan vurgulanmak
istenen ve anlasilan ifade arasindaki karmasadir. Ornek vermek gerekirse
‘Hillary’nin yalanlarmin ortaya ¢ikmasini gordiiglime sevindim.’ ciimlesinde
hedef diisiince ‘Hillary’, ‘Hillary’nin yalanlar’’ veya ‘Hillary’nin yalanlarin
ortaya ¢ikmast’ diislinceleri arasinda bir belirsizlik icermektedir.

Ricalar ve istekler i¢in genellikle olumsuz ifadeler igeren bir durum hakkinda
Tanr1’ya olumlu istekler ileten tweet’ler 6rnek olarak gosterilebilir.

Etki yaratmak icin sorulan sorular, konusmacinin duygusal durumunu gosteren
veya sorgulamak amaciyla olusturulan metinlerdir.

Birinden alinti yapma veya retweet ’leme durumunda, metin alint1 yapilan kisinin
diisiincesini igerirken, konugmacinin bu ifadeye zit diismesi sebebiyle alinti

yapmasi s0z konusu olabilir.



e Bunlara ek olarak bazi1 metinler ¢ok dilli olarak yazilmis olabilir. Ozellikle
morfolojik olarak zengin olan diller igeren yorumlarin analizi, oldukga

zorlagtiran bir durumdur.

2.3 Duygu Analizi Simiflandirma Yontemleri

Siniflandirma teknikleri ilk olarak makine ogrenmesi ve veri sozliigii tabanli olarak
ikiye ayrilmaktadir (Sekil 2.1). Veri sozliigii tabanli simflandirmada, metni analiz etmek
icin kullanilan duygu analizi sozliigiinii olusturmak hedeflenir. Bu sozliik pozitif veya
negatif duygu iceren sozciiklerin derlendigi bir sozliiktiir. Bu ifadeler elle olusturuldugu
icin, metnin duygusunu ifade eden kelimeler eksik kalabilir. Veri sozliigii tabanli
yaklagimlarda bu tarz bir sozliik elde etmek i¢in cok biiyiik veri kiimelerine ihtiyag

yoktur, bu ylizden veri yetersizligi s6z konusu oldugunda anlamli bir yontem olabilir.

Makine 6grenmesi yaklasimlari, veri agisindan daha giiclii olmayi, yani ilgili probleme
bagli olarak sistemin Ogrenebilmesi i¢in yeteri kadar veriye sahip olmayi

gerektirmektedir. Genel olarak denetimli (supervised) ve denetimsiz (unsupervised)

olarak ikiye ayrilir.

Destek Vektor
Makinalar (Support
Vector Machines)

Karar Agaci
Simflandiricilar

Lineer Simiflandireilar

Denetimli §grenme

Sinir Aglan
(Neural Networks)

Bayes Af
(Bayesian Network)

Kural-tabanl
Simflandincilar

Makine ﬁgrenmesi (Rule-based
Yaklasimi Classifiers)

Olasiliksal
Smiflandinealar

Maksimum Entropi
(Maximum Entropy)

Duygu Analizi Denetimsiz f)grenme

Sozlitk Tabanlh
Yaklasim
[Dictionary based

Approach)

Veri Sozligii
Tabanh Yaklagim
(Lexicon-based

Approach)

Korpus-tabanh
Yaklasim
(Corpus-based
Approach)

istatistiksel

Anlamsal

Sekil 2.1 Duygu analizi yontemleri (Medhat vd. 2014)



Makine 6grenmesi yaklagimlar: Bolim 2.5 ve 2.6’da detayli olarak agiklanacaktir.

2.4 Metin Oznitelik Cikarim

Metnin sayisal vektorlere doniistiiriilmesi isleminde karakter veya kelime tabanli olarak
pek cok yontem kullanilmaktadir. Geleneksel makine 6grenmesi tabanli metotlar giincel
yaklasimlarin temelini olustursa da, tek basina kullanim1 pek yaygin degildir. Asagida,
geleneksel yaklasimlar ve temelini olusturduklart yenilik¢i yaklasimlardan en

onemlilerine deginilmektedir.

Kelime ¢antasi modeli (Bag of Words - BoW), kelimeleri modellemek amaciyla
ciimleler ve dokiimanlar i¢in ¢ok yaygin kullanilan bir 6znitelik ¢ikarimi yoludur. Metin
icerisindeki kelimelerin varligin1 ifade eden bir kelime haznesidir, dolayisiyla
kelimelerin dizilimi g6z ardi edilir. Bu yaklasimda metin igerisindeki kelimelerin
histogramina bakilir, yani metindeki her kelime sayisi bir 6znitelik olarak diistiniiliir
(Goldberg 2017). Kelimelerin veya harflerin sayist cinsinden ciimlenin uzunlugu
hesaplanabilir. Ayrica belgedeki belirli bir 6nek veya sonek igeren kelimelerin sayist

hesaplanabilir veya bir belgedeki kisa kelimelerin uzun kelimelere orani hesaplanabilir.

Asagidaki bir kitaptan alinti olan Ornek ilizerinden BoW modeli vektér olusumu

gosterilmektedir.

“it was the best of times,
it was the worst of times,
it was the age of wisdom,
it was the age of foolishness”

Cimlelerde gecen kelimeler benzersiz olacak sekilde ve noktalama isaretleri olmadan

10 kelimeden olusan bir sozliik olusturulur.

2 ¢ 29 ¢¢

“it”, “was”, “the”, “best”, “of”, “times”, “worst”, “age”, “wisdom”, “foolishness”



Ciimlelerin vektorleri ise bu sozliikteki benzersiz kelimelerin bulunma durumuna gore

olusturulur.

"it was the best of times” =1[1,1,1,1,1,1,0,0, 0, 0]
"it was the worst of times" =11,1,1,0,1,1,1,0,0, 0]
"it was the age of wisdom" =11,1,1,0,1,0,0, 1, 1, O]

"It was the age of foolishness” =[1,1,1,0, 1,0, 0, 1, 0, 1]

Ornekte tiim kelimeler teker teker ele alinmaktadir. Bu sebeple BoW modeline ayni
zamanda unigram veya 1-gram model de denilmektedir (Raschka, 2015). Cantadaki her

Oznitelik tek bir kelimeyi temsil eder.

Her kelime veya karakter temsili, 1-gram (unigram), 2-gram (bigram), 3-gram (trigram)
seklinde her dizilimdeki deger sayisina gére adlandirilir ve genel olarak n-grams basligi
altinda toplanmaktadir. Buradaki n degeri bir kelimenin veya karakterin n birimlik sirali
dizilimini temsil eder. N-gram modelinde n degerinin biiyiik tutulmasi daha genis
kapsaml1 bir bakis agis1 saglasa da metnin uzunluguna gore kisith bir 6znitelik vektorii

elde edilmis olur.

"The cow jumps over the moon"

Yukaridaki 6rnek 2-gram ve 3-gram olarak ifade edildiginde, yani 2 ve 3 boyutlu

pencereler kullanildiginda sirasiyla agagidaki gibi olmaktadir.

the cow the cow jumps
Cow jumps COW jumps over
jumps over jumps over the
over the over the moon
the moon
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Asagidaki esitlige gore X, verilen climlenin uzunlugu N, pencere biiyilikliigi olursa; N
sayisini biiyiik tuttugumuzda N gram sayisi oldukga azalir bu da 6zniteliklerin sayisinin

azalmasi anlamina gelir.

Ngramsayist = X—(N—-1) (2.1)

Agirlik verme (Weighting) yaklasimi, verilen belge ve dis belgeler arasindaki kelime
sikligina istatistiksel olarak bakar. Eger verilen belgede kelimenin siklig1 fazlaysa ve dis
belgede o kelime siklig1 ayni sekilde tekrarliyorsa, bu durum o kelimenin yaygimligini
gosterir ve o belgeye 0zgii olmadig1 anlamina gelir. Sadece o belge i¢in tekrarlanma
sayist yiiksek olan kelimelere odaklanmak icerige hakimiyeti saglar. Terim frekansi
(term frequency), bir belge igerisindeki kelime agirliklarin1 gostermektedir ve ters belge
stkligi (inverse document frequency) ise, bir kiilliyat (corpus) igerisindeki birden fazla
belgede kelimenin kullanim sikligini ifade etmektedir ve sonucunda bu istatistiki bilgi
hangi kelimenin edat, baglag, vb. anlam ifade etmeyen bir yapt oldugunu

gostermektedir.

Son donemlerde kelime gomme (word embedding) adi verilen bir kelime vektorii temsili
yaklagimlar1 ortaya ¢ikmaktadir. Kelime gomme modelinin yaygin olarak kullanilan
ornegi Google arastirmacilar1 Mikolov vd. (2013a) tarafindan ortaya atilan word2vec
modelidir. Kelime vektorii temsilinin kalitesi, kelimelerin anlamsal (semantic) veya
sozdizimsel (syntactic) olarak benzerlikleri ve bu alandaki en iyi performans elde etmis
olan sinir aglar1 mimarileriyle karsilastirilarak oOlgiilmektedir. Calismada hedeflenen
durum, hesaplama maliyetini diisiirmek ve sonucunda biiyiikk veri kiimeleri kullanarak
kaliteli, etkili, anlamsal ve s6zdizimsel bilgi igeren bir vektor temsili elde etmektir. Bu
¢alismadan daha Once Onerilen mimarilerde, ¢ok daha kiigiik veri kiimeleri ve 50-100

arasinda degisen kelime vektorii boyutu egitilmektedir (Mikolov vd. 2013a).

Vektor temsillerinin kalitesi sadece benzer kelimelerin birbirine yakin olma egilimine
dayandirilarak Ol¢lilmemektedir, ayrica sozciiklerin birden c¢ok benzerlik derecesine
sahip olmalar1 kelime vektorlerinin niteligini gostermektedir. Sekil 2.2’de ‘telefon’

kelimesinin birden ¢ok benzerlik derecesine sahip kelimeler listesi gosterilmektedir.
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In [18]: model.most_similar("telefon")

Outf[le]:

[("tablet', 0.6187353134155273),
("telefonun', 0.6129825711250305),
("tel', ©.5948909832901001),
('telefonumun', @.5726423263549805),
("telefonum', 0.570713222026825),
("telefonu’, 8.5553189516067505),
("telefonda', ©.5114906430244446),
("tlf', ©.49865931272506714),
("tableti', ©.4963141977787018),
("iphone', ©.49502116441726685)]

Sekil 2.2 Word2vec kelime modelindeki 'telefon' kelimesine en yakin 10 kelime listesi

Bu aragtirmada sinir aglar1 tarafindan Ogrenilen kelimelerin temsilleri {izerine
odaklanilmaktadir. Diger mimarilerle kiyaslamak adina modelin hesaplama
karmasikligi, parametre sayisina bagli olacak sekilde formiile edilmektedir. Mikolov vd.
(2013a), kelime vektorii temsili i¢in iki yeni model mimarisi one stirmektedir (Sekil
2.3):

o Siirekli kelime ¢antas: modeli (Continuous bag-of-words model - CBOW) girdi,
projeksiyon ve ¢iktt katmanlarindan olusur ve calismadaki Onerilen
mimarilerden ilkidir. Girdi katmaninda tahmin edilecek olan kelimenin
oncesindeki ve sonrasindaki kelime dizileri yer almaktadir. Projeksiyon
katmaninda girdileri toparlayan bir vektor ve ¢ikti katmaninda ise bu icerige ait
kelime tahmini yer almaktadir.

o Siirekli gram atlama modeli (Continuous skip-gram model — CSG), aym
climledeki baska bir kelimeye dayanarak bir kelimenin simniflandirmasini
maksimize etmeyi amaglar. Her mevcut kelime bir siniflandiriciya girdi olarak
kullanilmaktadir ve mevcut kelimeden 6nce ve sonra belli araliktaki kelimeler

tahmin edilmektedir

Sozciik Oncesi ve sonrasi i¢in belirlenen araligin arttirilmasi vektorlerin kalitesini

arttirirken hesaplama karmasikligini da arttirmaktadir.

Verilen kelimeye uzak olan kelimeler anlamca daha uzak olacagindan bu kelimelerin

agirliklart kiigiik tutulmaktadir. Verilen kelime girdi olarak alindiginda, eger kelime

12



aralig1 5 olarak belirlendigi varsayilirsa, ¢ikti sayist 10 olacaktir. Bu ¢alismada kelime
araligt 10 olarak belirlenmistir, bu da mevcut kelimenin 6ncesindeki 10 kelime ve

sonrasindaki 10 kelimenin tahmin edildigini gosterir.

GIRDI PROJEKSIYON CIKTI GIRDI PROJEKSIYON CIKTI
wit-2) 4 wit-2)
._\1 ,
\x. I_,.-
wit-1) \\ N F « wit-1)
“, Y :"‘I _,.r‘/
N\ TOPLAM / y
\4 j’/ ’
- wit) wit) - [
Y \
. NN
N,
’ I NN
wit)), [/ \ N wite1)
a"'r:
wit+2) 4 w(t+2)
CBOW 5G

Sekil 2.3 Yeni model mimarileri. CBOW mimarisi igerige bagli olarak kelime tahmin
eder ve gram atlama model verilen kelimeyi g¢evreleyen kelimeleri tahmin
eder (Mikolov vd. 2013a)

Mikolov vd.’nin (2013b) ayn1 yil ¢ikardigi, 6nceki arastirmanin devami niteliginde olan
bu ¢alisma birkag¢ eklemeyle vektorlerin kalitesini ve egitim hizin gelistirmeyi amaglar.
Sik kullanilan kelimeler i¢in alt drnekleme (subsampling) yoluyla kayda deger bir
hizlanma ve daha diizenli kelime temsilleri elde edilmektedir. Ayrica hiyerarsik softmax
(hierarchical softmax) i¢in bir alternatif olan negatif drnekleme (negative sampling)
tanimlanmaktadir. Onceki ¢alismada (Mikolov vd. 2013a), temsil vektorlerinin vektor
uzayindaki karsiliklarina dayanarak kelimeler arasindaki iliskiyi
X = vector("biggest”) — vector("big”) + vector("small”) seklinde X vektoriiniin
“smallest” kelimesi oldugunu dogrulayan bir matematiksel esitlik elde edilmektedir. Bu
caligmanin sonucunda ise vec(“Russia”) + vec(“river”) vektorel toplamin vec(“Volga

River”) vektoriine yakin oldugu goriilmektedir.
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Bojanowski ve Mikolov’ un da iginde bulundugu birka¢ arastirmaci tarafindan
gelistirilen ve kelime gomme adi verilen kelime vektorii temsili mimarilerinden
bildigimiz kadariyla sonuncusu olan “fastText” (Bojanowski vd. 2016), word2vec
modelinin bir {ist ¢alismasidir. Bu tarz kelime temsillerini 6grenen modeller, her kelime
icin bir vektor olusturarak kelimelerin morfolojik yapisini1 géz ardi etmektedir. Tiirkge

gibi bicimsel olarak zengin diller i¢in bu durum bir engel olusturur.

Bu c¢alismada, Google tarafindan gelistirilen word2vec modelindeki gram atlama
modeline dayanan ancak, karakter tabanli bir n-gram modeli olan ve n-gram karakter
cantas1 (bag of character n-grams) seklinde adlandirilan bir ifade tanimlanmaktadir.

Kelimeler bu karakter temsillerinin toplamiyla ifade edilmektedir.

Cizelge 2.1 Almanca, Ingilizce ve Fransizca dillerindeki se¢ilmis kelimelerin en énemli
n-gram gosterimleri (Bojanowski vd. 2016)

kelime n-gram’lar
autofahrer fahr fahrer auto
freundeskreis Kreis kreis> <freun
ALMANCA grundwort wort wort> grund
sprachschule schul hschul sprach
tageslicht licht gesl tages
anarchy chy <anar narchy
monarcy monarc chy <monar
kindness ness> ness kind
o politeness polite ness> eness>
INGILIZCE unlucky <un cky> nlucky
lifetime life <life time
starfish fish fish> star
submarine marine sub marin
transform trans <trans form
finirais ais> nir fini
FRANSIZCA finissent ent> finiss <finis
finissions ions> finiss sions>
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Calismanin en biiylik katkisi gram atlama modeline alt kelime bilgisini hesaba katacak

bicimde gelistirmeler yapmaktir.

Cizelge 2.2°de sozdizimsel olarak her dil i¢in bir gelisme goriiliirken anlamsal olarak

ayni durum s6z konusu degildir.

Cizelge 2.2 Cekge, Almanca, Ingilizce ve Italyanca dillerinde anlamsal olarak ve
sozdizimsel olarak sg, cbow ve bu calismada iiretilen mimari olan sisg
mimarileri arasindaki karsilastirma (Bojanowski vd. 2016)

sg cbow sisg
CRCE ima  ws  mo s
awancA R RS RS
INGILIZCE S?zn(;?zTrflaslel 770§651 gg:; ;471:2
-

Vektor temsili egitimi ¢cok hizlidir. Cok kisa siirede birkag dil i¢in kelime modelleri
iiretilmistir. ilk etapta bes dilde modeller elde edilirken, su an 157 dilde 6n egitimli

fastText modeli bulunmaktadir.

fastText’in devami olan Joulin vd. (2016), calismalarinda fastText modelini en etkili
sekilde kullanarak bir siniflandirma yapmayi amaglamaktadir. fastText bir milyardan
fazla kelimeyi standart ¢ok c¢ekirdekli islemci (multi-core CPU) kullanarak on

dakikadan daha kisa siirede egitebilmektedir.

Siiflandirma i¢in arastirmalar, biiyilkk ¢iktt ve c¢ok biyiik kelime dizinleriyle
yapilmaktadir. fastText niteligi, etiket tahmini ve duygu analizi basliklar: gibi iki farkli

alan {izerinden degerlendirilmektedir.
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2.5 Makine Ogrenmesi (Machine Learning - ML)

Bir makine dgrenmesi algoritmasi, verilerden dgrenebilen bir algoritmadir. Ogrenme
ise, bir gorevi yerine getirme yetenegini elde etmenin bir yoludur. Makine 6grenmesi,
gelistiriciler tarafindan yazilan ve tasarlanan, sabit programlarla ¢6ziilmesi ¢ok zor olan
gorevleri tamamlamay1 saglar. ML gorevleri genelde, sistemin bir 6rnegi nasil
isleyecegi acisindan acgiklanmaktadir. Veriler igerisindeki her bir ornek 6znitelik
koleksiyonudur. Bir goriintiiniin 6znitelikleri, goriintii icerisindeki piksellerin degeri

olarak nitelendirilebilir.

Bircok problem makine 6grenmesi sayesinde c¢oziilebilmektedir. Bunlardan birkagi

simiflandirma, regresyon, transkripsiyon, makine ¢evirisi ve yapisal ¢ikti problemleridir.

Simflandirma (Classification): Boyle bir gorevde, bilgisayar programi, bir girdi

verisinin hangi k kategorisine ait oldugunu sdyler. Ogrenme algoritmasi bir f

fonksiyonu tiretimini amaclamaktadir.

f:R™ - {1,..,k}
y=f(x)

Bu fonksiyonda x , n boyutlu bir girdi vektoriidiir, y ise ait oldugu kategorinin

degeridir.

Regresyon (Regression): Bu tiir bir gorevde, ML sisteminden verilen girdi degeri igin
bir sayisal deger tahmini beklenmektedir. Regresyon i¢in bir drnek, menkul kiymetlerin

gelecekteki degerlerinin tahminidir.

Transkripsiyon (Transcription): Bu makine 6grenmesi sisteminde, bir tiir veriyi ayri
bir metinsel bigime donistiiriilmesi istenmektedir. Optik karakter tanimada (Optical
Character Recognition - OCR), sisteme bir metin goriintiisii iceren bir girdi verilir ve

karakter bigiminde bir ¢ikt1 vermesi beklenir.
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Makine Cevirisi (Machine Translation - MT): Girdi, herhangi bir dilde bir dizi
sembolden olusur ve sistemin bunu baska bir dilde bir sembol dizisine doniistiirmesi
beklenmektedir. Dogal dillerden olan Ingilizce ve Tiirkce arasindaki ¢eviri bu problem

i¢in bir Ornektir.

Yapisal Cikt1 (Structured Output): Cikti, farkli 6geler arasindaki 6nemli iliskilere
sahip bir vektordiir. Cikt1 vektorii, bir veya daha fazla deger iceren farkli bir veri yapisi
icermektedir. Bilgisayar programinin bir goriintlideki her bir pikseli belirli bir
kategoriye atadigi segmentasyon bir 6rnek olarak gosterilebilir. Bagka bir agidan, bir
dogal dil ciimlesinin dilbilgisel yapisini fiiller, isimler, zarflar seklinde etiketlenmesi bir

Ornektir.

Yukarida bahsedilen gorevler i¢in bir ML modelinin performans 6l¢iimii de kritik 6nem
tasimaktadir. Bir ML sistemin becerilerini degerlendirmek i¢in performansinin
niceliksel olarak Olg¢lilmesi gerekmektedir. Bu performans ol¢iimii yiiriitiilen goreve

Ozgudir.

Siniflandirma, transkripsiyon gibi gorevlerde genellikle modelin dogrulugu (accuracy)
Ol¢iilmektedir. Dogruluk, modelin dogru ¢iktiyr direttigi Orneklerin tiim c¢iktilara

oranidir.

Modelin yanlis ¢ikt1 irettigi 6rneklerin oran1 hesaplanarak elde edilen hata oran: (error
rate) degeri esdeger bir bilgi olarak degerlendirilir. Hata oran1 genellikle 0-1 degerleri
arasinda ifade edilmektedir. Belirli bir 6rnek dogru smiflandirilmigsa hata orani 0,

yanligsa 1°dir.

Smiflandirma ve transkripsiyon problemleri disindaki diger gorevler i¢in farklh

performans 6l¢lim metrikleri kullanilmaktadir.

Gergek diinyada kullanildiginda ne kadar iyi ¢alistigimi degerlendirmek icin, makine

O0grenmesi algoritmasinin, daha oOnce gormedigi veriler {izerinden performans
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incelemesi yapilmaktadir. Performans oOl¢timleri, ML sistem egitimi i¢in kullanilan

egitim verilerinden ayr1 bir test verisi kullanilarak degerlendirilmektedir.

Egitim Veri Kiimesi (Training Dataset): Modeli egitmek i¢in kullanilan gergek veri

ornegi toplulugudur. Model, belirlenen gorevi bu veriler sayesinde 6grenir.

Dogrulama Veri Kiimesi (Validation Dataset): Model hiperparametrelerini (degeri,
O0grenme siireci baslamadan Once ayarlanmig parametrelerdir) ayarlarken, modelin
tarafsiz  degerlendirmesini saglamak ve genelleme becerisini artirmak i¢in
kullanilmaktadir. Gelistiriciler, bu verileri model parametreleri i¢in ince ayarlamalar

yaparak, test verisi i¢in en iyi ¢alisacak modele ulagsmak i¢in kullanmaktadir.

Test Veri Kiimesi (Test Dataset): Egitim verisiyle egitilmis ML sistemin performans
degerlendirmesini saglayan egitim verisinden farkli, daha oOnce bu sistemde

kullanilmamus verilerdir.

Toplam veri kiimesinin boliinmesi, verilerin sayisina ve modele baglh olarak

degismektedir.

egitim dogrulama test

Sekil 2.4 Toplam veri kiimesinin egitim, dogrulama ve test veri kiimesi olarak
boliinmesi

ML algoritmalar1 ¢ok genel bir sekilde 6grenme siirecindeki deneyimlerine gore

denetimli veya denetimsiz 6grenme olarak siniflandirilmaktadir.

Denetimsiz Ogrenme: Birgok 6zellik igeren veri kiimesi kullanilarak gergeklesir ve bu

veri kiimesinin yapisinin 6zelliklerini 6grenir.

18



Kiimeleme (clustering), benzer ornekleri kiimelere bolen bir gorev olarak denetimsiz
O0grenmeye bir 6rnektir. Herhangi bir 6rnek olan x i¢in, model bu x degerlerinin olasilik

dagilimini 6grenmektedir.

Denetimli Ogrenme: Yine 6zelliklerin igerildigi veri kiimesi kullanilir ve her bir 6rnek

bir etiketle iliskilendirilir.

Iris veri kiimesi, bir bitkinin &zellikleri ve hangi tiire ait oldugu bilgisiyle etiketlenmis
bir veridir. Bu veri toplulugu denetimli 6grenme igin uygun bir veri kiimesidir.
Herhangi bir 6rnek olan x ve buna karsilik gelen y etiketi i¢in, model x’ten y’yi tahmin

etmeye calismaktadir.

Makine Ogrenmesindeki temel zorluk daha oOnce goriilmemis girdiler lizerinde iyi
performans elde etme yetenegidir ve bu yetenege genellestirme (generalization) adi

verilir.

Bir ML modelini egitirken egitim verisindeki hata 6lgtimleri hesaplanabilir ve bu hata
azaltilabilir. Bir ML algoritmasinin performansinin ne kadar iyi oldugu iki degerle

Olctilmektedir.

e Egitim hatasinin kii¢iik olmasi

e Egitim ve test hatas1 arasindaki boslugun kiiciik olmasi

Bu iki faktor iki temel zorluga karsilik gelmektedir.

Yetersiz Uyum (Underfitting): Model egitim verisinde yeterince diisiikk bir hata

degerine ulasamadiginda meydana gelir.

Asir1 Uyum (Overfitting): Egitim hatas1 ve test hatas1 arasindaki bosluk ¢ok biiyiik
oldugunda gerceklesir.

19



Yetersiz Uyum Uygun Kapasite Azin Uyum
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Sekil 2.5 Ornek bir veri kiimesi kullanilarak egitilmis yetersiz uyum saglayan, olmasi
gerektigi kadar 6grenen Ve asir1 uyum saglayan model gosterimi (Goodfellow
vd. 2016)

Iyi bir model igin beklenen durum fest hatasi > egitim hatas: seklindedir.

Asirt uyum saglama durumu olan modellerde bu durumu engellemek i¢in seyreltme
(dropout) yaygin olarak kullanilan bir tekniktir. Sinir agindaki belirli bir katmandaki
agirliklarin bazilarin1 rastgele sifirlamaktir, yani sifirlanan ndronlar gegici olarak

oldiirtilmiis oluyor.

Bir modelin kapasitesini degistirerek asir1 uyum veya yetersiz uyum olma olasilig
kontrol altina alinabilmektedir. Kapasite (capacity), kaba bir bicimde modelin ¢ok
cesitli islevleri yerine getirme yetenegidir. Diisiik kapasiteli modeller egitim verisine
uyma konusunda zorluk ¢ekebilir. Yiiksek kapasiteli modeller ise egitim verisinin
ozelliklerini ezberleyerek asir1 uyum saglar ve test verisi kullanarak performans

degerlendirmesi yapildiginda elde edilen sonuglar iyi olmaz.

2.6 Derin Ogrenme

Makine 6grenmesi, girdi ve ¢iktilarin ¢ok biiyiik oldugu yiiksek boyutlu verileri isleme
yetenegi konusunda sinirlidir. Bu verileri islemek problem karmagikligi arttikga

performans ve dogruluk acisindan daha da zorlu hale gelmektedir. Bu asamada derin
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O0grenme, goriintii ve metinle ilgili karmasik gercek diinya problemlerine ¢oziim
getirmektedir. Gorev karmasiklastikca ndronlar daha karmasik bir ag yapisi olusturarak

bilgi aktarimi saglarlar.

Derin 6grenme, Oznitelikleri dogrudan verilen veriler {izerinden 6grenmektedir. Sinir
aglari, diger algoritmalarin kolayca kesfedemeyecegi Oznitelikleri ve aralarindaki
iligkileri kolayca Ogrenebilirler. Yapay sinir aglari, matematiksel olarak veriyi

dontistiiren noron katmanlarin1 kullanarak karmagsik bir model 6grenirler.

Siradan bir sinir ag1 modeli, girdi katmani (input layer), ¢ikt1 katmani (output layer) ve
ikisinin arasindaki bilgi akisini saglayan sakli katmandan (hidden layer) olusmaktadir.

Derin 6grenme terimi, birgok sakli katmana sahip modeller i¢in kullanilir.

GIRDI KATMANI SAKLI KATMAN 1 SAKLI KATMAN 2 CIKTI KATMANI

Sekil 2.6 Bir yapay sinir ag1 mimarisinin genel goriinlimi

Sekil 2.6’da her daire birer noronu temsil etmektedir. Her ndron, agirlik degeri
(weight), yanlilik degeri (bias) ve aktivasyon fonksiyonuna (activation function) sahip
matematiksel bir fonksiyondur. Noronlar bir veya birden ¢ok girdiye sahiptir. Bilgi,
girdi katmanindan sakli katmana tasinir, sakli katmanlar islem yapar ve bilgiyi ¢ikt

katmanina gonderir.
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Aktivasyon fonksiyonu yapay sinir agindaki néronun aktif olup olmayacagina karar
veren bir fonksiyondur. Ele alinan probleme gore karar verilecek olan sigmoid, tanh,

relu, softmax gibi ¢esitli aktivasyon fonksiyonlart mevcuttur.

el
\Ln) Wn

Sekil 2.7 Yapay bir néron modeli (Xq,X,, ..., X, girdi degerleri ve Wi, W,,...,W,
karsilik gelen agirlik degerleridir. b, bir yanlilik degeridir. f ise aktivasyon
fonksiyonudur ve girdilerle agirliklarin ¢arpimlarinin toplamlarina yanlilik
degerinin  eklenmesiyle olusan degere uygulanan fonksiyondur.)
(Anonymous 2018e)

Hata fonksiyonu (loss function), hedef degisken ve ¢ikt1 arasindaki farki hesaplayan,
yani aradaki kaybi bulan fonksiyondur. Siniflandirma gorevleri igin ikili ¢apraz entropi
(binary cross entropy), negatif log olabilirlik (negative log likelihood), vb. birgok hata

fonksiyonu vardir.

Ogrenme islemi gergeklesirken modelin hedefi, hatayr minimum degere indirmektir.
Hatanin yiiksek olmasi, yapilan yanlis tahmin oraninin da yiiksek olmasi anlamina
gelmektedir. Hata degerini diisiirmek i¢in agwrlik ve yanlilik degerlerini degistirmek
gerekir. Yani model hata oraninin en az oldugu durumdaki agirlik ve yanlilik degerlerini
ogrenmeyi hedefler. Bu islem optimizasyon algoritmalar: (optimization algorithms)
sayesinde gergeklesir. Stochastic Gradient Descent (Bottou 2010), Adagrad (Duchi vd.
2011), RMSProp (Hinton vd. 2012) ve Adam (Kingma ve Ba 2014) optimizasyon

algoritmalar1 bunlardan bir kagidir.
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2.7 Denetimli Duygu Siniflandirma

Duygu smiflandirma genellikle pozitif veya negatif olacak sekilde ikili bir metin
siiflandirma yontemidir. Metin siniflandirmada, dokiimanlar konu tabanli olarak bilim,
sanat, spor, vb. sekilde simiflandirilir. Belirli konulara ait belgelerdeki ilgili kelimeler
veya ifadeler metnin Oznitelikleridir. Duygu siniflandirmada metnin igerigindeki
duyguyu yansitacak olan pozitif veya negatif anlamli kelimeler de 6znitelik olarak
degerlendirilir. Pang vd.’nin (2002) ¢alismas1 metin siniflandirmadan farkli olarak
duygu siniflandirmasini makine 6grenmesi tekniklerinden Naive Bayes, Maksimum
Entropi (Maximum Entropy) ve Destek Vektér Makinalar1 (Support Vector Machines)

kullanarak film yorumlarmni ikili olarak siniflandirma yapan ilk ¢alismadir.

Siniflandirma modelinin denetimli olmasi, kullanilan verilere karsilik bir etiketin
olmasidir, yani ikili bir siniflandirma verisi i¢in drneklerin hangi sinifa ait oldugu bilgisi

kullanilarak bir 6grenme gerceklestirilmesidir.

2.7.1 Rastgele orman

RF simiflandiricisi, ¢ogu zaman herhangi bir hiperparametre ayarlamasi yapmadan hem
siniflandirma hem de regresyon problemlerinde 1iyi sonuglara ulasabilmeyi
saglamaktadir. Basitligi ve elde edilen sonuglar gdz Oniine alindiginda makine

Ogrenmesi algoritmalarindan sikc¢a tercih edilen yontemlerden biri olmaktadir.

Egitilen rastgele karar agaglar: (decision trees) toplulugu, bir orman olusturur ve daha
dogru bir bilgi elde etmek i¢in bu agaglarin birlesiminden bir karara ulasilir. Karar
agaclariin birlestirilmis olarak vardig1 sonuglara gore en ¢ok oy alma yilizdesine gore
bir oran elde edilmektedir. Bu ortak ve giiglii karara bagl olarak RF algoritmasi,
topluluk/kolektif ~ (ensemble) yontemi olarak adlandirilir.  Genellikle topluluk
yontemlerinden biri olan ¢antalama (bagging) kullanilarak egitilmektedir. Topluluk
yontemi, bir karar agacinin zayif olan tahminini birden fazla karar agacinin giiclii bir

tahmine ulagmasini saglamaktadir.
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Sekil 2.8 RF mimarisi (Anonymous 2018f)

VERI SETi

CANTALAMA

RF algoritmasina ihtiya¢ duyulmasinin sebebi, karar agaclarinin fazla karmasikliga
eristiginde ezberleyerek 6grenme meydana gelmeyecek olmasidir. Genel olarak hizli bir
sekilde tahmin yapan karar agaglari, karmasik bir aga¢ yapisina sahip oldugunda ve
daha biiyiikk veri kiimeleri kullanildiginda yavaslama meydana gelmektedir. RF
algoritmasindaki rastgele olma durumu ezberleme olmadan karmasik aga¢ yapisina izin
vermektedir ve aym1 zamanda karar agaclarinin basit, anlasilabilir sistemi korunmus

olmaktadir.

Son tahmin, agaclarin ortalama tahminlerine dayandigindan RF algoritmasi regresyon
icin kullanildiginda net bir tahmine ulasamayabilir. Modelin ne yaptigini takip
edememek ve olusturulan karar agaglarmin kontroliiniin saglanamamasi da RF

algoritmasinin dezavantajlarindan biridir.

2.7.2 Yinelemeli sinir aglar1 (Recurrent Neural Networks - RNN)

RNN’ler, siradan sinir aglarina farkla dizisel/sirali (sequential) bilgi kullanmaktadir.
Yinelemeli sinir aglari, bilginin stirekliligini saglayan dongiiler igeren aglardir.
Geleneksel sinir aglarinda tiim girdiler birbirinden bagimsizdir; ancak bazi durumlarda

onceki bilgilerin icerigi 6nemli hale gelmektedir. RNN’ler dnceden hesaplanmis olan
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veriler hakkinda bilgi sahibi olan ve bunu hafizada tutan bir yapidir. Teoride, RNN’ler
uzun vadeli bilgi tutabilmek igin tasarlanmalarina karsin, uygulamada sadece birkag

adim 6nceki bilgiye kadar ulasilabilmektedir.

Gergek diinyayla iligkilendirdigimizde RNN’lerin siradan sinir aglarina goére daha
anlamli oldugu goziikmektedir. Insanlar herhangi bir yaziyr okurken veya birini
dinlerken disiincelerini sifirdan baglatmaz, devamli olarak o©nceki bilgilerini
anlamlandirarak devam eder. Ornegin; 5 kelimelik bir ciimleyi RNN icin
yapilandirirsak, sinir agi her kelime i¢in bir katman olusturur ve 5 katmanli bir

yinelemeli sinir ag1 olusmus olur. Ag her katmandaki bilgi birikimini stirdiiriir.

® ®
I I
A

|

A = A H— A
6
Sekil 2.9 Bir RNN dongiisiiniin a¢ilimi (Anonymous 2018a)

Ag igindeki her bir dongli agin bir katmanindan digerine bilgi akis1 saglar. Aslinda
mimari agidan normal bir sinir aginin aynisidir, sadece tim adimlar boyunca ayni
parametreleri kullanir. Bu durum her adimda ayn1 gorevin farkl girdilerle uygulandigini
gostermektedir. Parametre sayisini oldukca diistiren bir faktordiir. RNN’ler genellikle
her adim i¢in girdi ve ¢ikt1 olacak sekilde sematize edilir. Bazi problemlerde sadece

¢ikt1 onemlidir, her adimdan sonra ulasilan sonug bir anlam ifade etmez.

Zaman adimlar1 (time steps), her bir 6rnegin ne kadar siirdiiglidiir. Zaman adimi
kurguya gore degisebilir, bir karakter, bir kelime veya ciimle olabilir. Ornegin bir
yorumun duygusunu tahmin ederken, eger bir kelime bir zaman adimi olarak
kurgulandiysa, her zaman adimindan/kelimeden sonra duygunun pozitif veya negatif

olmasi bir anlam ifade etmez, yorumun tamaminin duygusu aranan tahmindir.
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Siradan RNN yapisinda her girdiye karsilik bir ¢iktt vardir ve birebir (one-to-one)
seklinde adlandirilir. Bire ¢ok (one-to-many), coka bir (many-to-one) ve c¢oka ¢ok
(many-to-many) seklinde probleme gore degiskenlik gosteren kurgular mevcuttur. Bire
¢ok igin resim altyazisi tahmini (image captioning) bir 6rnek olabilir. Resim, mimarinin
bir girdisidir ve kelime dizisini bir ¢ikt1 olarak verir. Duygu siniflandirma (Sentiment
classification) probleminde ¢oka bir igin bir 6rnektir ve kelimeler dizisi ¢oklu bir girdiyi
temsil ederken siif olarak tek bir ¢iktis1 olur. Coka ¢ok kurgusuna Ornek olarak da
makine ¢evirisi (machine translation) icin kelime dizisine karsilik yine farkli bir kelime
dizisi ¢iktisi elde edilmektedir. Video her bir resim karesine gore video siniflandirma
(classification on frame level) probleminde de resim kareleri dizisine karsilik her bir

kare i¢in bir sinif tahmini iiretilmektedir.

SIRADAN RESIM ALTYAZISI DUYGU MAKINE CEVIRiSI RESIM KARESI
RNN TAHMINI ANALIZI TABANLI VIDEO
SINIFLANDIRMA
bire bir bire cok goka bir coka cok goka gok
1 KRN Z it b
f t ! 1 i ] I
i | D D i D D i UL
Gérimtia > Kelime Kelime dizisi > Kelime dizisi > Kelime dizisi Gorinti karest
duzisi pozitifinegatif dizileri > Her bir
goriintl karesine
kargilik bir sinaf

Sekil 2.10 RNN vektor dizileri. Her dikdortgen bir vektordiir ve oklar matris ¢arpimi
gibi fonksiyonlart temsil eder. Kirmizi dikdortgenler girdi vektorleri,
maviler ¢iktilart ve yesiller RNN durumunu tutar.(Anonymous 2018c)

RNN’ler bilgileri tutmak i¢in her bir zaman adimina karsilik gelen sakli durum (hidden
state) yapisimt kullanmaktadir ve burasi agin hafizasidir. Tiim zamanlarda neler

olduguna dair bilgileri saklar
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Sekil 2.11 Siradan bir RNN yapisinin agilimdaki girdi ve ¢ikt1 vektorleri gosterimi
(Anonymous 2018a)

s = tanh(b+W. s, +U.x) (2.2)
hy = softmax(c+V.s;) (2.3)

S¢, t zaman adimindaki saklt durumdur ve 6nceki zaman adimindaki sakli duruma ve
mevcut zamandaki girdiye bagli olarak hesaplanmaktadir. s, ilk olarak 0 ile
baslatilmaktadir. h; , t zaman adimindaki ¢iktidir ve mevcut zaman adimina bagl olarak

hesaplanmaktadir.

(2.2) ve (2.3) denklemlerindeki b ve c yanlilik vektorleridir ve U, V, W vektorleri
sirasiyla girdi ( x;) - sakli durum (s;), sakli durum (s;) — ¢ikt1 (h; ), sakli durum (s;) -
sakli durum (s;) arasindaki baglantilar1 saglayan parametrelerdir. Sekil 2.11°de de
gosterildigi gibi U, V, W agirlik vektorleri her zaman adiminda aynidir, degisiklik

gostermez.

RNN i¢in hafiza agisindan ¢ok geriye gitmek miimkiin degildir. Bu asamada RNN’lerin
cok yaygin kullanilan bir tiirii olan LSTM ortaya ¢ikmaktadir.

2.7.3 Uzun kisa-vadeli bellek aglar

LSTM’ler sakli durum hesaplamalarindaki bazi farkliliklar sayesinde uzun vadeli hafiza
acisindan RNN’lerden ayrismaktadir. Bir kelime tahmini problemi iizerinden

degerlendirme yapilirsa, LSTM sayesinde her kelimeden sonra, onceki kelimelerin
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bilgisi kullanilarak mevcut kelime hakkinda anlamli bilgi ¢ikarimi yapilabilir. Bazen
aranan kelimeyi net olarak c¢ikarmay:1 saglayacak bilgi, aranan kelimeye cok uzak
olabilir, aradaki mesafe ¢ok fazla olabilir. Bu tiir durumlarda RNN pratikte yetersiz
kalirken, LSTM gii¢lii sakli durum hesaplamalariyla uzun vadeli bagimlilik probleminin
iistesinden gelmektedir. Hochreiter ve Schmidhuber (1997), bu eksikligin farkina varip
bir ¢oziim getirebilmek amaciyla problemi ele almaktadirlar. Uzun siireler boyunca

bilgiyi tutmak bu sinir aginin dogal bir davranigidir.
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Sekil 2.1 Siradan bir LSTM yapisinin agilimdaki girdi ve ¢ikti vektorleri gosterimi
(Anonymous 2018a)
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Sekil 2.12°de de goriildiigi tizere sakli durumda RNN’den farkli olarak bir tane sinir ag1
katmani yerine 4 tane vardir. LSTM, kap: (gate) olarak adlandirilan yapilar tarafindan
LSTM’in anahtar1 olan hiicre durumundan (cell state) bilgi silme veya tutma yetenegine
sahiptir. Dort adet sinir ag1 katmani vasitasiyla girdi (input), unutma (forget) ve ¢iks

(output) kapilari hiicre durumunda agin hafizasini olusturmaktadir.

LSTM’de ilk olarak karar verilmesi gereken, hiicre durumundan hangi bilgilerin
atilacagidir. Sekil 2.12°de gosterilen ilk sigmoid katmani (input gate layer — girdi kapisi
katmani) bu durumun karari i¢in kullanilmaktadir ve sonucunda 0-1 araliginda bir deger
doner. Eger elde edilen deger 1 ise bilginin saklanmasi gerektigini, deger O ise bilginin

silinmesi gerektigini ifade etmektedir.

Ikinci adim, hiicre durumunda hangi verilerin saklanacagi ve yeni eklenen aday

bilgilerin tutuldugu vektorlerin hesaplanmasidir. Sekil 2.12’deki ikinci sigmoid katmani
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(forget gate layer - unutma kapisi katmani) ve tanh katmani bu iki pargali bilgi saklama
asamasini gostermektedir. Sigmoid katmani, hangi bilgilerin giincelleneceginin
sonucunu hesaplarken, tanh katmani yeni aday bilgileri olusturur. Bu iki bilgi sayesinde

yeni hiicre durumu, unutulan ve gilincellenen bilgiler ile birlikte olusturulmaktadir.

Son olarak, neyin ¢ikti olarak gonderilecegine karar verilen katman olan son sigmoid
katmaninda (¢ikt1 kapist katmani - output gate layer) filtreleme yapilarak c¢iktir elde

edilmektedir.

Tiim bu asamalar LSTM’in uzun vadeli bagimliliklar1 6grenebilen yaygin bir RNN
¢esidi oldugunu gostermektedir.

2.7.4 Evrisimsel sinir aglan

CNN’ler goriintii siniflandirma ve segmentasyon gibi gorsel analiz problemlerinde
piksel verisini islemek i¢in en yaygin yapay sinir agidir. Bir CNN mimarisi girdi, ¢ikt:
ve bir¢ok sakli katmandan olugmaktadir. Siradan sinir aglarindan farkli olarak CNN’de
katmanlar genislik (width), yiikseklik (height) ve derinlik (depth) olmak iizere 3 boyutta
diizenlenmektedir (Sekil 2.13). Genislik ve yiikseklik goriintiiniin iki boyutlu
olmasindan kaynaklanirken, derinlik kavrami agin katman olarak boyutuna degil, girdi
hacminin tiglincii boyutuna isaret eder. CNN ig¢in Oonemli bir kavram olan kanallar
(channels), girdi verisinin farkli goriiniimleridir. Resimler i¢in genellikle kirmizi, yesil
ve mavi (RGB) olarak 3 kanal mevcuttur. Her goriintii normalde iki boyuta sahip

olmasina ragmen renk kanallarinin da eklenmesiyle 3. boyut olusmaktadir.
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Sekil 2.13 CNN mimarisi genislik, yiikseklik ve derinlik gosterimi (Anonymous 2018b)

Normal sinir aglarinda her katmandaki néronlar onceki katmandaki ndoronlarin
tamamiyla baglantilidir ancak CNN’lerde bir katmandaki noronlar diger katmandaki
noronlarin kiiclik bir kismi ile baglantilidir. Evrisimsel sinir aglarindaki (ConvNet)
noronlarin tam baglantili olmamasi parametre sayisinin biiyiikk Olgiide az olmasini
saglayan bir faktordiir. Son ¢iktiyr olusturan olasilik tahmin degerleri tek bir vektore

indirgenmektedir.

ConvNet, her katmani farkli bir fonksiyon araciligiyla bir 3 boyutlu blogu bir diger

katmana doniistiiren katmanlar dizisidir.

CNN’lerin iki bileseni vardir; Oznitelik ¢ikarimi kismi (feature extraction part) ve
siniflandirma kismu (classification part). Oznitelik ¢ikarimi boliimiinde ag, bir takim
evrisim (convolution) ve havuzlama (pooling) islemlerini uygulayarak oznitelikleri
belirler. Siniflandirma kisminda ise tam baglantili katman (fully connected layer)
cikarilan 6zniteliklere dayanarak bir siniflandiric1 gorevini tistlenerek girdi olarak alinan

gorlintiideki olasilik tahminlerini tiretmektedir.

Evrisim katmani, CNN’in en temel katmanlarindan biridir. Evrisim, matematiksel bir
ifadeyle iki fonksiyonun birlesiminden bir bagka fonksiyon elde edilmesidir. Bir evrisim
katmaninda dznitelik haritas: (feature map) olusturmak igin girdi vektoriine filtre

(kernel) yardimiyla bir evrigim islemi gergeklestirilir. Filtre, kayan bir ¢erceve seklinde
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vektoriin lizerinden gegirilerek matris ¢arpimi yapilir ve her piksel i¢in bir anlam ifade

eden yeni bir matris elde edilerek bir 6znitelik haritas1 ¢ikarilir.

Kaynak
piksel

(<1x3)+(0x0)+(1x1)+
(-2x2)+(0x6)+(2x2) +
(<1x2)+(0x4)+(1x1) =-3
///
// .//
] =1 1
.// (==
// ==
= =]
[==i =1
5 =1 1 L]
Evrisim / 1 |t L]
filtresi L // /‘/
(Sobel Gx) Hedef 1| L=
piksel | b= o] |~
L1 =} =
1 // =
// //
//
=~

Sekil 2.14 Girdi vektoriine evrigim filtresinin uygulanmasi (Anonymous 2018d)

Sekil 2.14’te girdi vektdriine 6zel bir filtrenin (Sobel Gx) uygulanmasindaki hesaplama
asamalar1 ve her piksele karsilik olan yeni matris gosterilmektedir. Oznitelikler
cikarilirken girdi matrisine birgok filtre uygulanir. Bu sayede 6znitelik haritasi gesitlilik
kazanmis olur. Tiim bu vektorler bir araya getirildiginde de evrisim katmaninin ¢iktis

olusmaktadir.

Evrisim filtreleri genel olarak birer atlayarak her pikselin {izerinden geger. Bu atlama
say1s1 adim sayisi (stride) olarak adlandirilir ve bu deger daha biiyiik tutuldugunda filtre
daha biiylik araliklarla goriintii lizerinde gezer. Adim sayis1 biiyiidiikce elde edilen
matris daha kiigiilmektedir. Bu boyut diisiikligiinden kaginmak amaciyla dolgu
(padding) kullanilmaktadir. Dolgu genellikle O olarak alinir ve bu degerle goriintii 0

degeriyle tamamlanir.
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Evrisim katmanlar1 arasinda bir havuzlama katmani (pooling layer) kullanimi ¢ok
yaygindir. Bu katman bir¢ok filtre uygulandiktan sonra agin artmig olan hesaplama
yiikiinii parametre sayisin1 ve boyutunu diisiirerek azaltmaktadir. Sadelesme islemi
egitim zamanini ve Sinir aginin ezberleme ihtimalini azaltan bir faktérdir. En ¢ok
kullanilan havuzlama yontemi maksimum havuzlama (max pooling)dir. Girdi matrisi
tizerinde bir pencere gezdirilirken her pencerenin en yiiksek degeri o matrise karsilik

gelen matrisi olusturmaktadir.

Sekil 2.15 Pencere biiylikliigii 2x2 ve adim sayisi 2 olan bir pencere kullanilarak
maksimum havuzlama uygulamasi (Anonymous 20180)

Eger girdi i¢in 3 kanal mevcutsa her kanal i¢in evrisim operatorii uygulanmaktadir.

Sonug olarak bir evrisim katmaninin olusmasi i¢in ayarlanmasi gereken parametreler;

filtre boyutu, filtre sayisi, filtrenin adim sayisi ve goriintiiniin dolgusu seklindedir.

Yukarida bahsettigimiz kisimlar CNN’e 6zgli 6znitelik ¢ikarimi kisminin asamalaridir.
Siniflandirma kismu ise tam baglantil katmanlardan (Fully Connected Layers - FCL)
olusmaktadir. Tam baglantili katmandaki tiim noronlar Onceki katmandaki tiim
noronlarla baglantilidir, yani yapay sinir agi modellerinin aynisidir. Evrisim ve
havuzlama katmanlar1 3 boyutlu ¢iktilardan olusmaktadir ancak FCL girdi olarak tek
boyutlu bir blok beklemektedir. Bu kisimda 3 boyutlu yapiy1 diizlestirme (Flatten)
katmaniyla tek boyuta indirgeyerek, diizlestirerek, FC katman i¢in hazir hale

getirilmektedir.
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Siradan CNN filtrelerinin genisleme orani (dilation rate) varsayilan degeri 1’dir. Yani,
goriintii tizerinde evrisim filtresi uygulanirken, filtre parametreleri goriintiideki higbir
pikseli atlamadan her piksel i¢in hesaplama yapmaktadir. Bu deger 1’den farkli oldugu
durumda genisleyen evrigsimsel sinir aglar:t olarak adlandirilmaktadir. Uzaysal iki
boyuttaki genislemede bazi pikselleri atlayarak yapilan bu kiigiik degisiklik ekstra bir
hesaplama olmadan daha genis bir alict alandan (receptive field) bilgi alinmasini saglar.
Genisleyen evrisim, her adimda parametre sayisi arttirilmadan a/ici alaninin arttirilmasi
yoluyla biiyiik bir vektor alani taramaktadir. Arastirmacilar, D-CNN araciligiyla alici
alanin genislemesiyle ¢oziniirliik ve kapsamanin kotiilesmedigini gostermektedir. D-
CNN, metin siniflandirma, ses siniflandirma (Zhang vd. 2017), goriintii bolitleme
(image segmentation) (Li vd. 2018), (Chen vd. 2017), (Chen vd. 2018) i¢in uygun bir
yaklagimdir.

D-CNN literatiirde ‘atrous convolution’ olarak da adlandirilmaktadir. Li vd. (2018) ve
Chen vd. (2018) genisleyen evrigim ve maksimum havuzlama, evrisim, iist ornekleme
(upsampling) arasinda kiyas yaparak etkili sonuglar ortaya koymaktadir. Li vd.’nin

(2018) kullandig1 yap1 VGG16 mimarisinin genisleyen evrigim ile genisletilmis halidir.
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3 MATERYAL VE YONTEM

Bu bolimde ilk olarak yapilan ¢alismada kullanilan veri kiimeleri hakkinda bilgiler
verilmektedir. Daha sonra bu veri kiimeleri kullanilarak elde edilen kelime vektori
temsili modeli sunulmaktadir. Son olarak toplanan Tiirk¢e veriler ve egitilen kelime
modeli kullanilarak egitilmis makine 6grenmesi yaklagimlarindan olan RF ve derin
ogrenme yaklagimlarindan LSTM ve D-CNN smiflandiricilart egitimindeki detaylar

anlatilmaktadir.

—_—
.

Sekil 3.1 Yapilan ¢alismanin asamalari

3.1 Veri Kiimesi

Makine 6grenmesi yontemlerinde ele alinan problemlerin ¢ogunda belirli konuya ait
veri kiimesine ulasmak, ilk karsilagilan sorunlardan biridir. Giiniimiiz teknolojileri
araciligiyla web tiizerinden biiyiik verilere ulasma kolayligi ve makinelerin bellek
giiciiniin artmas1 sayesinde bu sorun biiyiik dl¢iide ¢éziime ulasmistir. Ingilizce dilinde
biiyiik veri kiimelerine erisim ¢ok kolay olmasina ragmen, Tiirk¢e dilinde ¢ok az sayida
calisma yapilmasi sebebiyle belirli alanlardaki problemi hedefleyen ¢ok sayida 6rnege

sahip veri kiimesine ulagsmak zorlu bir adimdir.
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Calismada egitilen siniflandirict modelleri igin iki farkli veri kiimesi kullanilmigtir. Bu
verilerin icerikleri ve kullanilis amaglar1 aynidir ancak veri 6rneklerinin sayist ve elde
edildikleri kaynak dolayisiyla farklilik gostermektedir. Toplanan metinler duygu analizi
problemi igin kullanilmak tizere denetimli 6grenmeye uygun bir sekilde etiketleri

diizenlenerek bir araya getirilmistir.

Son zamanlarda fiziksel aligveris yollar1 yerine internet {izerinden sanal ortamda yapilan
aligveris sayilarindaki artis sebebiyle tiiketiciler, iriinlerle ilgili yorumlarim1i bu
mecralar1 kullanarak diger tiiketicilere ulastirmaktadir. Buna aracilik eden e-ticaret
sitelerinden ikisi olan n1l.com ve hepsiburada.com elektronik, ev esyalari, kozmetik

gibi pek cok kategoride iiriinlerin satigin1 yapmaktadir.

Elde edilen veriler iki farkli e-ticaret sitesindeki elektronik alanindaki {irlinlere
kullanicilarin yaptiklar1 yorumlar ve bu iirlinlere verdikleri yorumlara esdeger puanlarin
bilgisi kullanilarak diizenlenmistir. Yapilan her yoruma karsilik gelen 1 ile 5 arasindaki
bir degerle memnuniyet 6lgiimii yapilmaktadir. 1 puan miisterinin o {irlinden memnun
olmadigini, 5 ise ¢ok memnun kaldigmi gosterecek sekilde iiriin degerlendirmesi

yapilmaktadir.

Ele alinan problem olan duygu analizi igin tercih edilen siniflandirma ikili (binary)
oldugu icin 2, 3 ve 4 puanla degerlendirilen yorumlar géz ardi edilmistir. Yalnizca 1
puan alan yorumlar negatif ve 5 puan alan yorumlar pozitif duygu ifade edeceginden

daha net bir ayrimla veri kiimesi olusturulmustur.

Veriler, tiiketicilerin giinliik dilde yazdiklar1 yorumlardan olustugu ig¢in yorumlar yanlis
yazilmis kelimeler icermektedir ve Tiirkge dilbilgisi kurallarindan oldukca uzaktir.
Ginliik dilde konusulan, dil kurallarina uymayan ifadeler ve kisaltmalar yer almaktadir.
Ayrica her zaman yorumlara karsilik gelen puanlar da yorumun memnuniyetiyle
ortiismemektedir. Dolayisiyla bu celiskili 6rnekler de veri kiimesini zorlayicit hale

getirmektedir.
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Cizelge 3.1°de bu celiskili yorumlardan birka¢ 6rnek yer almaktadir. Ilk iki &rnekte
tilkketicinin yorumu olduk¢a olumsuz ifadeler igerirken puanlamasi pozitif yondedir.
Benzer sekilde diger yorumlarda olumlu bir yorum yapan kullanici puan olarak negatif

bir degerlendirme yapmuistir.

Cizelge 3.1 Yorum ve etiketi arasinda ¢eligki iceren N11 yorumlarindan bir kag¢ 6rnek

o Yorumun
Yorum Tiiketici Puani
Duygusu
‘kurulum agiklamari ¢ok yetersiz ! ! I’ Pozitif Negatif
‘Paketleme ¢ok kotii’ Pozitif Negatif
‘Tv parasina gore ¢ok iyi tavsiye ederim’ Negatif Pozitif
‘cok sik ¢ok giizel bir iiriin tavsiye ederim’ Negatif Pozitif

Hepsiburada veri kiimesi ornekleri toplamda etiketlenmemis 93.922 tiiketici yorumu
icermektedir ve daha sonra bu etiketsiz veri, kelime modeli egitimi igin
kullanilmaktadir. Bunlardan 2, 3 ve 4 puana sahip ve tamamen ayni1 Yyorumlar
cikarildiginda 1 ve 5 puana sahip yorumlarin toplami 12.800 adet etiketlenmis olarak

yoruma ulagsmaktadir.

N11 web sitesi iizerinden toplanan veri kiimesinde ise, toplamda 422.918 adet yorum
toplanmigtir. Bu Orneklerden 1 ve 5 puana sahip yorumlar ele alindiginda pozitif ve

negatif etiketli olarak 57.634 adet Tiirk¢e dilinde yorum elde edilmektedir.

Toplanan bu veriler 6znitelik ¢ikarimi ve siniflandirma asamalarinda karsilagtirilmali

olarak kullanilmuistir.

3.2 Veri On Isleme

Toplanan veriler probleme bagli olarak degiskenlik gosteren bazi sadelesmelere ihtiyag

duymaktadir. Toplanan verilere bakildiginda tamamen ayni yorumlardan birden fazla
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oldugu gozlemlenmistir. Ilk olarak tamamen ayni olan bu yorumlardan bir tane olacak
sekilde ayarlama yapilmistir. Daha sonra bu yorumlardan puani 1 ve 5 olanlar alinmis

ve pozitif/negatif etiketli yorumlar elde edilmistir.

Elde edilmis olan bu yorumlar igerik agisindan da giiriiltiiyli azaltmak ve ciimle yapisini
duygu analizi problemi agisindan daha net bir ciimle yapisina doniistirmek amaciyla
bazi 6n iglemlere ihtiya¢ duymaktadir. Metin tabanli problemlerde, anlamsiz karakterler
ve ifadeler anlam karmasasini onlemek ve daha rafine bir veri kiimesi elde etmek
amactyla aritilmaktadir. Ayrica elde edilmis olan bu yorumlar Tiirk¢e’nin morfolojik
acidan zengin bir dil olmasi goz Oniinde bulundurularak yorumlarin duygu yonelimini

bozmadan bazi filtrelerden ge¢mektedir.

Web iizerinden toplanmasi sebebiyle html etiketleri igeren yorumlar, herhangi bir anlam
ifade etmeyen bu etiketlerden arindirilmaktadir. Noktalama isaretleri de kelimeleri
sayisal vektorlere doniistiirme asamasinda gereksiz yere vektorlerin biiytikligiini
arttiracak bir unsur oldugundan tiim noktalama isaretleri temizlenmistir. Ancak kesme
isareti kaldirildiginda isaretten sonraki ek farkli bir kelime algisi yarattigindan bu
duruma 6zel olarak ekten sonraki kisim kelime ile birlestirilmektedir. Tiirk¢e alfabede
yer almayan tiim karakterler kaldirilmistir. Kelime vektorlerinin biitiinliiglini saglamak

i¢in tlim harfler kii¢iik harfe doniistliriilmistiir.

Rafine edilmis olan yorumlar, climlelerin kelimelere boliinmesi isleminden gegirilerek
her yorum igin bir kelime listesi elde edilmistir. Pargalama isleminden sonra etkisiz
kelimeler (stopwords) olarak adlandirilan baz:, daha, gibi, sey, ve, belki, vb. edat ve
baglaclardan olusan duygu analizi agisindan anlamsiz olan kelimeler kaldirilmistir. Bu
kelimeler genelde ¢ok sik kullanildiklarindan olumlu veya olumsuz duygu iceren her
yorum igerisinde yer alirlar, bu sebeple ayirt edici bir rolleri olmaz. Bu islemden sonra
listenin bazi 6geleri tek bir karaktere sahip oldugundan giiriiltiiyli engellemek icin

listeden kaldirilmistir.

Sekil 3.2°de yorumun ilk olarak elde edildigi halinden 6n islemden gectikten sonraki

durumuna gegisine bir 6rnek gosterilmektedir.
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[ Logitech Z5500 Coax cikusindan bagladim muazzam bir ses aktarimi var. <\n> ]

ON
ISLEME

[ ‘logitech’, ‘coax’, ‘cikisindan’, ‘bagladim’, ‘muazzam’, *bir’, ‘ses’, ‘aktarimi’, ‘var’ ]

Sekil 3.2 On islemeden geg¢mis bir yorum drnegi

Kok ¢oziimleme (lemmatization), kelimeleri koke indirgeyen bu alanda sik¢a kullanilan
bir metin 6n isleme metodudur. Aymi koke sahip kelimeler ayni duyguyu ifade
edeceginden ekleri goz ardi edilmektedir. Ancak Tiirk¢e gibi morfolojik agidan zengin
bir dil i¢in soneklerin duygusu olduk¢a 6nemlidir. Ekler kelimelere olumsuz anlam
katabilmektedir. Bu sebeple bu c¢alismada kelimelerin koklerine dayali herhangi

miidahale yoktur.

3.3 Kelime Vektorleri Cikarimi

Calismada kelime vektorleri temsili i¢in en ¢ok kullanilan yontemlerden biri olan
word2vec (Mikolov vd. 2013a) algoritmasi tercih edilmistir. Word2vec modeli,
kelimeyi girdi olarak alir ve bu kelimeye karsilik ¢ok boyutlu bir 6znitelik vektori
tiretir. Denetimsiz olarak 6grenilen bu benzersiz kelimelerin vektorleri, vektor uzayinda
kelimeler arasindaki anlamca ve sozdizimsel olarak yakinlik iligkisini gostermektedir.
Anlamca birbirine yakin olan kelimelerin vektdr uzayindaki konumlar1 ve dolayisiyla

duygu kutuplar1 da birbirine yakindir denebilir.
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Sekil 3.3 Bir veri kiimesi ile egitilmis word2vec modelindeki 6grenilmis kelimelerin
dagilimi

Sekil 3.3’te tiim benzersiz kelimelerin iki boyutlu uzaya indirgenerek gorsellestirilmis
hali mevcuttur. Bu dagilimdan bir anlam ¢ikarmak miimkiin degildir ancak bazi
bolgelerde yogunlagsmalar oldugu goziikmektedir. Daha yakinlagarak bakildiginda bu
kiimelenmelerin anlamca veya sozdizimsel olarak birbirine yakin kelimeler oldugu
gorinmektedir. Sekil 3.4’te - 3.5’te birbirine yakin kelimelerin dagilimlarinin

yakinlastirilmig goriinlimii gésterilmektedir.
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Sekil 3.4 Anlamca birbirine yakin kelimelerin yakindan goriiniimii
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Sekil 3.5’te Tiirkge’nin morfolojik yapisina uygun olarak ayni koke sahip kelimelerin

bir arada yer aldig1 gozlemlenmektedir.
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Sekil 3.5 'kart' kelimesinin farkli son eklere sahip word2vec modeli tarafindan
Ogrenilmis tiirevleri

Google arastirmacilar1 tarafindan gelistirilen bu algoritma kullanilarak wikipedia
verilerinden faydalanilarak egitilmis olan bir Ingilizce kelime modeli erisilebilirdir.
Tiirk¢ce dilinde bu sekilde hazir bir model olmadigindan, 6n isleme asamasindan sonra
verilerin son halinden yararlanarak bir Tiirk¢e kelime vektorii temsili olusturulmustur.
Word2vec modeli iiretilirken Python kiitiiphanesi olan Gensim kullanilmaktadir. Birkag
hiperparametre  ayarlamasiyla kisa sirede model ortaya ¢ikmaktadir. Bu
hiperparametrelerden biri word2vec modelinin temelini olusturan CBOW ve CSG
mimarilerinden birinin sec¢imidir. Bunlardan ilki daha hizli fakat; ikincisi sik
rastlanmayan kelimeler i¢in daha iyi sonuglara ulagsmaktadir. Caligmalarda iki mimari
arasinda dikkate deger bir fark gozlemlenmediginden CBOW mimarisi tercih
edilmektedir. Modelde yer alan her benzersiz kelime vektdr boyutunun belirlenmesi de,
6rn:300, bir diger parametredir. Ayrica bir ciimlede mevcut ve tahmin edilmeye
calisilan kelime arasindaki mesafe en fazla 10 olacak sekilde ayarlanmistir. Bulunma
sitkligt 40 defadan az olan kelimeler goz ardi edilmektedir. Bu hiperparametre
ayarlamalar1 sonucunda elde edilen model, her benzersiz kelime i¢in 300-boyutlu
kelime vektorii temsiline sahiptir. Kelime vektorleri, her kelimenin 6zniteliklerini 300

boyutlu sayisal bir vektorle anlamlandirmaktadir.
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3.4 Smmiflandirma

Duygu analizi, yorumlarin duygu kutbunu belirlemeyi ve iki siniftan birinin se¢imi
konusunda tahmin olasiliklarina varmayir amaglayan bir siniflandirma problemidir.
Onceki kisimlarda metinlerin sayisal vektorlere doniistiiriilmesi ve 6znitelik c¢ikarimi
islemlerinin detaylar1 anlatilmaktadir. Siniflandirma asamasit i¢in metinler kullanima
uygun hale getirilmektedir. Rastgele orman, LSTM ve D-CNN makine &grenmesi

siniflandirma yontemlerini kullanarak bir degerlendirme yapilmistir.

3.4.1 Rastgele orman yaklasim

Calismada ilk olarak makine 6grenmesi yontemlerinden daha geleneksel olan RF ile
basit bir degerlendirme yapilmaktadir. Siniflandirma igin oncelikle uygun egitim
ornekleri olusturmak gerekmektedir. Elde edilen ilk veri kiimesi olan Hepsiburada
verilerinde toplam etiketli 6rnek sayis1 12.800 iken, bunlardan 9.100 tanesi egitim i¢in
3.700 tanesi test i¢in kullanilmaktadir. Yaklasik olarak % 70’lik bir kisim egitim igin
ayrilmistir.

Egitim verilerindeki tiim kelimeler elde edilen Hepsiburada verileri kullanilarak
egitilmis word2vec kelime modelindeki karsilik gelen kelimenin 300-boyutlu 6znitelik
vektori ile temsil edilmektedir. Her yorum iki boyutlu bir tensordiir, yani N; x 300 olur.
Buradaki N;, i.yorumdaki kelimelerin sayisidir. Egitim i¢in her yorum boyutunun sabit
degerli bir vektorle temsil edilmesi gerekmektedir, ancak her yorumun kelime sayzsi,
N;, agisindan boyutu farklidir. Bu sebeple her bir yorum igin N; x 300 boyutlu bir
vektor yerine, her bir kelimeye karsilik gelen vektorlerin ortalamasit alinmistir.
Dolayisiyla bir yorum 6rnegi, bir 300-boyutlu vektor elde edilerek, 300 boyutlu bir

vektor uzayinda tek bir noktayr gostermektedir.
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Sekil 3.6 Veri kiimesinden alinan bir 6rnegin ortalamasi alinarak egitime hazir hale
getirilmis vektor gosterimi

Negatif ve pozitif duygular1 temsil eden etiketlerle hazirlanan yorum vektdrleri, bir RF
siiflandiricist tarafindan kullanilmaktadir. RF siniflandiricist egitimi i¢in agag sayist
hiperparametresi olarak 200 belirlenmistir. Egitimden sonra elde edilen model % 30°luk
test i¢in ayrilan veriler pozitif veya negatif duygu siiflandirmasi i¢in kullanilarak test

edilmistir.

3.4.2 LSTM yaklasim

Kullanilan bir diger smiflandirma yontemi de siradan makine Ogrenmesi
yaklasimlarindan farkli olarak derin 6grenme yontemi olan LSTM’dir. LSTM
siiflandirict modelinin olusumu asamasinda N11 verileri kullanilarak bir egitim
gerceklesmistir. Rastgele orman smiflandiricisindaki gibi vektorlerin  hazirlanmasi
asamasinda, yorumlardaki her kelimeye esdeger olan 300 boyutlu 6znitelik vektorii
kelimenin yerini alarak hesaplanabilir vektorlere donlismektedir. Farkli olarak, bu
kelime vektorlerinin ortalamasini almak yerine her yorum 50 kelime boyutuyla
siirlandirilmaktadir. Bu sinirdan biiyiik olan yorumlarin devami goz ardi edilmektedir.
Sekil 3.7°deki histogramda her bir yorumun boyutlar1 ve siklig1 gosterilmektedir. Bu
sayisal veriye dayanarak 50 kelimeden biiyiik yorumlarin sayisinin goéz ardi edilebilir
boyutta oldugu gozlemlenmektedir. Dolayisiyla 50 boyutlu yorum vektorleri

kullanilarak en etkili sonuca ulasilacagimi gostermektedir. Bir yorumun boyutunu
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300 x 50’ye sabitledigimizde, tim yorumlar 3 boyutlu tensoérde 300 x 50 x 57634
seklinde ifade edilmektedir.
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Sekil 3.7 N11 veri kiimesindeki yorumlarin uzunluklari ve bu uzunluklarin frekanslari

Kullanilan veri kiimesinde toplam 57.634 etiketli yorum mevcuttur. % 80°lik bir kisma
karsilik gelen 46.107 etiketli yorumlar egitim igin kullanilirken, 11.527 6rnek test i¢in
kullanilmaktadir. Ug boyutlu tensérde LSTM’in uygulamasi, Python dilinde Tensorflow

arka planinda Keras derin 6grenme kiitliphanesi kullanarak yapilmaistir.

Cesitli LSTM konfigiirasyonlartyla pek ¢ok deney gerceklestirilerek tek katmanli
LSTM ile en iyi sonuca ulasilmistir. Bu LSTM katmani 256 sakli birime sahiptir ve
aktivasyon fonksiyonu olarak sigmoid tercih edilmistir. Ayrica LSTM igin diger
optimizasyon yontemlerinden ¢ok daha verimli oldugundan Adam optimizasyon
algoritmasi parametre 6grenimi igin kullanilmistir. Ogrenme oran: (learning rate) 0.001
ve Ogrenme orani eksilme parametresi 0.005 olarak ayarlanmistir. Ogrenme orani
eksilme parametre degeri 0 atandiginda modelde 6grenme gerceklesmemistir, bu

sebeple bu parametre 0’dan farkli bir deger olarak ayarlanarak her devirde (epoch)
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ogrenme orani degeri diislirilmektedir. Hata fonksiyonu i¢in ikili ¢apraz entropi kayip

fonksiyonu tercih edilmistir.
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Sekil 3.8 Kullanilan LSTM mimarisi

3.4.3 D-CNN yaklasim

CNN’ler iki boyutlu tensorler olarak bilinen goriintiller ig¢in yaygin olarak
kullanilmaktadir. Calismada da yorum vektorleri birer goriintiiymiis gibi 2 boyutlu
olarak diizenlenmistir. Her kelimeye karsilik gelen 6znitelik vektorleri ve 50 kelimelik
smir sebebiyle 50 x 300 boyutlu yorum vektorleri D-CNN igin uygun duruma
getirilmistir. Genisleyen evrigim, her adimda parametre sayisi arttirtlmadan alici alanin
arttirtlmasi yoluyla biiyilik vektor temsilini taramaktadir. Genisleme orani 1 olan siradan
evrisimle kiyaslandiginda parametre sayisi agisindan yaklasik olarak 3 kat azaldigi

goriilmektedir; 6.286.353’ten 2.771.985e.
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Sekil 3.9°da  D-CNN mimarisi  modelinin  her

uygulanmasindan sonraki doniisiimii gosterilmektedir.

genisleyen evrigim filtresinin
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Sekil 3.9 Kullanilan D-CNN mimarisi
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Birinci katmanda, genisleme orani 1 olan ve 3 x 3 boyutunda bir filtre uygulanmaktadir,
yani siradan evrisim katmanidir. Genisleme orani 1’den farkli evrisim filtresi uygulanan
3 katman daha mevcuttur. D-CNN ismini filtreye uygulanan orandan dolay1 almaktadir.
Bu oran genisletilmis bir alici alan saglar. Kullanilan mimaride genisleyen filtrelerin
genisleme oranlar1 sirastyla 2, 4 ve 8 seklindedir. Bu oranlar 3 x 3 lik olan siradan
filtreyi sirasiyla 5x5, 9x9 ve 17x17’lik genisletilmis filtrelerle taramay1 saglamaktadir.
Her katmanin ¢iktis1 6ncekinin daha kiiclik boyutlu bir 6zetidir. D-CNN, ¢6ziim veya

kapsam kayb1 olmaksizin alici alanin tissel agilimini destekler (Yu ve Koltun 2016).
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4. ARASTIRMA BULGULARI

Yapilan calisma Oznitelik ¢ikarimi ve smiflandirma olarak iki ana bdoliimden
olusmaktadir. Bu béliimde, word2vec modeli ve yapay sinir aglar1 yontemlerinden olan
LSTM, D-CNN algoritmalar1 ve RF kullanilarak egitilen modellerin bulgular1 detayli

olarak agiklanmaktadir.

4.1 Word2Vec Modeli Bulgular:

Google arastirmacilari tarafindan ortaya konulan word2vec modeline ait Ingilizce
dilinde mevcut bir model vardir ancak Tirkce i¢in bu ¢alismada kullanilmak iizere bir
modele ihtiyag duyulmaktadir. Iki farkli e-ticaret sitesi olan Hepsiburada ve N11

araciligiyla toplanan veri kiimesi iki farkli word2vec modeli i¢in kullanilmugtir.

Modeller aracilifiyla 6grenilmis olan kelimelerin 300 boyutlu vektoér temsilleri,

anlamca veya sdzdizimsel olarak yakin kelimelerin temsillerine benzerdir.

4.1.1 Hepsiburada word2vec modeli

Hepsiburada tizerinden elde edilen modelin kelime sayis1 toplam 5.047 tanedir.

Sekil 4.1 Hepsiburada verileri ile egitilmis word2vec modeli kelime dagilimi
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Sekil 4.1°de hepsiburada verileriyle iiretilen tiim kelimelerin 2 boyuta indirgenerek
dagilimi gosterilmektedir. Kelime dagilimlart net olmasa da bazi kiimelenmeler
goziikkmektedir. Bu dagilima detayli olarak bakildiginda kiimelenmis olan sozciiklerin
genellikle elektronik kategorisi altindaki cep telefonlari, bilgisayar, elektrikli ev aletleri

gibi alt kategorilere ait oldugu gozlemlenmektedir.

ot

4.4

gnetre

esafe
L4 dnesafeden
43

gnesafede

42
@eken

@landa evin

gnetreden
4.1

dnesafesi

4.0

-1.26 —-1.25 —1.24 -1.23 -1.22 -1.21 -1.20

Sekil 4.2 'mesafe' kelimesine yakin kelimelerin dagilimi

Sekil 4.2°de, sekil 4.1’deki dagilima yakinlasarak gozlemlenen ‘mesafe’ kelimesi ile
yakin olan kelimeler yer almaktadir. ‘mesafeden’, ‘mesafede’, ‘mesafesi’ gibi farkli
kelime ¢ekimlerinin yan1 sira ‘metre’, ‘mt’ ve ‘km’ gibi anlamca yakin sozciikler de dar

kapsamli bir alanda bir arada bulunmaktadir.

In [21]: model.most similar("bayagi")
Out[21]:
[('epey', ©.5886425971984863),

In [22]: model.most similar("t1f")
Out[22]:
[("edge', ©.7522525787353516),

('oldugundan', 0.5570006370544434),
('hayli', ©.5469287633895874),

('baya', 0.528810441493988),
("kiiciiciik', 0.5208820700645447),
(‘dolayisiyla’, ©.5059576630592346),
('sarjli', 0.49079424142837524),
('degisir', 0.48711249232292175),
('6zelliklerine', ©.48630765080451965),
('basarisiz', 0.478799968957901) ]

("sarj', 0.7154635787010193),
("iphone', ©.6944711208343506),

( "powerbank’, ©.6844370365142822),
("tel’, ©.682428777217865),
("telefonu', ©.6742923259735107),
("telefonumu', 0.6584011316299438),
("note', 0.6542565226554871),
("cihazi', ©.6534937620162964),
("sarji’', 0.6505239009857178)]

Sekil 4.3 'bayagt' ve 'tIf” ifadelerine en yakin 10 kelimenin listesi
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Gensim kiitiiphanesi sayesinde model igerisindeki herhangi bir kelimeye yakin anlamli
kelimeleri gormek oldukca kolaydir. Sekil 4.3’te ‘bayagi’ ve ‘tlf* ifadelerinin model
icerisindeki en yakin ifadelerinden 10 tanesi listelenmektedir. ‘bayagi’ kelimesi Tiirkce
kurallarina gore dogru yazilmistir ancak 4. en yakin ifade olan ‘baya’, kelimenin sikga
kullanilan yanlis bir yazinudir. ikinci 6rnekte ise ‘telefon’ kelimesinin giinliik
mesajlasma dilinde kullanilan kisaltilmis hali yine yorumlarda sik¢a goriilmesi
sebebiyle model tarafindan 6grenilmistir. Bir modelin bu tarz yanlis yazilmis ifadeleri
Tirk¢ce yazim kurallar1 diisiintilerek olusturmasi olanaksizdir. Word2vec modeli
algoritmasi ve temelinde yatan yapay sinir aglart mimarisi sayesinde denetimsiz bir

kelime vektorleri ¢ikarimi yapilmaktadir.

4.1.2 N11 word2vec modeli

N11 vasitasiyla model 8.486 kelime vektorii temsili 6grenmistir. Ogrenilmis olan bu

kelimelerin tamam sekil 4.4’te gosterilmektedir.

5.0

pgRyaniar

0.0

Sekil 4.4 N11 verileri ile egitilmis word2vec modeli kelime dagilimi

N11 kelime dagilimi, Hepsiburada kelime dagilimina gore daha fazla kelime icermesi

sebebiyle daha yogun bir dagilima sahiptir.
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Sekil 4.5’te ‘cep telefonu’ alt kategorisi altindaki kelimeler mevcuttur. ‘telefon’

kelimesinin Tiirk¢e nin sondan eklemeli bir dil olmasi sebebiyle ortaya ¢ikan ek almis

tiirevlerinin yam sira, cep telefonu markalarmin vektor temsilleri de bolgesel olarak

birbirlerine olduk¢a yakindir.
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Sekil 4.5 Elektronik kategorisi altindaki

kelimelerin dagilimi

In [1@]: model.most_similar("telefon™)

Out[1@]:

[("tablet’, ©.6187353134155273),
("telefonun', 0.6129825711250305),
("tel', ©.594890832901001),
("telefonumun', ©.5726423263549885),
("telefonum', ©.570713222026825),
('telefonu', 0.5553189516067505),
("telefonda', 0.5114906430244446),
("t1f', ©.49865931272506714),
("tableti', ©.4963141977787018),
("iphone', ©.49502116441726685)]

'cep telefonu' alt kategorisine ait yakin

In [12]: model.most _similar("gelmedi™)
Out[12]:
[('gdnderilmedi’, ©.7510918378829956),

("gelmis’, 0.6416025757789612),
("gelmedigi’', 0.6365520358085632),
('gondermediler', ©.6293883323669434),
('geldi’, 0.6068054437637329),
("gonderilmemis’, @.5952577590942383),
('gonderilmis', ©.5873034000396729),
('gbnderildi’, ©.5711638331413269),
("gelmistir', 0.5597152709968938),
('ulasmadi’, ©.5523312091827393)]

Sekil 4.6 'telefon' ve 'gelmedi' kelimelerine en yakin 10 kelime listesi

Sekil 4.6’ya bakildiginda ‘telefon’ kelimesinin ek alan tiirevlerini ve mesajlagsma dilinde

yazilan kisaltmasinin model tarafindan 6grenildigi ve yakin anlaml kelimelerle yakin

bir vektore sahip oldugu gézlemlenebilir. Yine ayn1 sekilde ‘gelmedi’ kelimesiyle yakin

iliskili kelimelerin de 6grenildigi goriilmektedir.
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Ogrenilen kelimelere yorumlar icerisinde 40 kereden az kullamilmis olanlar dahil
edilmemektedir. Tiirk¢e kurallarina uymayarak yazilmis ifadeler fazlaca kullanilmasi

sebebiyle model egitimi sirasinda 6grenilmektedir.

Elde edilmis olan bu kelime modelleri farkli siniflandirma yontemlerinde ciimlelerin

sayisal ifadelere anlamli bir sekilde doniistiiriilebilmesi i¢in kullanilmistir.

4.2 Siiflandirma Yontemleri Bulgulari

Bu calismada smiflandirma algoritmalart farklt veri kiimelerinin kullanimiyla

kiyaslanarak degerlendirilmektedir.

4.2.1 RF yaklasim bulgular:

Caligmanin ilk siiflandiricisi olan rastgele orman algoritmasi kullanilarak iki farkli veri
kiimesi tizerinden bir sonuca varilmaktadir. Hepsiburada verileri yardimiyla egitilen
model sonucunda toplam 12.800 yorum ornekleri igerisinden 3.700 test verisi igin
ayrilmis olan veriler kullanilarak test edildiginde % 84,23 dogruluga ulasilmaktadir.
Duygu analizi, metin ile ilgili problemler arasinda basit sayilabilecek bir gorev olmasi
sebebiyle rastgele orman algoritmasi gibi kolay hesaplamalara sahip bir simiflandirict

yardimiyla da kisa siirede iyi sayilabilecek bir degere ulasilmaktadir.

Daha sonra, daha fazla veri 6rnegine sahip olan N11 verisi kullanilarak farkli sonuglar
elde edilmistir. Daha 6nceki boliimlerde belirtildigi gibi siniflandirict i¢in uygun hale
getirilmis vektorler oncelikle bir 6n islemden ge¢gmektedir. Bu 6n islemlerden ikisi tek
karakter olarak elde edilen bir kelimeymis gibi modele dahil olmus ifadelerin
kaldirilmasi ve etkisiz kelimeler adi verilen kelimelerin kaldirilmasidir. Bu kelimelerin
siniflandirici1 dogruluguna nasil bir etki olusturdugunu gozlemleyebilmek i¢in bazi
degerlendirmeler yapilmistir. Cizelge 4.1°de word2vec modelinde tek karakterlerin ve
etkisiz kelimelerin dahil olup olmama durumlar1 bir arada kullanilarak siniflandiric

tarafindan elde edilen dogruluklar sematize edilmektedir. Tek karakterlerin ve etkisiz
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kelimelerin dahil olmadigr word2vec modeli kullanildiginda ¢ok az bir farkla da olsa
daha iyi bir sonug elde edilmistir. Dolayisiyla, daha sonraki siiflandiricilarda kelime

vektorii temsilleri hazirligi i¢cin bu word2vec modeli kullanilmistir.

Cizelge 4.1 Etkisiz kelimelerin ve tek karakterlerin N11 verileriyle elde edilen
word2vec modeline dahil olup olmama durumuna gore RF siniflandiricisi
dogruluk degerleri

Etkisiz kelimeler dahil | Etkisiz kelimeler dahil degil

Tek karakterler dahil % 92,97 % 93,07

Tek karakterler dahil degil % 93,01 % 93,12

N11 verisi daha fazla veri 6rnegine sahip oldugundan test verileri lizerinden hesaplanan
dogruluk yiizdesinde yaklasik % 10’luk bir iyilesme saglanmaktadir. Yapilan testler
N11 kullanicilar tarafindan yapilan toplam 57.634 yorumun % 80lik bir kismina denk

gelen test i¢in ayrilmig olan 11.528 adet veri drnegiyle yapilmustir.

4.2.2 LSTM yaklasim bulgulari

Bir 6nceki ¢alisma olan RF modelinde daha kiigiik bir kiilliyat kullanarak % 84,23 ve
biiyiik bir kiilliyat kullanarak % 93,12 dogruluga ulasilmigtir. Daha biiyiik olan N11
kiilliyat1 kullanilarak ayni 6n islemlerden gecen yorum ornekleriyle bir duygu analizi
modeli olusturularak % 94,21 dogruluk saglanmaktadir. Yine egitim kiimesi bdlme

yiizdesi olarak % 80 tercih edilmistir.

Alternatif bir yaklasim olarak farkli hiperparametre ayarlamalariyla ¢esitli LSTM model
egitimleri gerceklestirilmektedir. Bu parametrelerden biri sakli katman birimlerinin
degeridir. 32, 64, 128, 256, 512 degerleri ayn1 model {izerinde test edilmistir ve sonug
olarak 256 sakli katmanli bir model i¢in en iyi sonuca ulasilmistir. Diger bir ayarlama
ise birden ¢ok LSTM katmanindan olusan bir LSTM modeli olan yigin LSTM (stacked
LSTM) kullanimidir. Orijinal LSTM bir tek LSTM katmanindan ve standart bir ¢ikti
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katmanindan olusmaktadir ancak yigin LSTM her katmani bir hafizaya sahip olan ¢oklu
LSTM katmanlar1 igermektedir. Yigin LSTM katmanlari, modeli daha derin yapar. Genel
olarak sinir aglarimin derinligi, zorlu tahmin problemlerinin basarisi olarak
gosterilmektedir. Derin sinir aglarinin basarisi1 birka¢ katmandan dolay1 ortaya ¢ikan
hiyerarsiye dayanir ve her katman ¢6zmek istenilen problemin bir kismin isleyerek bir
sonraki katmana aktarir. Bu iliskiye dayanarak derin sinir aglari, her katmanda
problemin bir kismini ¢ézerek bir boru hatt1 gibi aktarim yapmaktadir (Hermans ve
Schrauwen 2013). Aslinda RNN’ler oOnceki sakli durumlardaki bilgiyi tutmalari
sebebiyle tek katmanli olarak da olduk¢a derin aglardir. Ancak yigin LSTM modeli
genel siralama tahmini yapan sekans problemleri ve konusma tanima problemleri gibi
zorlu sayilabilecek durumlarda kullanildiginda etkili sonuglar tiretmektedir. Bu problem

RF gibi basit bir siniflandirict kullanimiyla bile iyi bir dogruluk elde edebilmektedir.

Yapilan deneylerde 2, 3, 4 ve 5 katmanli LSTM modelleri {izerinde ¢alisma yapilmasina
ragmen yiikselen bir grafige ulagilamamistir. Bu sebeple 256 sakli katmanli ¢ikt1 veren

tek katmanli bir LSTM modeli kullanilmaktadir.

Belirtilen parametrelerle duygu analizi modelinin egitimi yaklasik olarak 50 dakika
stirmektedir. Sekil 4.7°de modelin egitimi sirasinda dogrulugun ve her asamadaki
dogrulugu test eden ‘validation’ degerinin akis1 yer almaktadir. Yine ikinci sekilde de
kayip degeri (loss) ve onu test eden dogrulama (validation) degerinin her asamadaki

sonuglar1 gosterilmektedir.
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model accuracy

Sekil 4.7 Model egitimi esnasinda egitim ve dogrulama dogruluk degerleri

Calismada dogrulama i¢in egitim verisinden ayrilan bolim % 20 olarak

belirlenmektedir.

model loss

0.18

Sekil 4.8 Model egitimi esnasinda egitim ve dogrulama hata oran1 degerleri

Sekil 4.7 - 4.8’den de gorildiigii tizere her adimda kayip degeri diiserken, dogruluk

artarak verilen kiilliyat {izerinden bir &6grenme gergeklesmektedir. Dogruluk
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degerlerinde herhangi bir iyilesme goriilmedigi takdirde modelin ezberleme yapmasini

engellemek amaciyla 6grenme islemi durdurulmaktadir.

Cizelge 4.2°de 11.527 test 6rnedi ile degerlendirilen model sonucunda elde edilen dogru

ve yanlis tahminler yer almaktadir.

Cizelge 4.2 LSTM modelinin test verileriyle degerlendirmesi sonucu elde edilen bir kag

ornek

Miisteri Memnuniyet Degerlendirmesi

Pozitif Negatif
Dogru Pozitif Yanlis Pozitif
Pozitif (True Positive) (False Positive)

% 47,45 % 3,48

Tahmin

Yanlis Negatif Dogru Negatif
Negatif (False Negative) (True Negative)

% 2,31 % 46,76

Cizelge 4.2°deki degerlere bakildiginda dogru pozitif tahminlerin dogru negatiflere gore
biraz daha fazla oldugu gozlemlenmektedir. Buna sebep olarak asagidaki miisteri
yorumlart gosterilebilir. Genel olarak tiim dogru pozitif yorumlar incelendiginde
misterilerin ¢ok net bir sekilde memnuniyetlerini sergiledikleri géziikmektedir ancak
dogru negatif yorumlar genellikle zithik icererek celiski yarattifi icin daha zorlu

sayilabilir (Cizelge 4.3).
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Cizelge 4.3 Negatif ve pozitif goriise sahip yorum 6rnekleri

‘ Miisteri
Miisteri Y orumu
Goriist
Kolisi Yipranmig Bir Sekilde Gonderim Saglandi Daha Korumali Bir Neqatif
) ) egati
Ambalaj Yapilabilirdi. Uriin Genel Olarak giizel Magaza Ozensiz
fiyat giizel,lirlin gilizel,tavsiye ederim Pozitif

4.2.3 D-CNN yaklasim bulgulari

D-CNN smiflandirict modelinin LSTM modeline kiyasla daha basit bir yapist vardir
ancak daha fazla katman igeren derin bir mimariye sahiptir. Varilan sonuclara

bakildiginda LSTM’e ¢ok yakin bir deger elde edilmektedir.

Cizelge 4.4’te miisterilerin iriinlere yaptiklart yorumlara verdikleri memnuniyet
puanlart1 ve bunlara karsilik modelin o yoruma ait tahmini yer almaktadir.
Siniflandiricinin yaptigi yanlis tahminler bazi ornekler igin ¢eliskilidir, yani bazi
yorumlarda miisteriler memnuniyetlerini gosteren bir yorum yapmalarina ragmen
negatif bir puanlama yapmaktadirlar veya bu durumun tam tersi ornekler de veri
orneklerinde mevcuttur. Dolayisiyla model dogru bir degerlendirme yaparken o yoruma

ait gergek etikette hata olmasi sebebiyle yanlis bir tahmin yapilmis gibi goriinmektedir.

Cizelge 4.4’te yapilan tahminlerden birka¢ 6rnek mevcuttur. Birinci yorumda, climle ilk
basta olumlu bir goriisle baslarken daha sonra iirinden memnun olunmadig ifade
edilmektedir ve model bu gecisi dogru bir sekilde degerlendirerek negatif bir yorum
oldugunu tahmin edebilmektedir. ikinci &rnekte, cok agik bir sekilde olumlu bir yorum
yapilmasma ragmen model yanlis tahminde bulunmaktadir. Ugiincii yorum ise,
verilerdeki celigkili etiketlemelere bir 6rnektir. Miisteri olumlu bir yorum yapmasina
karsin negatif bir puanlama yapmaktadir ve model bunu dogru tahmin etmesine ragmen

yanlis, yani negatif bir degerlendirme olarak goziikmektedir. Son Ornekte ise,
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begenilmeyen durumlar var ancak genel olarak iyi bir degerlendirme yapilmaktadir ve

siiflandirict dogru tahminde bulunmaktadir.

Cizelge 4.4 D-CNN siniflandirict modelinin test verilerinden bir kacgi i¢in yaptigi
tahminler

Miisteri

Miisteri Y
isteri Yorumu o

Tahmin

Uriin kalip olarak giizel ancak kilif i¢inde telefonu tutan par¢a

saglam degil hemen kirild1 :( Negatif | Negatif

Urtin ¢ok giizel ben iki tane aldim Pozitif Negatif
urun bildigim begendigim bir urun oldugu icin begendim Negatif Pozitif
Evet iiriin glizel markanin servisi ¢ok kotii Pozitif Pozitif

Toplam dogruluga bakilirsa dogru pozitif ve yanls pozitif tahminlerin toplam1 % 93,89
degerine ulagmaktadir. Bu dogruluga, toplam 57.634 yorumun % 80’i olan 11.527

yorum kullanimiyla test edilerek ulasilmistir.

Cizelge 4.5 Modelin dogru ve yanlis degerlendirmelerinin yiizdelik degerleri

Miisteri Memnuniyet Degerlendirmesi
Pozitif Negatif
Dogru Pozitif Yanlig Pozitif
Pozitif (True Positive) (False Positive)
: % 47,02 % 3,37
Tahmin , ,
Yanlis Negatif Dogru Negatif
Negatif (False Negative) (True Negative)
% 2,74 % 46,87
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5. TARTISMA VE SONUC

5.1 Amag¢

Tez kapsaminda amaglanan, ilk olarak bu alanda eksik olan Tirkce veri kiimesi
saglanmasidir. Ikinci amag, elde edilmis olan veri kiimesi kullanilarak bir kelime modeli
temsili egitimidir. Son olarak farkli makine 6grenmesi siniflandiricilari olan RF, LSTM

ve D-CNN modelleriyle etkili bir Tiirk¢e duygu analizi modeli elde etmektir.

5.2 Degerlendirme

Yapilan ¢aligmada, iki farkli e-ticaret sitesi lizerinden iiriinlerle ilgili miisteri goriislerini
iceren herhangi bir filtre yapilmamis biiyiik bir kiilliyat sunulmaktadir. Bu kiilliyat daha
sonraki agamalarda kullanilmak {izere uygun format olan pozitif ve negatif olacak
sekilde etiketli veriler haline getirilmistir. Hepsiburada verileri toplandiginda elde
edilen veri sayisi, siniflandirict algoritmalarimin etkili bir modele ulasabilmesi icin
yeterli sayida olmadigindan daha biiyiik bir veri kiimesine ihtiya¢ duyulmustur. N11
veri kiimesi sayesinde, 6zellikle LSTM ve D-CNN algoritmalarinda kullanilmak tizere

yeterli biiytikliikteki veri toplulugu saglamistir.

Toplanmis olan bu yorum 6rnekleri ilk olarak etiketsiz halde iken kelime vektorii temsil
algoritmasi olan word2vec model egitimi i¢in kullanilarak farkli siiflandiricilar igin
hizli bir Oznitelik ¢ikarimi saglamistir. Bu model ¢ok boyutlu uzayda anlam ve
sozdizimsel olarak benzeyen kelimelerin yakinlik degerlerini 6grenerek aralarindaki
iliski hakkinda yorumlanabilecek anlamli bir bilgi ¢ikarimimi saglamaktadir. Veri
kiimesinin konusma dilinde olmasi sebebiyle kelime modeli de bu giinliik dildeki
ifadeleri etkili bir sekilde 6grenmistir. Iki veri kiimesi sayesinde elde edilen word2vec
modelleri kiyaslandiginda, N11 verileri daha fazla veri Ornegiyle beslendigi i¢in
ogrendigi kelime sayist da olduk¢a fazladir. Bu durum N11 word2vec modelinin daha
genellestirilmis bir form oldugunu gosterir, yani modelin daha 6nceden gormedigi

verilerdeki kelimelerin temsillerini igerme olasiliginin yiiksek oldugunu gdstermektedir.
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Ogrenilmis olan kelime modellerini kullanmak iizere, temel smiflandirict modeli olarak
geleneksel bir algoritma olan RF ydntemi secilmistir. ilk olarak Hepsiburada verileri bir
degerlendirme yapmak amaciyla RF siiflandirict modeli uygulamasi i¢in kullanilmistir.
N11 verileri RF algoritmasi i¢in degerlendirildiginde veri sayisinin artmasi sayesinde
cok daha iyi bir performansa ulasilmigtir. Bu sebeple daha sonraki siniflandirici
yaklasimlarinda N11 veri kiimesi kullanilmistir. Yenilik¢i yaklasimlardan olan yapay
sinir aglar1 kapsaminda yer alan LSTM ve D-CNN smiflandirict modelleri arasinda

kiyaslamalar yapilmistir.

Catal ve Nangir (2017), ¢alismalarinda geleneksel makine 6grenmesi yontemlerinin ¢ok
fazla veri Ornegine ihtiyact olmadigini gosteren bir calisma ortaya koymaktadirlar.
Kitap yorumlari, film yorumlar1 ve aligveris sitesindeki iirlin yorumlar1 olmak iizere 3
farkli veri kiimesi web iizerinden toplanmustir. Uriin yorumlar1 Hepsiburada yoluyla
elde edilmistir. Naive Bayes ve SVM siniflandiricilarini kullanarak 4 farkli model ile
degerlendirme yapilmistir. Hepsiburada verileri kullanilarak egitilen simiflandiric
modelleri test edildiginde diger verilere kiyasla en diisiik dogruluga ulagilmistir. Cizelge
5.1°de, 3 farkli geleneksel makine Ogrenmesi yontemleri kullanilarak olusturulan

topluluk siniflandirict modelinden yararlanilmaktadir.

Cizelge 5.1 Kullanilan farkli veri kiimeleri boyutlari ve elde edilen topluluk
siniflandiricit modelinin test sonuglari

Hepsiburada Beyazperde Antoloji

(iirtin) (film) (Kitap)

Veri 6rnegi boyutu 5256 2248 1548
Dogruluk sonuglari % 79,96 % 83,68 % 86,13

Hepsiburada verilerindeki yorumlar ve puanlan arasindaki ¢eliski ve giinliik konusma
dilinde yazilan yorumlar performansin daha diisiik olmasinin sebebi olarak
gosterilebilir. Tez ¢alismasinda kullanilan Hepsiburada verileri bu ¢alismada kullanilan

Hepsiburada veri 6rneginin 2 katindan daha fazladir ve bu veri fazlaligi, dogruluk
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yiizdesi olarak % 4,27 daha iyi bir sonuca ulagtirmaktadir. Tez kapsaminda kullanilan
Hepsiburada verileri i¢in rastgele orman siniflandiricist kullanilmistir, bu sebeple daha
yiiksek dogruluk elde edilmesinin bir sebebi de rastgele orman simiflandiricisinin

performansi olarak gdsterilebilir.

Farkli bir ¢alismada (Zhao vd. 2017), Hepsiburada ve N11 verilerine esdeger olan
Amazon firiinlerine yapilan yorumlar toplanarak veri kiimesi olusturulmaktadir. 11.754
etiketli ve 1.143.721 (1.1M) zayif etiketli olarak iki farkli veri toplulugu Amazon
tizerinden elde edilmektedir. Yiiksek boyutlu zayif etiketli yorumlar, zayif-denetimli
derin gomme (Weakly-Supervised Deep Embedding-WDE) mimarisinin gémme
(embedding) katmaninda ciimlelerin Ozniteliklerini ¢ikararak iyi bir smiflandirma
yapmak i¢in bir avantaj saglamaktadir. Ayni etikete sahip ctimleler birbirine yakin
dururken farkli etikete sahip ciimleler uzak mesafede kalmaktadir. Word2vec modeline
kiyasla onerilen model bir kelime temsili yerine, gdmme katmaninda climle temsillerini
tiretmektedir. Model goémme katmanindaki ciimle temsillerini zayif etiketli yorumlar
sayesinde olusturmaktadir ve son katman olan siniflandirma katmaninda ise etiketli

yorumlardan yararlanilarak ikili bir siniflandirict modeli iiretilmektedir.

Cizelge 5.2 Farkli CNN ve LSTM modellerinin test dogruluk degerleri

Etiketli Veri Kiimesi

Yontem Dogruluk Boyutu
CNN-rand % 84,7
CNN-rand11m % 84,9
CNN-weak % 77,1

LSTM-rand % 84,5 11754
LSTM-rand-11m % 85
WDE-CNN % 87,7
WDE-LSTM % 87,9
LSTM % 94,21

57634
D-CNN % 93,89
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Cizelge 5.2°de CNN-rand ve LSTM-rand, word2vec modeliyle egitilmis siniflandirici
mimarilerini temsil etmektedir. CNN-rand11m ve LSTM-rand11m, word2vec ve 1.1M
verilerinin ikisiyle beslenerek elde edilmis olan modellerdir. CNN-weak ise sadece
1.1M zayif etiketli veri kiimesiyle egitilmektedir. Arastirmacilar elde ettikleri dogruluk
sonuglarint yorumlarken, word2vec ile egitilen modelin daha diisiik performans
saglamasinin bir sebebi olarak word2vec modelinin agik bir sekilde duygu bilgisini
yakalayamamasi1 olarak gormektedirler. Ikinci sebep ise WDE tiim ag1 &nceden

egitirken, word2vec yalnizca girdi olarak verilen sozciikleri 6n egitimden gecirmektedir.

Cizelge 5.2°nin son iki satir1 ise tez calismasinda N11 veri kiimesi araciligiyla iiretilmis
olan CNN ve LSTM modellerinin dogruluklarini gdstermektedir. Veri kiimesinin
biiylikliigli dogruluk sonuclarinin yiiksek olmasi agisindan biiyiikk bir avantaj
saglamaktadir. Referans olarak gosterilen calismada 11.754 verinin tamami 3 kisi
tarafindan 6zenli bir sekilde etiketlendirilmistir. Tez ¢aligmalarinda kullanilan veriler
N11’den alindiktan sonra herhangi bir miidahale olmamuistir, veriler orijinal etiketleriyle
kullanilmistir. Ayrica model mimarisi olarak kelime yerine climlelerin duygusu 6n

plandadir.

Rastgele orman yaklagimi, uygulama agisindan oldukg¢a kolaydir ve bir siniflandirma
problemi olan duygu analizi icin elverislidir. Ancak RF algoritmasinin siniflandirici
model egitimi esnasinda herhangi bir kontrol yapilamamasi sebebiyle, yani agac sayisi
parametresi disinda kullanicinin miidahale edebilecegi bir unsur yoktur. Bu durum daha
iyi bir model elde etme ihtimalini kisitlamaktadir. Ancak ¢ok kisa bir siirede karmasik

bir algoritmada ulasilabilecek dogruluk degerine yakin bir sonug elde edilmistir.

Duygu analizi problemi basit bir simiflandirma problemi olmasi sebebiyle RF
algoritmasiyla da etkili bir sonuca ulasmaktadir. Daha zorlu hesaplamalara sahip olan
LSTM ve D-CNN smiflandiricilart RF algoritmasina kiyasla kiiciik bir farkla daha iyi
sonuglara erismektedir. Performans olarak LSTM, D-CNN ve RF modelleri parametre

ayarlamalar1 sonucundaki dogruluklar ¢izelge 5.3’te yer almaktadir.
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Cizelge 5.3 Kullanilan rastgele orman, LSTM VE D-CNN modellerinin dogruluk

degerleri
Rastgele Orman LSTM D-CNN
Hepsiburada % 84,23 o L
N11 % 93,12 % 94,21 % 93,89

Evrigimli sinir aglari, LSTM’e oranla daha sik kullanilan bir metottur. Ancak
genisleyen evrisimli sinir aglar: kullanimina rastlanmamaktadir. Bu agidan bakildiginda
yapilan g¢alismada yenilik¢i bir yaklasim kullanilmis oldu. Kullanilan mimaride dort
evrigim katman kullanilmasi1 sebebiyle 6grenme sirasinda oldukca fazla parametre
hesaplamasi yapilmaktadir. Ancak geleneksel evrigimli sinir aglarima kiyasla genisleyen
filtreler sayesinde ¢cok daha az parametre hesabi yapilmaktadir ve daha kisa siirede

ogrenme gerceklesmektedir.

LSTM modelinde tek bir katmana sahip bir mimari yapisi olusturulmustur ancak LSTM
zaten kendi icerisinde ¢oklu bir ag yapisina sahiptir. D-CNN modeli 6grenme sirasinda
2.771.985 parametre hesabi1 yapmaktadir, LSTM’de ise bu deger 570.625dir. Her iki
smiflandirict modeli de 46.107 veri Ornegiyle beslenmistir ve LSTM modeli egitim
sliresi yaklasik 50 dakika iken, D-CNN’de bu siire yaklasik 4 katidir (Cizelge 5.4). Basit
bir mimari tasarima sahip olan LSTM modeli, daha yenilik¢i olan genisleyen evrigimli
sinir aglarina gore hesaplama yiikii ve dogruluk degerlendirmesi géz oniine alindiginda
etkili sonuclara ulastig1 goriilmektedir. LSTM modeli hiperparametre ayarlamalari i¢in
pek ¢ok deneysel ¢alisma yapilmistir. Ancak dogruluk degerinde daha iyi bir degere

ulasilamamustir.

Cizelge 5.4 Kullanilan rastgele orman, LSTM VE D-CNN modellerinin ¢aligma stireleri

Rastgele Orman LSTM D-CNN
Hepsiburada 21s . .
N11 178s 3030s 12287s
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Veri kiimesindeki celigkili etiketlemeler ve herhangi bir filtre uygulanmamis olmast,
cesitli parametre ayarlamalarina ragmen tiim smniflandiricilarin - degerlendirmesi
sonucunda elde edilen dogrulugun daha fazla artamamasina sebep olan nedenlerden biri

olabilecegini gostermektedir.

5.3 Oneriler

Caligma genel hatlariyla veri toplama, kelime vektorii temsilleri egitimi ve siniflandirma
olmak {tizere 3 bolimden olusmaktadir. Her bdliim igin iyilestirme saglamak

mumkindiir.

Yapilan deneyler ve arastirmalar neticesinde veri kiimesinin filtrelenerek daha etkili bir
sekilde olusturulmasi, hatali etiketlemelerin temizlenmesi veya verilerin arttirilmast,

yapilan testlerdeki dogruluklarin artmasini saglayacaktir.

Siniflandiricr i¢in kullanilmak {izere hazirlanan yorum vektorleri sabit boyutlu olsun
diye kesme veya sifir ile doldurulmaktadir. Bu durum i¢in bos alan yaratmak veya
boyutu asan kelimeleri kaldirmak yerine farkli bir metot uygulanmasi, ¢alismay1 daha
etkili bir sonuca gotiirebilir. Ayrica kullanilan algoritma olan word2vec modeli yerine
benzer mantikla calisan farkli yontemler iizerinde c¢alismalarda kelime modelini

gelistirebilir.

Derin 6grenme alaninda yapilan calismalar son zamanlarda oldukg¢a hizli ilerlemesi
sebebiyle her gecen giin yenilikgi mimariler ortaya c¢ikmaktadir. Son adim olan
smiflandirma modelleri igin bir alternatif olarak farkli derin 6grenme mimarilerinin

aragtirmasi yapilarak denenmesi ¢alismayi bir adim ileriye tasiyabilir.
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