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Bu çalıĢmada Ġvesi koyunlarının laktasyon süt verimleri üzerine proje, sürü, kuzulama 

ayı ve laktasyon süresinin etkisi çoklu regresyon ve yapay sinir ağı ile modellenmiĢ ve 

modellerin uyum yetenekleri karĢılaĢtırılmıĢtır. Analizler 2019 yılında kuzulayan 

toplam 5749 adet Ġvesi koyunun laktasyon süt verimleri üzerinde uygulanmıĢtır. Hayvan 

materyalinin % 80’i eğitim, % 20’i ise test veri seti olarak rastgele ayrılmıĢtır. Yapay 

sinir ağları (YSA) modelinde tekrarlanan denemeler sonucunda seçilen mimariye göre, 

gizli katman sayısı üç ve bu katmandaki gizli düğüm sayısı beĢ olarak alınmıĢtır. YSA 

ile çoklu regresyon modelinin iyi uyumunun karĢılaĢtırılmasında düzeltilmiĢ belirleme 

katsayısı (R
2
), hata kareler ortalamasının karekökü (Root Mean Square Error-RMSE), 

ortalama mutlak sapma (Mean Absolute Deviation-MAD) ve ortalama mutlak yüzde 

hata (Mean Absolute Percentage Error-MAPE) performans kriterleri kullanılmıĢtır. 

Analizler sonucunda yapay sinir ağları modeli ile eğitim ve test veri setlerine ait R
2
 

değerleri 0,55-0,62, RMSE değerleri 17864,83-16801,78, MAD değerleri 12427-11461 

ve MAPE değerleri 17,30-14,73 olarak bulunmuĢtur. Çoklu doğrusal regresyonda ise bu 

değerler sırası ile R
2
 için 0,31-0,41, RMSE için 17702,31-15528,64, MAD değeri 

12014-10844 ve MAPE değeri 16,40-14,26 bulunmuĢtur. Söz konusu kriterlere göre bu 

modeller karĢılaĢtırıldığında, bu çalıĢmada kullanılan süt verimlerinin 

tahminlenmesinde yapay sinir ağı modelinin çoklu doğrusal regresyon modelinden daha 

iyi uyum sağladığı belirlenmiĢtir. Dolayısıyla, yapay sinir ağlarının regresyon analizine 

alternatif bir metot olabileceği sonucuna ulaĢılmıĢtır. 

 

Eylül 2019, 47 sayfa 

Anahtar Kelimeler: Ġvesi Koyunu, Laktasyon Süt Verimi, Yapay Sinir Ağları, Çoklu 

Doğrusal Regresyon 
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In this study, effects of lactation length, project, lambing month and herd on lactation 

milk yield of Awassi sheep were modeled with multiple regression and artificial neural 

networks (ANN) and compared of fit of models. Analyses were carried on lactation 

milk yields of 5749 Awassi sheep lambed during the year of 2019.  80% of the data set 

was randomly allocated as training and 20% as test data set. After several experiments, 

hidden layer number was taken three and hidden nodes number were found five for the 

chosen architecture. Adjusted coefficient of determination (R
2
), root mean square error 

(RMSE), mean absolute deviation (MAD), mean absolute percentage error performance 

criteria (MAPE) were used for comparison of artificial neural network and multiple 

linear regression models goodness of fit. After analysis R
2
 values of training and test 

data sets were found 0.55-0.62 for the lactation milk yields with neural networks model. 

RMSE, MAD and MAPE criteria also were found 17864.83-16801.78, 12427-11461 

and 17.30-14.73, respectively. These criteria were found for R
2
, RMSE, MAD and 

MAPE among 0.31-0.41, 17702.31-15528.64, 12014-10844 and 16.40-14.26, 

respectively for multiple linear regression. When the models were compared, the 

artificial neural networks model gave better fit than multiple linear regression model. 

Consequently, artificial neural networks was determined as an alternative method to 

multiple regression analysis. 

 

September 2019, 47 pages 

Key Words: Awassi Sheep, Lactation Milk Yields, Artificial Neural Networks, 

Multiple Linear Regression 
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ÖNSÖZ ve TEġEKKÜR 

 

Alan Turing’in adını verdiği ve kendi icadı olan makineyle baĢlayan, insanoğlunun 

kendi kendine düĢünen ve karar verip harekete geçen makineler yapma gayreti, yapay 

zekâ kavramını ve insan beyninin öğrenme ve karar verme fonksiyonlarını taklit eden 

yapay sinir ağlarının geliĢtirilmesine uzanan bir süreci doğurmuĢtur.   

 

Yapay sinir ağları, doğrusal olmayan yapıları ve süreklilikleriyle; tahmin, fonksiyon 

yaklaĢtırma, sınıflandırma, veri iliĢkilendirme, kümeleme, filtreleme, optimizasyon ve 

kontrol amacıyla birçok alanda sıkça kullanılan geleneksel sistemlerden farklı olan 

çalıĢma yöntemleriyle, doğrusal olmayan birçok problemin çözümünde baĢarılı bir 

Ģekilde kullanılmaktadır. 

 

Bu çalıĢma koyunculuğun önemi ile baĢlayıp koyunun yetiĢtirilme amacı, 

evcilleĢtirilmesi, taksonomik olarak sınıflandırması ve koyun ırklarının sınıflandırılması 

ile devam etmektedir. Daha sonra çalıĢmada verim kayıtları kullanılan Ġvesi koyunu 

hakkında bilgi verilmiĢtir. Bir sonraki aĢamada ise “Halk Elinde Hayvan Islahı Ülkesel 

Projesi” ve yapay sinir ağları ile çoklu doğrusal regresyon analizi hakkında bilgi 

verilmiĢtir.  

 

Bu çalıĢmada Ġvesi koyunlarında laktasyon süt verimleri kullanılarak çoklu doğrusal 

regresyon ve yapay sinir ağı modelleri karĢılaĢtırılmalı olarak incelenmiĢtir. 

 

ÇalıĢmalarım esnasında, bilgi ve deneyimlerini paylaĢarak desteklerini esirgemeyen 

danıĢman hocam sayın Prof. Dr. Mehmet ERTUĞRUL’a (Ankara Üniversitesi Ziraat 

Fakültesi), tezin hazırlama aĢamasında yardımlarını esirgemeyen sayın Prof. Dr. 

Çiğdem TAKMA (Ege Üniversitesi Ziraat Fakültesi) ve Doç. Dr. Seyrani 

KONCAGÜL’e (Ankara Üniversitesi Ziraat Fakültesi) teĢekkür ederim. 

 

Ayrıca, “Halk Elinde KüçükbaĢ Hayvan Islahı Ülkesel Projesi”nin koordinatörlüğünü 

yürüten Tarımsal AraĢtırmalar ve Politikalar Genel Müdürlüğüne (TAGEM), ġanlıurfa 
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1. GĠRĠġ 

 

1.1 Koyunculuğun Önemi 

 

Koyunculuk, geniĢ alanlara sahip meralar ve iklimsel coğrafi koĢullarına sahip alanlarda 

daha fazla tercih edilmektedir. Verimi düĢük geniĢ meralara sahip bölgelerde yapılan en 

yaygın hayvancılıktır. Koyun ucuz tarla ürünlerinin daha karlı hale getirilmesinin 

yanında bahçe ve tarla çevresinde yetiĢen otlarla beslenerek hem yem ihtiyacını karĢılar 

hem de bu otların çoğalmasını engelleyerek ilerde ortaya çıkabilecek zararların da 

önüne geçilmesinde yardımcı olur. Koyun, yetersiz çevre koĢullarına ve hastalıklara 

dirençli, yönetimi kolay, maliyeti düĢük ve üretim bakımından güvencelidir. Tarımı 

geliĢmemiĢ ve yem imkânları kısıtlı olan alanlarda yaĢayanların en güvenilir gelir ve 

geçim kaynağı konumundadır. Verimi az ve kalitesi düĢük olan meraları ve diğer 

büyükbaĢ hayvanların faydalanamadığı tabiatı iyi değerlendirirler. DüĢük kaliteli kaba 

yemlerden en iyi yararlanabilen hayvandır. Tüm bu özellikler göz önüne alındığında 

koyunculuk geniĢ bir yayılım alanına sahip olarak karĢımıza çıkmaktadır.  

 

Koyun yetiĢtiriciliği çok uzun yıllardan önce baĢlayıp günümüze kadar uzanan bir 

süreçte insanlar için önemli olan et, süt, yapağı, post, gübre gibi verimleri ile 

ihtiyaçlarını karĢılamaktadır.  

 

Koyunların verimlerine bakıldığında koyunculuğun önemi daha da artmaktadır. Bu 

verimlere ayrı baĢlıklar altında aĢağıda değinilmiĢtir. 

 

1.1.1 Et verimi 

 

Koyun eti, yetiĢtirildiği tüm coğrafyada sevilen ve ayrıca aranan bir gıda maddesidir. En 

önemli verim kaynağı olan etin büyük bir kısmını kuzu eti, diğer önemli bir bölümünü 

de toklu ve koyun etleri oluĢturur. Koyunlardan üretilen et yeryüzündeki birçok insan 

için önemli bir hayvansal protein kaynağıdır. 
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Et verimi, kesilen hayvandan elde edilen gövdenin (karkasın) ağırlığı olarak bilinir. 

Ancak besin ve tüketim acısından ise karkastan elde edilen yenebilecek et miktarı akla 

gelir ki buna homojen olarak dağılmıĢ olan vücut yağı da eklenebilir.  

 

1.1.2 Süt Verimi 

 

VahĢi yaĢamda çeĢitli türlerin diĢileri yavrularını besleyecek miktarda süte sahip 

oldukları halde, evcilleĢtirme sonucu yapılan ıslah çalıĢmalarında ise daha fazla süt 

verme kabiliyeti kazandırılmıĢtır. Hatta bu artıĢın türe göre değiĢmek üzere 8-12 kat 

kadar olduğu da görülmüĢtür. 

 

Koyun sütünden; Akdeniz, Balkan ve Ortadoğu ülkelerine kadar uzanan bir bölümde süt 

ve sütten elde edilen ürünler olarak yararlanılmaktadır. Batı Avrupa ülkelerinde pek 

fazla bilinmeyen fakat Doğu Avrupa ve Akdeniz coğrafyasındaki ülkelerde yoğun 

olarak tüketilen peynir ve yoğurt gibi sütten elde edilen gıda maddeleri yüksek fiyatta 

alıcı bulmaktadır.  

 

Özellikle kırsal bölgelerde yaĢayanların süt ve süt ürünleri ağırlıklı olarak, ihtiyacını o 

bölgeye uyum sağlamıĢ olan yerli koyunlardan elde edilen süt oluĢturmaktadır. Bu 

bölgelerde yetiĢtirilen çoğu yerli koyun ırkları et ve süt verimi bakımından 

yetiĢtirilmektedir.  

 

1.1.3 Yapağı Verimi 

 

Koyunların önemli verimlerinden biri olan yapağı; incelik, uzunluk, mukavemet, 

elastikiyet, kıvrım gibi özellikler bakımından diğer liflere göre üstün özeliklere sahip 

olmasından dolayı insanlar tarafından tercih edilmektedir. Ayrıca sıcaklığı hapsetme, 

rutubeti alma, fazla ıslanmama ve keçeleĢme gibi özellikleri sayesinde de dokuma 

endüstrisi için en önemli hammaddedir.  
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Yapay lif üretimi ve bunlardan elde edilen sentetik dokumalar artsa da insanların 

sağlıklı ve kaliteli giysilerinin elde edilmesi yapağı olmadan düĢünülemez. Yapağıdan 

elde edilen yünlü kumaĢların, sağlıklı ve soğuğa karĢı koruyuculuğunun yanında ayrıca 

yün; halı, kilim ve battaniye gibi gereçlerin yapımında önemli rol oynar. 

 

1.1.4 Diğer Verimler 

 

Koyun ve kuzu derisi; kürk, post ve deri elbiselerin önemli hammaddesidir. Bunlardan 

elde edilen mamuller yüksek fiyatlarla piyasada kendilerine yer edinirler. Koyun ve 

kuzu barsakları; sucuk ve sosis gibi ürünlerin üretiminde, cerrahi alanda kullanılan 

ipliklerin (katküt) üretilmesinde; kemik, boynuz, tırnak gibi diğer ürünler ise düğme, 

tarak, tutkal, boya vb. maddelerin yapımında kullanılmaktadır. Ayrıca koyun 

yapağısından elde edilen Lanolin; ilaç ve kozmetik endüstrisinde kullanılır. Tarımda 

kullanılan çiftlik gübrelerinin baĢında koyun gübresi gelmektedir. Koyun gübresi 

içerdiği besin maddeleri ve mineraller sayesinde tarla, bahçe ve çayır gibi tarım 

arazilerinin verimini artırır ve bu alanların ömrünü uzatır. 

 

1.2 Koyunun YetiĢtirilme Amacı 

 

Ġyi bir koyunculuk için yetiĢtiricilik yapılacak alanın çevresel ve ekonomik koĢullarına 

göre yetiĢtirme Ģeklinin iyi analiz edilip ve buna uygun ırkın veya tipin seçilmesi en 

önemli Ģarttır.  

 

YetiĢtirilecek koyun ırkının veya tipinin tespit edilmesinde; bölge iklimi, mera alanı ve 

yem imkânlarının yanında koyun verimlerinin ekonomik boyutu da göz önüne 

alınmalıdır.  

 

Örneğin, Türkiye’de yetiĢtiriciliği yapılan Ġvesi ve Sakız gibi sütçü koyun ırkları 

incelendiğinde; Ġvesinin farklı iklim koĢullarına daha az duyarlı olduğu, Sakız koyun 

ırkının ise çevreye daha çok duyarlı olduğu görülmektedir. Diğer ülkelerden getirilen 
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etçi koyun ırklarında da durum benzerdir. Bazıları çevre koĢullarına biraz uyum 

sağlayabildikleri halde bazıları uyum sağlayamamaktadır. 

 

Dünyada koyun yetiĢtiriciliği genellikle et ve yapağı üretimi amacıyla yapılmaktadır. 

Ancak bazı ülkelerde süt verimi yönünden bu iki verim türüne göre daha önde olan 

koyun ırkları geliĢtirilmiĢtir. Özelikle Akdeniz ülkelerinde et ve yapağı veriminin 

yanında sütçü olmayan koyunların sağılmasıyla süt de elde edilmektedir.  

 

Türkiye’de ise yerli koyun ırklarının çoğu et, süt ve yapağı verim yönleri için yetiĢtirilir. 

Batı Anadolu ve Trakya’daki ırklarda et ve süt verimi daha önemliyken Güneydoğu 

Anadolu’da yetiĢtirilen Ġvesi ırkında ise süt verimi birinci derecede önem arz 

etmektedir. Türkiye’de verim yönlerine göre bölgeler arasında farklılıklar olmasına 

rağmen Türkiye yerli koyun ırkları; et, süt ve yapağı göz önüne alındığında her üç verim 

yönünden kombine olarak yetiĢtirilirler. 

 

1.3 Koyunun EvcilleĢtirilmesi 

 

Koyun (Ovis aries), çok yönlü ve adaptasyon yeteneği son derecede yüksek olan bir 

türdür. YaklaĢık 11.000 yıl önce Verimli Hilal'deki evcilleĢtirilmelerinden, günümüzde 

koyunlar gıda (süt, yağ, et) ve elbise (deri, yün) üretimini içeren çeĢitli kullanım 

alanlarından biri için yararlanılan, üzerinde yaĢamın olduğu her kıtanın farklı 

bölgelerini kaplarlar (Dwyer 2008). Çevresel tolerans, davranıĢsal ve ticari özelliklere 

dayalı seleksiyon, 1.400'den daha fazla ırkın geliĢmesine yol açmıĢtır. Bu ırkların 

belirlenmesi geleneksel olarak morfolojiye dayanır (örneğin, post rengi, yapağı ve 

karkas yapısı, ġekil 1.1). Koyunlar ırka bağlı olarak 25 kg ile 160 kg arasındadır ve 

erkekleri genellikle diĢilerden yaklaĢık % 40-50 daha büyük orana sahip önemli 

derecede cinsel dimorfizm gösterirler (Dwyer 2008). EvcilleĢtirmeden bu yana oluĢan 

esas adaptasyonlara ek olarak uygulanan seleksiyonlarla sık yapağı örtüsüne sahip 

koyun ırklarının oluĢması (Kıl koyunları hariç) ve boynuzsuz ırkların sayısında bir artıĢ 

olarak karĢımıza çıkmaktadır. Her iki cinsiyetin üyeleri boynuzlu veya boynuzsuz da 

olabilir (ġekil 1.1). Koyunlar 4-8 aylıkken üreme açısından olgunlaĢır, gebelik 5 aydan 
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biraz uzun sürer ve bireylerin yaĢama süresi 10 yıl veya daha uzun olabilir (Dwyer 

2008).  

 

 

ġekil 1.1 Ovis aries’in tek bir ırkı olan Ġzlanda koyununda doğal olarak fenotipik 

varyasyonlar görülmektedir. Bu ırkta siyah lekeliden (a) tamamıyla siyaha 

(b), tam beyaza kadar değiĢen renk varyasyonu ve boynuzlu (a, c), boynuzsuz 

(b) ve nadiren dört boynuzlu (d) koyunlar görülmektedir (Smith 2014) 

 

Tarihte insanlık için önemli olan “EvcilleĢtirme”, Neolitik çağda yaklaĢık 11.000 yıl 

önce Verimli Hilal (Fertile Crescent) olarak adlandırılan bölgede baĢlamıĢtır. Çiftlik 

hayvanlarının evcilleĢtirilmesinde öncü türler olarak sığır, domuz, koyun ve keçi 

gösterilmektedir (Zeder 2008). Bu dört türün ilk evcilleĢtirilme yerleri ve zamanı Ģekil 

1.2’de gösterilmektedir. 
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ġekil 1.2 Verimli Hilal'deki evcil hayvan türlerinin kökeni ve dağılıĢı. Renkli alanlar, 

genel bölgeyi ve ilk evcilleĢtirmenin gerçekleĢtiği düĢünülen günümüzden 

önceki yaklaĢık süreleri gösterir. Renkli alanlar dıĢındaki tarihler, 

evcilleĢtirmenin bir bölgede ilk olarak gerçekleĢtirildiği yaklaĢık tarihleri 

gösterir. Turuncu renk, keçiyi (Capra hircus); mavi renk, koyunu (Ovis aries); 

yeĢil renk, sığırı (Bos taurus); fuĢya rengi ise domuzu (Sus scrofa) temsil 

etmektedir (Zeder 2008) 

 

ġekil 1.3’te koyun, keçi ve sığırın yanında domuzun Neolitik dönemde evcilleĢtirilme 

alanlarından Tuna ve Akdeniz istikametinde batıya yayılıĢı görülmektedir. 
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ġekil 1.3 EvcilleĢtirilen türlerin Akdeniz Havzasında Neolitik geniĢlemesinin birleĢik 

bir modeli görülmektedir. Turuncu renk, keçiyi (Capra hircus); mavi renk, 

koyunu (Ovis aries); yeĢil renk, sığırı (Bos taurus); fuĢya rengi ise domuzu 

(Sus scrofa) temsil etmektedir (Zeder 2008) 

 

EvcilleĢtirilmelerin birbirlerine yakın tarihlerde olmalarının yanında ilk evcilleĢtirilen 

türlerin koyun ve keçi olduğu bildirilmektedir (Zeder 2008). Benzer büyüklükleri ve 

coğrafi bölgeleri paylaĢmıĢ olmalarından dolayı, antik koyun ve keçileri ayırt etmek için 

kemik morfolojisini kullanmak zordur. Zooarkeolojik kayıt, koyunların Çömlekçilik 

Öncesi Neolitik Dönem boyunca Kuzey Levant'ta (günümüz Ġsrail, Lübnan, Suriye ve 

Türkiye dâhil Orta Doğu'nun geniĢ bir alanı, ġekil 1.2) evcilleĢtirildiğini ve daha sonra 

günümüzden 9.000 yıl öncesinin sonuna doğru, geç Çömlekçilik Öncesi Neolitik B 

Dönemi ortasında güneye taĢındığını göstermektedir (Haber ve Davan 2004). Fosil 

kayıtlarının demografik profillemesi, sırasıyla, M.Ö. 6.000 ve M.Ö. 3.000'e kadar Asya 

kıtasının içerilerine doğuya doğru ve Afrika kıtasının içerilerine güneye doğru 

koyunların yayıldığına dayanırken, ayrıca Neolitik çiftçilerin de, yaklaĢık olarak M.Ö. 

7.000 boyunca Avrupa’ya kuzeye doğru koyunların taĢınmasından da sorumlu oldukları 

düĢünülür (Dwyer 2008, Gifford-Gonzalez ve Hanotte 2011). Yabani hayvanların geri 

melezlemesini takiben ne sıklıkla modern evcil koyunlarına çoğaldığı, bu iĢlemin kaç 

kez meydana geldiği ve hangi yabani koyun türlerinin Ovis aries formundan 

evcilleĢtirildiğine gelince tartıĢma hala devam etmektedir. Verimli Hilal'e göre yabani 

koyunların Ģimdiki doğal coğrafi bölgesi Ģekil 1.4'de gösterilmektedir.  
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ġekil 1.4 Antik Levant ya da Verimli Hilal olan evcilleĢtirmenin merkezine göre yedi 

yabani Ovis türünün dünya çapındaki doğal dağılımları. Ovis türlerinin coğrafi 

bölgelerinin çakıĢtığı yerlerde melezlendikleri bilinmesine rağmen Ovis 

orientalis’in Ovis aries olan evcil koyunun atası olduğu ileri sürülmektedir 

(Smith 2014)  

 

Yabani koyunlar üç sınıfa ayrılır: paçiseri formları (O. dalli, O. canadensis, her ikisi de 

2n = 54, Kuzey Amerika; O. nivicola, 2n = 52, Kuzey Rusya), argali formları (O. 

ammon, 2n = 56, Orta Asya yaylaları) ve muflon formları (O. vignei, 2n = 58, Aral-

Hazar havzası; O. orientalis, 2n = 54, Ġran, Ermenistan, Türkiye; O. musimon, 2n = 54, 

Avrupa). ÖrtüĢen sitogenik ve coğrafik veriler baz alındığında, O. orientalis'in evcil 

koyunların atası olduğu ileri sürülmektedir (O. aries, 2n = 54). Fakat, diğer Ovis 

türlerinin O. aries’e olan genetik katkısını çözmek, tek sayılı karyotiplerle 

sonuçlanabilen bilinen verimli türler arası melezlemeler nedeniyle karmaĢıklaĢır (Bunch 

vd. 2006). O. musimon, erken evcil koyunların yabani bir türevi olarak kabul edilir. 

 

Son yıllarda, evcilleĢtirme sürecinin aydınlatılmasında maternal (mitokondriyal) veya 

paternal (Y-kromozomal) kalıtsal veriler kullanılmaktadır. Kontrollü çiftleĢtirilen evcil 

hayvanlarda az sayıda erkek kullanılması, yavruların babalara dağılımının dengesiz 

olmasına neden olmaktadır. Y kromozomuna odaklanan genetik veriler, evcil 

koyunlarda iki babasoyu olduğunu göstermektedir. Bunlardan birisi Avrupa kökenli 
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olup diğeri ise çok sınırlı bir dağılım göstermiĢtir (Meadows ve Kijas 2009). 

Mitogenom verilerinden elde edilen sonuçlar evcilleĢtirmeden önce ayrıĢmıĢ beĢ farklı 

ana akraba grubundan (A-E) oluĢtuğunu göstermektedir (Meadows vd. 2011). Yakın 

Doğu kaynaklı bu beĢ grup, modern koyun yetiĢtiriciliğinde halen mevcut olmakla 

birlikte evcilleĢtirme merkezinden uzaklaĢtıkça sayıları azalmaktadır (Meadows vd. 

2011). Günümüzde, O. musimon’un evcil koyunlardan sadece (B) anasoyunu paylaĢtığı 

bilinmektedir (Meadows vd. 2011). Oysa modern evcil koyunlarda küresel olarak 

yapılan analizler A, B ve C anasoylarının yaygın olduğu belirlenmiĢtir. Tunç Çağı Çin'i 

kapsayan alanlarından alınan antik DNA çalıĢmaları, A'nın kökensel olarak baskın 

olduğunu ve B'nin daha sonra batı ile ticaret aracılığıyla ortaya çıktığını gösterir (Cai 

vd. 2011). ÇeĢitli modern yerli koyun ırklarının kullanıldığı benzer bir çalıĢmada, A ve 

B ana soylarının aynı zamanda Kafkaslar üzerinden Yakın Doğu'dan Avrupa'nın 

içerlerine (M.Ö. 9.000) yayıldığını ve C ana soyunun 3.000 yıl daha sonra ortaya 

çıktığını hesaplanmıĢtır (Tapio vd. 2006). 

 

Arkeolojik bulgularla eĢleĢtirilmiĢ otozomal veriler, Afrika’nın içerisine doğru ince ve 

yağlı kuyruklu koyunların iki ayrı giriĢ noktasını ortaya koymak için kullanılmıĢtır. Ġnce 

kuyruklu koyunların Levant'tan baĢlayarak ve batıya yayılarak (mezar resimleri, M.Ö. 

3.100–2.613) ilk önce geldiği düĢünülmektedir. Yağlı kuyruklu koyunlar kaydedilen 

tarihten daha sonra ortaya çıkmıĢ ve Afrika boynuzunu geçerek kıtanın burnuna doğru 

güneye dağılmıĢtır (ilk olarak M.Ö. 1.991-633 tasvir edilmiĢtir) (Gifford-Gonzalez ve 

Hanotte 2011). Ayrıca otozomal veriler (endojen retrovirüsler) koyun ırklarının küresel 

kolonizasyonunun dalgalar halinde gerçekleĢtiğini de ortaya koymuĢtur. GeliĢmiĢ 

ırkların verimli hilalden göçlerinin çeĢitli aĢamalarında ilkel akrabalarının yerini 

aldıkları gösterilmiĢtir (Chessa vd. 2009). Bu süreçte söz konusu soyların yabani 

formlarla geriye melezlenmelerine iliĢkin herhangi bir kayıt bulunmamaktadır.  

 

Ġklimsel ve beslenme ile ilgili bir dizi ekstrem koĢula adapte olan koyunların (Ovis 

aries) bu yeteneklerini, özelleĢmiĢ üretim özellikleri ve taĢıma kolaylığı ile 

birleĢtirmesi, bu ruminantı insanoğlu için değerli evcil hayvanlardan biri yapmıĢtır. 

GeçmiĢ ve mevcut yabani koyunların ırk ve türlerine çeĢitlerine eriĢim arttıkça, 
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koyunların evcilleĢtirilmesinin karmaĢık tarihini aydınlatmak üzere arkeolojik ve 

genetik çalıĢmalar bir araya gelmeye devam edecektir. 

1.4 Evcil Koyunun Taksonomik Olarak Sınıflandırılması 

 

Günümüzde çoğu araĢtırmacı, evcil koyunun (Ovis aries) yaklaĢık 11.000 yıl önce 

evcilleĢtirilmiĢ olduğunda hemfikirdirler. Bir baĢka çalıĢmada ise koyunun 8.000 - 

9.000 yıl önce evcilleĢtirilmeye baĢlandığı bildirilmektedir (Pilfug 2016). Uzun yıllar 

boyunca bir evcilleĢtirmeye tabi kalan evcil koyunun taksonomideki yeri aĢağıda 

çizelge 1.1’de gösterilmiĢtir (Linnaeus 1758). 

 

Çizelge 1.1 Evcil koyunun taksonomik sınıflandırılması (Linnaeus 1758) 

Alem Animalia  (Hayvanlar)  

ġube Chordata  (Kordalılar)  

Alt ġube Vertebrata  (Omurgalılar) 

Sınıf Mammalia  (Memeliler)  

Alt Sınıf Placentalia  (Yavru Zarlılar) 

Takım Ungulata  (Tırnaklılar) 

Alt Takım Artiodactyla  (Çift Tırnaklılar)  

Grup Ruminantia  (GeviĢ Getirenler) 

Familya Bovinae  (BoĢ Boynuzlular)  

Alt familya Ovinae  (Koyunlar)  

Cins Ovis  (Yabani ve Evcil Koyunlar) 

Tür Ovis aries  (Evcil koyun) 

 

1.5  Koyun Irkların Sınıflandırılması 

 

Koyun, tarihin çeĢitli dönemlerinde dünyanın değiĢik bölgelerinde farklı yabani orjine 

sahip, çeĢitli doğal koĢulların etkisi ile yetiĢtirilme amaçlarının farklılığı nedeniyle 

birbirlerinden farklı özellikte çok fazla sayıda koyun ırkı oluĢmuĢtur. Ayrıca 

yetiĢtiricilerin koyunların verimlerini geliĢtirmek için yaptıkları seleksiyon ve 

melezlemeler gibi etkilerle de farklılaĢmıĢlardır. Bu süreç günümüzde de hala yeni 

ırkların oluĢturulmasında sürekli ve sistemli veya sistemsiz bir Ģekilde devam 

etmektedir.  
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Bugün dünya üzerinde 2.000’den fazla koyun ırkı mevcut olmasına karĢın bu ırkların 

çoğunun ekonomik değeri düĢük ya da orta düzeydedir. Bu yüzden koyun ırklarının 

sınıflandırılması bazı ölçüler esas alınarak yapılmaktadır. En yaygın kullanılan ölçüler; 

verim yönü, kuyruk yapısı ve yapağının temel alındığı sınıflandırmadır.  AĢağıdaki 

çizelge 1.2’de bu sınıflandırma yöntemlerine ve bu sınıflar için örnek ırklar verilmiĢtir 

(Ertuğrul 1997, Kaymakçı 2006). 

 

Çizelge 1.2 Koyun ırklarının sınıflandırılması (Ertuğrul 1997, Kaymakçı 2006’dan 

değiĢtirilerek alınmıĢtır) 

 
Sınıflandırma Yöntemi Örnek Irklar 

a. Verim yönlerine göre  

- Yapağı yönlü olanlar  Merinoslar 

- Et-yapağı yönlü olanlar Alman Yapağı Et Merinosu, Columbia, 

Targhee, Corriedale, Ile de France 

- Et yönlü olanlar South Down, Suffolk, Lincoln, Leicester, 

Texel 

- Süt yönlü olanlar Doğu Friz, Laaune, Langhe 

- Kürk yönlü olanlar Karagül 

- Kombine verim yönlü koyunlar  Türkiye yerli ırkları 

b. Kuyruk yapısına göre  

- Kısa kuyruklu olanlar Kuzey Avrupa Koyun ırkları ve MarĢ 

Koyunu 

- Oyluğu yağlı olanlar Hisar, Kazak, Kalmuk 

- Yağlı kuyruklu olanlar Akkaraman, Ġvesi, Dağlıç 

- Yağsız uzun kuyruklu olanlar  Merinoslar, Kıvırcık, Karayaka 

c. Yapağı ve kıl örtüsüne göre  

- Ġnce ve bir örnek yapağılı olanlar Merinoslar ve Rambouillet 

- Orta incelikte yapağılı olanlar Chevlot, Dorset, Hampshire, Suffolk, 

Southdown 

- Uzun yapağılı olanlar Cotswold, Lincoln, Leicester 

- Melez yapağılı olanlar Columbia, Corredale, Targhee 

- Kaba ve karıĢık yapağılı olanlar Türkiye yerli koyun ırkları 

- Kürk ırkları Karagül 

- Kıl örtülü olanlar  Kamerun, Nijer, Senegal 

d. Türkiye koyun ırkları  

- Türkiye yerli koyun ırkları  Kıvırcık, Akkaraman, Morkaraman 

- Türkiye melez yeni koyun tipleri  Tahirova, Sönmez, Menemen, Acıpayam 

 

Günümüzde en çok kabul gören ve en pratik olan verim yönlerine göre sınıflandırmadır 

(Ertuğrul 1997, Kaymakçı 2006) 
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1.6  Ġvesi Koyunu 

 

Anavatanı Mezopotamya olan Akdeniz civarındaki Suriye, Irak, Lübnan gibi ülkelerde, 

Ġsrail’de ve Kuzey Afrika’da yetiĢtirilir. Türkiye’de en çok Güneydoğu Anadolu bölgesi 

Suriye sınırındaki ġanlıurfa, Mardin, Gaziantep ve Hatay illerinde yaygınlaĢmıĢ yağlı 

kuyruklu ve ayrıca süt verim yönlü yerli koyun ırkıdır. Türkiye koyun sayısının % 

6,4’ünü oluĢturur (Ertuğrul 1997, Akçapınar 2000).  

 

Ġvesi koyunlarında, vücut beyaz renkli kaba-karıĢık yapağılı; baĢ, boyun ve ayaklar sarı, 

kahverengi ya da siyahtır. Genelde koçların çoğu kuvvetli spiral boynuzludur, diĢiler ise 

genellikle boynuzsuzdur. BaĢ ve bacaklar yapağısızdır. BaĢın uzun ve dar olmasının 

yanında kulaklar uzun ve sarkıktır. Boyun uzundur. Vücut uzun ve dardır, bacaklar ise 

uzundur. Kuyruk yağlı olmasının yanında yuvarlak olup S Ģeklinde kıvrılan uç kısmı 

kuyruğu iki parçaya ayırır ve bu bölge yapağısızdır. Memeler geliĢmiĢ ve sütçülük 

özellikleri gösterir (Ertuğrul 1997, Akçapınar 2000, Kaymakçı 2006).  

 

Ġvesi en iri yerli ırklardan birisi olup ortalama cidago yüksekliği 65-68 cm’dir. Yapağısı 

halı yapağısı tipinde olup yapağısı en kaba olan ırklardan biridir (Kaymakçı 2006). Sürü 

halinde yetiĢtirilen bu ırkın baĢlıca verimi süttür. Adaptasyon yeteneği yüksek, sıcak ve 

kurak iklim hayvanıdır. Ayrıca değiĢik çevre koĢullarına kolay adapte olan ve soğuk 

kara ikliminin görüldüğü yerlerde bile baĢarı bir Ģekilde yetiĢtirilebilmektedir. Bu 

özelliği sayesinde geniĢ bir yayılma alanına sahiptir.  

 

Ġvesilerde temel verim süt olmakla beraber et verimi de diğer yerli koyun ırklarına 

nazaran iyidir (Ertuğrul 1997, Kaymakçı 2006). Ġvesi koyunlarında vücut ölçüleri ve 

çeĢitli özellikleri Ģekil 1.5’de verilmiĢtir (Anonim 2004). Ayrıca Ģekil 1.6’te de Ġvesi 

koyununun dıĢ görünüĢüne yer verilmiĢtir (Anonim 2019b). 

 

Gerek süt ve et verim yönlü olması gerekse de yeterli olmayan bakım ve besleme 

Ģartlarındaki verimi göz önüne alındığında Ġvesilerin diğer yağlı kuyruklu yerli ırkların 

geliĢtirilmesinde büyük bir öneme sahip olduğu anlaĢılmaktadır (Ertuğrul 1997). 
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ġekil 1.5 Ġvesi koyunlarında vücut ölçüleri, verim ve büyüme özellikleri (Anonim 

2004’den değiĢtirilerek alınmıĢtır) 
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ġekil 1.6 Ġvesi koyununun dıĢ görünüĢü. a, Ġvesi erkeğini; b, Ġvesi diĢisini; c, erkekte 

spiral boynuzlu görünümü; d, diĢilerde boynuzsuz görünümü; e, kuyruk 

yapısını; f, yapağısız bacak yapısını göstermektedir (Anonim 2019b) 

 

 

 

a b 

d c 

e f 
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1.7  Halk Elinde KüçükbaĢ Hayvan Islahı Ülkesel Projesi 

 

Tarım ve Orman Bakanlığı (TOB), Tarımsal AraĢtırmalar ve Politikalar Genel 

Müdürlüğü (TAGEM) tarafından 2 ilde 2005 yılında, Ankara Keçisi ve Akkaraman 

Koyununda 8.300 baĢ hayvan ile baĢlatılan ve 2018 yılı itibariyle 60 ilde 29 

ırk/genotipte bir milyondan fazla hayvanı kapsayan “Evcil Hayvan Genetik 

Kaynaklarının Yerinde Korunması ve GeliĢtirilmesi Ülkesel Projesi” çatısı altında 

yürütülen ve 2005/8503 sayılı Bakanlar Kurulu Kararı ile uygulamaya konulan “Halk 

Elinde KüçükbaĢ Hayvan Islahı Ülkesel Projesi” Ģu ana kadar uygulanmıĢ en geniĢ çaplı 

ıslah çalıĢmalarının yapıldığı bir projedir (Anonim 2018, Yağcı vd. 2018).  

 

Bu projeyle;  

 Saf yetiĢtirme ve seleksiyonla yerli ırkların veriminin artırılması, 

 Yerli ırkların genetik potansiyellerinin ortaya konması ve korunması, 

 Damızlıkçı nüve iĢletmelerin kurulması ve birlik ve yetiĢtiricilere hayvan ıslahı 

organizasyonun öğretilmesi, amaçlanmıĢtır. 

 

Ayrıca proje sayesinde yetiĢtiriciler, koyunculuğun geliĢtirilmesi için kurulan birlikler, 

Üniversiteler ve TOB ile aynı amaç için bir araya gelmeleri sağlanmıĢtır (Yağcı 2017).  

 

Proje, 2005 yılında 2 alt projeyle baĢlamıĢ ve 2019 yılına gelindiğinde 56 ilde 21 koyun 

ve 6 keçi ırkı ile 171 alt projeyle devam etmektedir. Her bir alt proje, 300 baĢ koç/teke 

ve 6.000 baĢ koyun/keçi’den oluĢmaktadır (Yağcı 2017). ġanlıurfa ilinde 2006 yılında 

baĢlatılan Ġvesi Koyunun Halk Elinde Islahı Projesi I (63IVE2006-01)’i 2011 yılında 

Ġvesi Koyunun Halk Elinde Islahı Projesi II (63IVE2011-02) ve 2017 yılında Ġvesi 

Koyunun Halk Elinde Islahı Projesi III (63IVE2017-03) projeleri takip eder. ġanlıurfa 

ilinde Ģu an itibariyle “Halk Elinde KüçükbaĢ Hayvan Islahı Ülkesel Projesi” 

kapsamında her biri 6.300 baĢtan oluĢan toplam 18.900 baĢ Ġvesi koyunu ile 3 alt proje 

yürütülmektedir (Anonim 2018). Bu çalıĢmada ġanlıurfa ilinde yürütülmekte olan Ġvesi 

Koyunun Halk Elinde Islahı Projesi I (63IVE2006-01) ve Ġvesi Koyunun Halk Elinde 
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Islahı Projesi II (63IVE2011-02) alt projelerinde yer alan koyunlarda alınan verim 

kayıtları kullanılacaktır (Anonim 2017).  

 

1.8  Yapay Sinir Ağları (YSA) ve Çoklu Doğrusal Regresyon Analizi 

 

1.8.1 YSA Hakkında Genel Bilgiler ve Tarihçe 

 

20. yüzyılın en büyük geliĢmelerinden biri olana Alan Turing’in kendi adını verdiği 

Turing Makinesi’nin icadı ile insanlar tarafından rutin olarak yapılan bazı iĢlemlerin 

makineler aracılığıyla daha hızlı ve güvenilir bir Ģekilde yapılamasının önünü açmıĢ ve 

daha sonrasında bilgisayar teknolojisi geliĢmiĢtir. Sonraki zamanlarda da bilgisayarların 

hayatımızın her alanındaki önemini giderek artmıĢtır. Ancak daha ileri gidilerek 

makinelerin insanlar gibi düĢünebilmesini, öğrenebilmesini, yorumlayabilmesini ve 

karar vermesini taklit edebilen Yapay Zekâ kavramının ortaya atılmasıyla kendi kendine 

düĢünebilen makinelerin önünü açmıĢtır.  

 

Yapay Zekâ çalıĢmaları Turing Makinesiyle baĢlamıĢ ve bir bilim dalı olarak kabul 

edilmesi Newel ve Simon tarafından sağlanmıĢtır.  Son yıllarda yapay zekâ alanında 

yapılan çalıĢmalar, insan beynini çalıĢma prensiplerini taklit eden YSA (Artificial 

Neural Networks, ANN) üzerine yoğunlaĢmıĢtır (Bayır 2006). 

 

“YSA, insan beynin sinir hücresinin çalıĢma Ģeklini taklit ederek, sistemlere öğrenme, 

genelleme, hatırlama özelliklerinin kazandırılması” olarak ifade edilir. Dr. Robert 

Hecht-Nielsen’e göre "Yapay sinir ağı, dıĢarıdan gelen girdilere dinamik olarak yanıt 

oluĢturma yoluyla bilgi iĢleyen, birbiriyle bağlantılı basit elemanlardan oluĢan 

bilgiiĢlem sistemidir”. Buna yakın bir tanım da Teuvo Kohonen'e aittir: "YSA, paralel 

bağlı çok sayıdaki basit elemanın, gerçek dünyanın nesneleriyle biyolojik sinir 

sisteminin benzeri yolla etkileĢim kuran hiyerarĢik bir organizasyondur” (Bayır 2006). 
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YSA, ilk olarak 1943 yılında McCulloch ve Pitts tarafından ele alınmıĢ ve yaptıkları 

çalıĢmada fonksiyonları sadece “ve” “veya” mantıksal operatörlerini kullanarak 

modellemeye çalıĢmıĢlar ve nöron mantığı ile de yapay sinir hücrelerinin öğrenme 

yeteneklerini kazanabileceklerini göstermiĢlerdir. Ancak Minsky ve Papert 1969’da 

yaptıkları çalıĢma ile tek katmanlı YSA’nın XOR (Exclusive OR) gibi çok basit bir 

problemi çözemeyeceğini ortaya koymalarından sonra çalıĢmalar yavaĢlamıĢ ve bu 

alana olan ilgi de azalmıĢtır (Akbilgiç ve Keskintürk 2008). Buna rağmen YSA 

konusunda çalıĢmalar bazı araĢtırmacılar tarafından devam ettirilmiĢtir. Özellikle 

Rumelhart ve McClelland’ın çok katmanlı ağlar için geliĢtirdikleri Geri Yayılım 

Algoritmasını (Back-Propagation) kullanan Parker ve Werbos’un çalıĢmaları ile 1986 

senesinde XOR probleminin çözülmesiyle YSA çalıĢmaları tekrar hız kazanmıĢtır 

(Bayır 2006, Akbilgiç ve Keskintürk 2008). 1990’lı yıllara gelindiğinde YSA ile ilgili 

çalıĢmalar hız kazanmıĢ ve halen günümüzde birçok alanda baĢarılı bir Ģekilde 

kullanılmaktadır. YSA’nın araĢtırma-geliĢtirme süreci ve YSA’nın iĢ dünyası üzerine 

olan etkisi Ģekil 1.7’da verilmiĢtir (Smith ve Gupta 2000, Anonim 2019a). 

 

Ġnsan beyninden ilham alınarak geliĢtirilen YSA, bir sinir hücresinin temel düzeye 

indirgenerek tasarlanmıĢ modelidir. Ayrıca her biri kendi belleğine sahip iĢlem 

öğelerinden meydana gelen paralel ve dağıtılmıĢ bilgi iĢleme yapılarıdır. Genel olarak 

YSA, model seçiminde, sınıflandırılmasında ve iĢlev tahmininde en uygun değeri 

bulmakta ve verilerin sınıflandırmasında baĢarılı bir Ģekilde kullanılır (Elmas 2018). 

 

YSA’da her nodül (düğüm) bir sinir hücresini temsil eder ve her bağlantı iki sinir 

hücresi arası etkileĢimi gösteren bir ağ yapısıdır (ġekil 1.8). YSA’nın en çok kullanılan 

türü çok katmanlı olanlardır. Burada sinir hücresi katmanlarda organize olmuĢlardır 

(Mucherino vd. 2009). Bir katmanın sinir hücreleri sonraki katmanın bütün sinir 

hücreleriyle iliĢkilidir. Çoğu zaman YSA üç katmandan oluĢmuĢtur. Ġlki giriĢ 

katmanıdır ve burada giriĢler ağa tanıtılır. Diğeri gizli katman veya katmanlardan oluĢur 

ve burada giriĢler iĢleme tabi tutulur. Son katman ise çıktı katmanıdır. Burada girdilere 

uygun çıktılar üretilir (ġekil 1.9) (Mammadova 2012). 

 

 



18 
 

 

ġ
ek

il
 1

.7
 Y

S
A

’n
ın

 a
ra

Ģt
ır

m
a-

g
el

iĢ
ti

rm
e 

sü
re

ci
 v

e 
Y

S
A

’n
ın

 i
Ģ 

d
ü
n

y
as

ı 
ü
ze

ri
n
e 

o
la

n
 e

tk
is

i 
(S

m
it

h
 v

e 
G

u
p
ta

 2
0
0
0
, 
A

n
o
n
im

 2
0
1
9

a)
 

T
ur

in
g

H
eb

b
D

ar
tm

ou
th

 P
ro

je
ct

M
in

sk
y/

P
ap

er
t

W
er

bo
s

Ġl
k

 k
on

fe
ra

ns
 (

IJ
C

N
N

)
Ġl

k
 d

er
gi

le
r

19
36

19
49

19
56

19
69

19
74

19
87

19
88

M
cC

ul
lo

ch
 / 

P
it

ts
K

oh
on

en

19
43

19
72

M
in

sk
y 

19
54

IN
T

E
L

 1
97

1
S

P
S

S
 I

nc
. 1

97
5

S
A

S
 I

ns
. 1

97
6

IB
M

 P
C

 1
98

1
N

eu
ra

lw
ar

e 
Ģi

rk
et

i 1
98

7'
de

S
A

S
 1

99
7

Ġlk
 N

er
oB

ilg
is

ay
ar

ı 
in

Ģa
 e

tti
Ġlk

 m
ik

ro
iĢ

le
m

ci
 g

el
iĢ

tir
ild

i
ku

ru
ld

u
ku

ru
ld

u
ta

nı
tı

ld
ı

ku
ru

ld
u

G
en

er
al

 E
le

ct
ri

c 
C

o.
 1

95
4

Ġlk
 b

ilg
is

ay
ar

lı 
bo

rd
ro

 iĢ
le

m
e 

si
st

em
in

i k
ul

la
nd

ı

M
o

de
l T

an
ım

la
m

a 
ve

 K
on

tr
ol

T
ah

m
in

le
m

e…
.

pa
za

rı
na

 g
iri

Ģi
m

de
 b

ul
un

du

ĠĢ
le

tm
el

er
de

 U
yg

ul
am

al
ar

N
eu

ro
sc

ie
nc

e

W
hi

te
 1

98
8

T
ah

m
in

le
m

e 
üz

er
in

e 
ilk

 m
ak

al
e

IB
M

 1
99

8

70
 m

ily
ar

 $
 il

e 
B

I 
te

kn
ol

oj
is

i

M
ü

he
nd

is
li

k
te

 U
yg

ul
am

al
ar

R
os

en
bl

at
t

19
59

R
um

el
ha

rt
/H

in
to

n/
W

ill
ia

m
s

19
86

S
A

S
 E

nt
er

pr
is

e 
M

in
er

 p
iy

as
ay

a 
çı

kt
ı



19 
 

 

ġekil 1.8 Yapay bir sinir hücresinin gösteriliĢi (Grzesiak ve Zaborski 2012) 

S= Postsinaptik potansiyel, Xj = j. girdi sinyali, Wj = j. girdi nöronu ile iliĢkili ağırlık, N= Girdi 

nöronlarının sayısıdır 

 

 

 

ġekil 1.9 Ġki gizli tabakaya sahip olan ileri beslemeli yapay sinir ağının gösteriliĢi 

(Grzesiak ve Zaborski 2012) 
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1.8.2 Bir Yapay Sinirin Yapısı ve Ana Öğeleri 

 

YSA, birbirine bağlı çok sayıda iĢlem elemanlarından oluĢmuĢ, genellikle paralel 

iĢleyen yapılar olarak isimlendirilebilir. YSA’daki iĢlem elemanları (düğümler) basit 

sinirler olarak isimlendirilir. Bir yapay sinir ağı, birbirleriyle bağlantılı, çok sayıda 

düğümlerden oluĢur.  

 

GiriĢler X ile temsil edilir. Bu giriĢlerin her biri ağırlık olan W ile çarpılır. Baside 

indirgemek istersek, elde edilen bilgi eĢik değeri ile toplanır ve sonucu oluĢturmak için 

etkinlik iĢlevi ile iĢlem yapılır. Bu iĢlemler sonunda y çıktısı elde edilir. Tüm sinirsel 

ağların yapısı bu temele dayanarak oluĢturulur. YSA’nın öğrenme yeteneği ağırlıkların 

süreli olarak güncellenip ayarlanması ile doğru orantılıdır. 

 

AĢağıda yapay bir sinire ait öğeler ve yapısı hakkında bilgi verilmiĢtir. 

 

1.8.2.1 GiriĢler 

 

GiriĢler (X1,X2,…,XN) baĢka bir hücreden almıĢ olduğu bilgiyi sinire getirir. Bir sinir 

genelde birçok yerden girdileri alır. Bu girdiler toplanmak üzere nöron çekirdeğine 

gönderilir. 

 

1.8.2.2 Ağırlıklar 

 

Ağırlıklar (W1,W2,…,WN) yapay sinir tarafından alınan giriĢlerin ağırlıklarını belirleyen 

katsayılardır. Her bir giriĢ kendine ait bir katsayıya sahiptir. Bu katsayı yapay hücreye 

gelen bilginin önemini ve hücre üzerindeki etkisini gösterir. 

 



21 
 

Ağırlıkların değeri pozitif, negatif veya sıfır olabilir. Bir giriĢin katsayısının yüksek 

olması o giriĢin yapay sinire daha güçlü bağlanması, küçük olması ise zayıf bağlanması 

anlamına gelmektedir. 

 

1.8.2.3 Toplama ĠĢlevi 

 

Sinirde her bir ağırlığın ait olduğu giriĢlerle çarpımının toplamlarını eĢik değeri ile 

toplanarak o hücrenin net girdisini hesaplayan bir fonksiyondur. Bazı durumlarda bu 

toplama iĢlemi minimum (min.), maksimum (mak.), çoğunluk hesaplama veya birkaç 

normalleĢtirme algoritması gibi çok daha karmaĢık iĢlemlerde olabilir. 

 

1.8.2.4 Etkinlik ĠĢlevi 

 

Toplama iĢlevi tarafından hücreye gönderilen net bilgiyi iĢleyerek hücrenin bu girdiye 

karĢılık üreteceği çıktıyı belirleyen fonksiyondur. F(s) olarak gösterebiliriz. Kullanım 

amacı, zaman söz konusu olduğunda toplama iĢlevinin çıkıĢının değiĢmesine izin 

vermektedir. Etkinlik iĢlevi, Ģekil 1.10’daki eğrilerden biri olabilir.  

 

Sinir, etkinlik iĢlevinin eĢik seviyesinin altında çıkıĢ üretmez, üzerinde çıkıĢ üretir.  

 

1.8.2.5 Ölçekleme ve Sınırlama 

 

Düğümlerde, etkinlik iĢlevinin basitçe bir ölçek etmeni ile etkinlik değerinin çarpımının 

sonuçları ölçek iĢlemlerinden geçebilir. Sınırlama ise, ölçeklenmiĢ sonuçların min. ve 

mak. sınırları aĢmamasını sağlamaktır. 

 

1.8.2.6 ÇıkıĢ ĠĢlevi 

 

ÇıkıĢ y = f(s), etkinlik iĢlevi sonucunun diğer sinirlere aktarıldığı yerdir. Bir sinirin 

sadece bir çıkıĢı vardır. Bir sinirin çıktısı baĢka bir sinirin giriĢi olabilir.  
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ġekil 1.10 Etkinlik iĢlevleri (Elmas 2018) 

 

1.8.2.7 Öğrenme 

 

Öğrenme kuralı temel olarak basit bir model olan “Eğer iki düğüm aynı zamanda etkin 

ise aralarındaki bağ gücü artar” Hebbian öğrenme kuralına dayanır (Elmas 2018). 

Amaç, giriĢlerdeki değiĢken bağlantı ağırlıklarını derlemektir.  

 

Öğrenme kurallarına; Hebb, Hopfield, Delta, Eğimli ĠniĢ ve Kohonen Öğrenme kuralları 

örnek verilebilir (Elmas 2018). 
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1.8.3 Çoklu Doğrusal Regresyon Analizi 

 

ĠliĢki analizi olarak da adlandırılabilecek regresyon analizi, herhangi bir değiĢkenin, bir 

veya daha fazla değiĢkenle arasındaki iliĢkinin matematik bir fonksiyon seklinde 

yazılmasıdır. Tahmin yanında, bağımlı değiĢkeni etkileyen açıklayıcı değiĢkenlerin 

saptanmıĢ olmasından dolayı politika belirlemede de kullanılabilmektedir. 

 

Regresyon analizin için önerilmiĢ birçok yöntem vardır. En küçük kareler, Ağırlıklı en 

küçük kareler, Robust regresyon için Huber, Andrew ve Tukey’in M-kestiricileri, 

Gauss-Markov bunlardan birkaçıdır. Adı geçen istatistiksel yöntemlerin yanında genetik 

algoritma, yapay sinir ağları gibi bazı sezgisel yaklaĢımlar da regresyon analizine 

alternatif olarak tahminlemede kullanılmaktadır. 

 

Genel olarak çok değiĢkenli doğrusal regresyon modeli, girdi ve çıktılar arasındaki 

neden sonuç iliĢkisini modellemek üzere aĢağıdaki gibi gösterilir. 

 

Y = b0 + b1X1 + b2X2 + ….. + bnXn + εi 

 

Burada Y, bağımlı (çıktı) değiĢkeni, Xi’ler (i =1,2,..., n) bağımsız (girdi) değiĢkenleri, 

bi’ler (i = 1,2,...,n) regresyon parametrelerini, εi, tesadüfi hatayı ve n ise bilinmeyen 

parametre sayısını ifade etmektedir. 
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2. KURUMSAL TEMELLER VE KAYNAK ÖZETLERĠ 

 

Çoklu doğrusal regresyon ve YSA’nın uygulandığı bazı çalıĢmaların özetleri aĢağıda 

verilmiĢtir.  

 

Ġnce ve Sofu (2013), verileri süt veriminin tahmini için YSA ile modellemiĢlerdir.  YSA 

için modeller, tek gizli katmanlı ve sigmoid aktivasyon fonksiyonlarına sahip geri 

yayılımlı ağlar kullanılarak geliĢtirilmiĢtir. Ağın girdi değiĢkenleri yaĢ, laktasyon sayısı, 

aylık süt verimi (ġubat-Mayıs) ve laktasyon süresi iken çıktı değiĢkeni ise laktasyon süt 

verimidir. Modelleme sonuçları, deneysel veriler ile yüksek bir belirleme katsayısı (R
2
 = 

0,9998) ile tahmin edilen değerler arasında mükemmel bir uyum olduğunu göstermiĢtir. 

Dolayısıyla geliĢtirilen modelin, sınırlı sayıda parametre ve kısa bir hesaplama süresi 

kullanarak, dikkate değer bir performansla doğrusal olmayan çok değiĢkenli verileri 

analiz edebildiği gösterilmiĢtir. Mevcut modelin; sütün etiketteki son kullanma tarihini 

kontrol etmek ve tüketicilere daha güvenli gıda arzı sağlamak için alternatif bir yöntem 

olabileceği ön görülmüĢtür.  

 

Kominakis vd. (2002), laktasyon periyodunun baĢlangıcında mevcut birkaç (2-4) test 

günü kontrol kayıtları baz alınarak Chios (Sakız) ırkı süt koyunlarında test günü süt 

verimlerinin yanı sıra laktasyon süt verimini tahmin etmek için YSA’nın kullanıĢlılığını 

test etmiĢlerdir. Kullandıkları YSA, diğer YSA’ya göre bazı avantajları olan bir sinir 

ağının benzeri sistemdir. Öğrenme katsayısı, gizli katmanların sayısı veya 

katmanlardaki nöronların sayısı için seçim yapılması gerekmemiĢtir. Eğitim fazında 

kullanılan kayıtların sayısının, girdi değiĢkenlerinin sayısının (örneğin test günü 

kayıtları) ve ön iĢleme verilerinin ağın tahmin etme kabiliyetine olan etkisini 

araĢtırmıĢlardır. ÇalıĢmada ilk süt örneği alındığında, girdi değiĢkenleri olarak; ilçe, 

sürü, laktasyon süt verimi (LSV), kuzulama ayı, doğum tipi, süt verimini kaydeden, 

sağımdaki (kuzulamadan sonra) test günü ve günlerini kullanılmıĢtır.   

 

Test günü verimlerinin yanı sıra LSV’nin tahmininin uyumu için; gözlenen ve tahmin 

edilen verimler arasındaki Pearson ve sıralama korelasyonları, gözlenen ve tahmin 
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edilen verimler arasındaki ortalama fark, standart sapmalarının arasındaki fark, 

gözlenen ve tahmin edilen verimler arasındaki farkların standart sapması ve tahmin 

edilen ve gözlenen ortalama değer arasındaki oranı içeren çeĢitli kriterler kullanılmıĢtır.  

 

Tahmin edilen standart sapmalar önemsiz görülürken gözlenen ve tahmin edilen 

verimler arasındaki ortalama fark genellikle istatistiksel olarak anlamlı değildi (P < 

0,05). Gözlenen ve tahmin edilen LSV verimleri arasındaki Pearson ve sıralama 

korelasyonlar 0,87 ile 0,97 arasında değiĢmiĢtir. Test günü verimlerinin tahmininde, 

korelasyon tahminleri genellikle laktasyon verimlerinde elde edilenlerden daha düĢüktü 

ve verimler arasındaki aralık arttıkça azalmıĢtır. Eğitim için kullanılan kayıt sayısı 

500'den 1000'e kadar artırıldığında, test günü kayıt sayısı 2’den 4’e çıkarıldığında ve 

veri ön iĢleme (yani verilerin kodlanması) kullanıldığında daha iyi tahminler elde 

edilmiĢtir. 

 

Ağı belirli bir parametresinin düĢük tahmin hatası için eğitmek, genel performansını 

iyileĢtirmedi. Buna karĢılık, ağ uzmanlığı (yani, belirli parametrelerin tahmini için 

eğitim verilerinin kullanılması), söz konusu parametrenin tahmin yeteneğini 

geliĢtirmiĢtir. Bulunan sonuçlar, YSA’nın sütçü koyunlarda süt veriminin tahmin 

edilmesinde potansiyel etkinliğini ve bu araĢtırmanın daha fazla çalıĢmaya rehber 

olacağını göstermiĢtir. 

 

Torres vd. (2005), hayvanların sadece ilk kontrollerindeki kayıtlı verileri kullanarak, 

üretimin zamana bağlı olduğu koyunlarda laktasyon eğrisi eğrisini belirleyen 

parametreleri tanımlamak için genetik algoritmalarla birleĢtirilmiĢ bir sinir ağının 

potansiyelini incelemiĢlerdir. Burada amaç; hayvanın verim kapasitesinin daha erken bir 

Ģekilde tanımlanmasını sağlamak ve yüksek verimli hayvanların belirlenmesinde daha 

erken belirlenmesini ağlamaktır. Bu amaçla “genel yaklaĢım” özelliğini kullanarak, tek 

gizli katmana sahip bir ağ kullanılmıĢtır. Bu katmana dâhil edilecek düğümlerin sayısını 

bulmak için genetik ve budama algoritmaları uygulamıĢlardır. Böylelikle genetik ve 

budama algoritmaları uygulanarak elde edilen sonuçların yalnızca klasik öğrenme 
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algoritması olan geniĢletilmiĢ Delta-Bar-Delta'yı uygulayan diğer modellerden daha iyi 

olduğunu belirlemiĢlerdir.  

Grzesiak vd. (2010), Siyah Alacalarda yapay tohumlamada karĢılaĢılabilecek sorunların 

önlenmesi amacıyla yaptıkları çalıĢmada sınıflandırma fonksiyonu, lojistik regresyon, 

çok değiĢkenli uyarlanır regresyon eğrileri (MARS-Multivariate Adaptive Regression 

Spline) ve YSA metotları kullanılarak buzağılama aralığı, vücut kondisyon skoru 

(VKS), yaĢ, gebelik süresi (GS), süt verimi, sütteki yağ oranı, protein yapısı ve 

laktasyon sayısı gibi değiĢkenleri incelemiĢtir. Yapay tohumlamada risk oluĢturabilecek 

sorunlu ineklerin belirlenmesinde sınıflandırma fonksiyonu ve lojistik regresyona göre 

en iyi performansı YSA ve MARS göstermiĢtir. Buzağılama aralığının belirleme 

değiĢkeni olarak söz konusu her iki modelde de en önemlisi olduğu tespit edilmiĢtir. 

YSA tarafından önemli olarak gösterilen diğer değiĢkenler sırasıyla laktasyon sayısı, 

VKS, GS ve Siyah Alaca genleri iken, MARS modelinde ise en önemli değiĢkenlerin 

VKS ve GS olduğu saptanmıĢtır. Bu değiĢkenleri sırasıyla yaĢ, süt verimi, sütün yağ 

oranı, protein yapısı ve laktasyon sayısı izlemiĢtir. Yapay tohumlamada risk 

oluĢturabilecek sorunlu ineklerin belirlenmesinde sınıflandırma fonksiyonu ve lojistik 

regresyona göre en iyi performansı YSA (belirleme katsayısı % 87) ve çok değiĢkenli 

uyarlanır regresyon eğrileri (belirleme katsayısı % 86) göstermiĢtir. 

 

Süt ineklerinde güç doğum (distosi) problemli hayvanların belirlenmesinde Zaborski ve 

Grzesiak (2011), YSA’yı kullanmıĢlardır. Analizler sonucunda güç doğum yapan süt 

ineklerinin tespit edilmesinde yüksek doğruluk seviyesinde en önemli değiĢkenler 

buzağılama mevsimi, CYP19-PvuII genotipi, gebelik süresi, VKS endeksi, Holstein-

Friesian genlerinin oranı, laktasyonda en yüksek süt verimi ve yaĢ olarak bulunmuĢtur. 

 

Grzesiak vd. (2003), Siyah Alaca ineklerin 305 günlük laktasyon süt veriminin 

tahminlenmesinde YSA ve çoklu regresyon modellerini karĢılaĢtırmıĢlardır. ÇalıĢmada; 

iĢletmedeki 305 günlük süt verimi ortalaması, sağılan gün sayısı, laktasyonun 1., 2., 3. 

ve 4. aylardaki kontrol günlerindeki süt verimi ortalaması ve doğum ayı olmak üzere 7 

değiĢik değiĢken ele alınmıĢtır. ÇalıĢma sonucunda Polonya’daki değerlendirme 
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sistemlerinin sonuçları ile tahminlemede elde edilen değerler benzer bulunduğundan 

YSA modelinin diğer tahminleme yöntemlerine bir seçenek olacağı sonucuna 

ulaĢılmıĢtır. 

 

Grzesiak vd. (2006)’da, süt ineklerinde YSA ve Wood laktasyon eğrisi modeli (Wood 

1967) ile süt verimlerinin tahminlerini karĢılaĢtırmıĢlardır. Bu çalıĢma sonucunda YSA 

parametrelerinin Wood parametre tahminleri ile kıyaslandığında daha düĢük 

tahminleme hatasına sahip olduğu belirlenmiĢtir. 

 

Yapılan baĢka bir çalıĢmada Görgülü (2012), Ġsviçre Esmeri sığırlarında 305 günlük süt 

verimini tahmin etmek için YSA ve çoklu doğrusal regresyon tahminleri 

karĢılaĢtırmıĢtır. Bu amaçla ineklerin 305 günlük süt verimi, 1., 2., 3., ve 4., aylardaki 

kontrol günü süt verimi ortalamaları ve yaĢ, laktasyon sayısı, buzağılama mevsimi gibi 

bazı çevresel faktörler olmak üzere 8 değiĢken değerlendirmeye alınmıĢtır. YSA 

modelinin 305 günlük süt veriminin tahminlenmesinde değiĢkenlerden 1., 2., 3. ve 4. 

kontrol günündeki kayıtların en iyi tahmini sağladığı belirlenmiĢtir. 

 

Yine benzer bir diğer araĢtırmada; Takma vd. (2012), Siyah Alaca ineklerin Laktasyon 

süt verimi (LSV) üzerine laktasyon süresi, buzağılama yılı ve servis periyodunun 

etkisini çoklu doğrusal regresyon ve YSA ile modelleyerek bunların uyum 

kabiliyetlerini karĢılaĢtırmıĢlardır. Bunun sonucunda süt verimlerinin tahmin 

edilmesinde YSA modelinin çoklu doğrusal regresyon modeline göre daha iyi adapte 

olduğu ve daha az hatayla tahmin verdiği saptanmıĢtır. Bu nedenle, YSA’nın regresyon 

analizine karĢı alternatif bir yöntem olabileceği sonucuna ulaĢılmıĢtır. 

 

Ergülen ve Topuz (2008), farklı ırktan 90 inekten elde edilen süt verimlerinin 

tahminlerini YSA ile belirlemiĢtir. LSV’yi etkilediği tahmin edilen; ırk, yaĢ, canlı 

ağırlık, cidago yüksekliği, günlük sağım sayısı ve mevsim özellikleri 90 hayvan 

üzerinde incelenmiĢtir. Tahminlenen ile gözlenen laktasyon süt değerleri birbirleriyle 

karĢılaĢtırıldığında tahmin hatasının minimum olduğu gözlenmiĢtir ve aynı zamanda 

kullanılan altı girdili tek çıktılı yapay sinir ağı yapısının LSV’nin tahmininde oldukça 

uygun bir ağ yapısı olduğu hesaplamalarla ortaya konulan sonuçlar göstermiĢtir. 
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3. MATERYAL VE YÖNTEM 

 

3.1 Materyal  

 

ÇalıĢma materyalini, ġanlıurfa Ġlinde Ġvesi Koyunun Halk Elinde Islahı Projesi I 

(63IVE2006-01) ve Ġvesi Koyunun Halk Elinde Islahı Projesi II (63IVE2011-02) 

kapsamında yürütülen alt projelerde yer alan ve 2019 yılında kuzulayan toplam 5.749 

baĢ Ġvesi Koyunu oluĢturmaktadır (Anonim 2017). Toplam 5.749 baĢ koyundan; proje, 

sürü, doğum ayı (Aralık, Ocak) ve laktasyon süresi sabit faktörlerine göre en az 4 (dört) 

süt verim kontrolü olanlar (5.749 baĢ) belirlenmiĢ ve çoklu regresyon ile yapay sinir 

ağlarıyla LSV tahminleri arasındaki farklılıklar incelenmiĢtir. 

 

Bu amaçla çalıĢmada iki adet veri seti kullanılmaktadır. Bu veri setleri; çoklu regresyon 

ve YSA’nın eğitimleri için gerekli olan eğitim veri seti ve eğitilmiĢ çoklu regresyon ve 

YSA’nın test edilmesi için kullanılan test veri setlerinden oluĢmaktadır. Buna göre 

eğitim verisini toplam 5.749 baĢ koyundan rastgele alınan 4.599 (% 80) baĢ ve test 

verisini ise 1.150 (% 20) baĢ koyun verimleri oluĢmuĢtur. 

 

3.2 Yöntem 

AraĢtırmada kullanılan YSA, insan beyninin çalıĢma prensiplerinden esinlenerek 

geliĢtirilmiĢtir. Ağırlıklı bağlantılar aracılığıyla birbirine bağlanmıĢ ve her biri kendi 

belleğine sahip iĢlem elemanlarından oluĢan paralel ve dağıtılmıĢ bilgi iĢleme 

yapılarıdır. BaĢka bir deyiĢle, canlılarda bulunan sinir sistemindeki ağları taklit eden 

bilgisayar programlarıdır (Aydemir 2018). Sinir sistemimiz kabaca; bilgiyi alıp, 

yorumlayıp ve uygun bir tepki üreten bir sistem olarak açıklanabilir. Alıcı reseptörler, iç 

veya dıĢ ortamlardan aldıkları uyarıları beyne aktaran elektriksel sinyallere 

dönüĢtürmektedir. Tepki reseptörleri ise, beyinin yorumlayıp ürettiği elektriksel iletileri 

uygun çıktılara dönüĢtürmektedir. 
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YSA’da ise girdi bilgileri ile birlikte bunlara denk gelen çıktılar verilir ve bu da yapay 

sinir ağının girdi ve çıktı arasındaki iliĢkiyi öğrenmesini sağlar. Böylece ağın eğitilmesi 

de sağlanmıĢ olur.  YSA, bu bilgi akıĢ Ģeklinden dolayı ileri (feed forward) ve geri 

beslemeli (feed back) olarak sınıflandırılabilmektedirler. Ġleri beslemeli ağ yapısında 

bilgi akıĢı ileriye doğru olmakta ve bu ağda bir giriĢ katmanının yanında bir veya iki 

gizli katmanla beraber çıkıĢ katmanı bulunmaktadır.   

 

YSA’da ilk katman olan giriĢte herhangi bir iĢlem yapılmaz. Bu yüzden girdi ve çıktı 

tabakasındaki iĢlemci öge sayısı probleme bağlıdır. Gizli katman sayısı ile gizli 

katmanlardaki iĢlemci öge sayısı ise girdi ve çıktı tabakalarındaki sinir sayıları dikkate 

alınarak oluĢturulsa da nihai karara deneme yanılmayla ulaĢılmaktadır.  

 

ÇalıĢmada kullanılacak çoklu doğrusal regresyon modeli, aralarında sebep-sonuç 

iliĢkisine sahip bağımlı ve bağımsız değiĢkenler arasındaki iliĢkinin modelini 

saptamaktadır. Ayrıca bu model kullanılarak sonraki zamanlarda yapılacak tahminlere 

olanak sağlamaktadır.  

 

Analizdeki bu model, Y = b0 + b1X1 + b2X2 + b3X3 + b4X4 + εi Ģeklindedir. Modelde Y 

bağımlı değiĢken; X1, proje, X2, sürü, X3, doğum ayı (Aralık, Ocak) ve X4, laktasyon 

süresi olmak üzere b0, regresyon eğrisinin y eksenini kesim noktası, sırasıyla b1, b2, b3 

ve b4 proje, sürü, doğum ayı ve laktasyon süresinin etki miktarlarını gösteren regresyon 

katsayılarını, εi ise ortalaması sıfır, varyansı σ
2
 olan normal dağılıma sahip Ģansa bağlı 

hatayı göstermektedir. 

 

Veriler arasındaki farklılıkların azaltılması ve bir aralıkta sınırlandırılması amacıyla 

analize baĢlamadan önce en yaygın olarak kullanılan D_Min_Max normalizasyon 

tekniği uygulanmıĢtır. Kullanılan normalizasyon formülü aĢağıdaki gibidir.  

 

         [
        
          

]      
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Burada; VR: normalize edilecek veriyi, Vmin: eldeki verilerin en küçüğünü, Vmax: eldeki 

verilerin en büyüğünü göstermektedir. 

 

LSV hesaplama yöntemi olarak; LSV tahminlerini elde etmek için, Fleischmann metodu 

(Barillet vd. 1992) kullanılmıĢtır ve bu metodun genel ifadesi Ģöyledir:  

 

             ∑
       

 

 

   

                

 

EĢitlikte yer alan; LSV, toplam laktasyon süt verimi; A1, doğumdan birinci süt kontrol 

sağımına kadar geçen gün sayısı; Ai, i’ninci ile i-1’inci kontrol sağımı arasındaki gün 

sayısı; Si, i’ninci kontrol sağımındaki süt miktarı; ve 15 ise, son kontrol süt sağımından 

laktasyonun bitimine kadar geçtiği varsayılan gün sayısıdır. 

 

YSA ve bu modellerin karĢılaĢtırılmalı olarak incelenmesinde ise düzeltilmiĢ belirleme 

katsayısı (R
2
) ve tahmin performans ölçümleri olan hata kareler ortalamasının karekökü 

(Root Mean Square Error-RMSE), ortalama mutlak sapma (Mean Absolute Deviation-

MAD) ve ortalama mutlak yüzde hata (Mean Absolute Percentage Error-MAPE) 

ölçüleri alınmıĢtır. Bu ölçülere göre yüksek R
2
 ve RMSE, MAD ve MAPE değerleri 

küçük olan ağ tercih edilmiĢtir. Bu eĢitlikler aĢağıdadır (Zhang ve Hu 1998, Cho 2003, 

Takma vd. 2012). 
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Burada, n: gözlem sayısı, yi: gözlem değeri,  ̂ : tahminlenen değer, p: bağımsız 

değiĢken sayısını göstermektedir. 

 

Yukardaki eĢitliklere göre tahmin değerlerle gözlenen değerler arası farkın 

hesaplanmasında tahmin değerler tekrar geriye dönüĢtürülmüĢtür. Bu amaçla aĢağıda 

verilen eĢitlik kullanılmıĢtır. 

 

    
(      )

   
   (         )       

 

Burada; VN: normalize veriyi, Vmin: eldeki verilerin en küçüğünü, Vmax: eldeki verilerin 

en büyüğünü göstermektedir. 

 

YSA’nın topolojisine gelindiğinde; 

 

Bu çalıĢmada kullanılan YSA’nın optimum topolojisini bulmak için çok sayıda deneme 

yapılmıĢtır. Bu amaçla; bir, iki, üç, dört ve beĢ gizli katmanlı modeller denenmiĢtir. 

Gizli katmanlardaki nöron sayıları da her bir katman için ayrı ayrı denenmiĢtir. Bu 

denemeler sonucunda en düĢük hata ve en yüksek uyuma sahip ağın optimum olduğu 

kabul edilmiĢtir. 

 

Ağın topolojisinde gizli katmalarda yer alan nöron sayısının çok olması durumunda 

iĢlem yükünün arttığı bilinmektedir (Alpaydın 2010). Bu nedenle YSA ile yapılan 
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denemelerde gizli katman sayısının üç ve her bir katmandaki nöron sayısının beĢ 

alınması uygun görülmüĢtür (ġekil 3.1). 

 

 

ġekil 3.1 Katman sayısı ve her bir katmandaki nöron sayısı (MATLAB 2019) 

 

Bunun yanı sıra YSA’nın eğitim algoritması için çok katmanlı ileri beslemeli geri 

yayılımlı ağ tipi kullanılmıĢtır. Eğitim fonksiyonun için TRIANGDM (Momentum 

terimli geri yayılım algoritması), öğrenme fonksiyonu olarak LEARNGDM 

(Momentum ağırlıklı gradyan iniĢli öğrenme fonksiyonu) ve katmanlar arasındaki 

aktivasyon fonksiyonu olarak tanjant sigmoid fonksiyonu kullanılmıĢtır (ġekil 3.2).  
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ġekil 3.2 Ağ mimarisi (MATLAB 2019) 

 

Yakınsama kriteri olarak 1.10
-6

 ve her bir çalıĢtırmada algoritmanın sonlandırılmasında 

maksimum 1.000 devir (epoch) alınmıĢtır. Ayrıca öğrenme katsayısı (lr) 0,5 ve 

momentum katsayısı (mc) 0,9 olarak alınmıĢtır (ġekil 3.3). Analizlerde MATLAB 

R(2019)a programı kullanılmıĢtır. 
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ġekil 3.3 YSA eğitim yapısı (MATLAB 2019) 
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4. ARAġTIRMA BULGULARI 
 

ÇalıĢma materyali olarak kullanılan ġanlıurfa Ġlinde Ġvesi Koyunun Halk Elinde Islahı 

Projesi I (63IVE2006-01) ve Ġvesi Koyunun Halk Elinde Islahı Projesi II (63IVE2011-

02) kapsamında yürütülen alt projelerde yer alan ve 2019 yılında kuzulayan toplam 

5.749 baĢ Ġvesi koyununa ait laktasyon süresine (LS), LSV’ye ve günlük ortalama süt 

verimine (GOSV) ait veriler çizelge 4.1’de verilmiĢtir. Burada; LS’ye bakıldığında min. 

104, mak. 164 gün ve ortalama 125 gün olduğu görülmektedir. LSV, min. 27 kg iken 

mak. 197 kg ve ortalamasının 73 kg olduğu görülmektedir. GOSV’nin 242 g’dan 1.440 

g’a kadar bir dağılım gösterdiği ve ortalamasının da 590 g olduğu görülmektedir.  

 

Çizelge 4.1 Genel veri setinde açıklayıcı istatistiki veriler 

 

DeğiĢken N Ortalama 
Ortalamanın 

Standart Hatası 

Varyasyon 

Katsayısı 
Min. Mak. 

LS (gün) 5749 124,54 0,14 8,63 104,00 164,00 

LSV (kg) 5749 73,41 0,27 28,15 27,29 196,86 

GOSV (g) 5749 589,71 2,08 26,71 241,54 1.439,68 

 

Daha sonra çalıĢmada kullanılmak üzere bu veri seti, çoklu regresyon ve YSA’nın 

eğitimleri için gerekli olan eğitim veri seti ve eğitilmiĢ çoklu regresyon ve YSA’nın test 

edilmesi için kullanılan test veri setleri olmak üzere 5.749 baĢ Ġvesi koyunundan 

rastgele alınan % 80’i eğitim ve % 20’si ise test için iki adet veri setine ayrılmıĢtır.  

 

Eğitim ve test veri seti kendi içinde incelendiğinde;  

 

LS’ye bakıldığında; eğitim veri seti için toplam 4599 gözlem sayısına göre LS, min. 104 

gün ve mak. 163 iken ortalama 125 gün olarak gerçekleĢmiĢtir. Test veri seti için alınan 

1150 gözlem sayısına göre sırasıyla min. 104 gün, mak. 164 gün ve ortalama 123 gün 

olarak gerçekleĢmiĢtir (Çizelge 4.2).  
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LSV bakımından incelendiğinde; eğitim veri seti için toplam 4599 gözlem sayısına göre 

LSV, min. 29 kg ve mak. 197 kg iken ortalama 74 kg olarak gerçekleĢmiĢtir. Test veri 

seti için alınan 1150 gözlem sayısına göre sırasıyla min. 27 kg, mak. 166 kg ve ortalama 

70 gün olarak gerçekleĢmiĢtir (Çizelge 4.2).  

 

GOSV bakımından incelendiğinde ise; eğitim veri seti için toplam 4599 gözlem sayısına 

göre GOSV, min. 257 g ve mak. 1.440 g iken ortalama 596 g olarak gerçekleĢmiĢtir. 

Test veri seti için alınan 1150 gözlem sayısına göre sırasıyla min. 242 g, mak. 1.276 g 

ve ortalama 566 g olarak gerçekleĢmiĢtir (Çizelge 4.2).  

 

Çizelge 4.2 Eğitim ve test veri setine ait açıklayıcı istatistiki veriler 

 

DeğiĢken Durum N Ortalama 

Ortalamanın 

Standart 

Hatası 

Varyasyon 

Katsayısı 
Min. Mak. 

LS (gün) 

Eğitim 4599 124,89 0,16 8,46 104,00 163,00 

Test 1150 123,16 0,34 9,21 104,00 164,00 

LSV (kg) 

Eğitim 4599 74,36 0,31 28,67 29,19 196,86 

Test 1150 69,63 0,51 24,85 27,29 165,90 

GOSV (g) 

Eğitim 4599 595,61 2,40 27,30 256,54 1.439,68 

Test 1150 566,10 3,91 23,41 241,54 1.276,16 

 

Bu eğitim ve test veri setleri doğum ayına göre incelendiğinde;  

 

LS’ye bakıldığında; eğitim veri seti için Aralık ayında alınan toplam 3806 gözlem 

sayısına göre LS, min. 110 gün ve mak. 163 gün iken ortalama 128 gün olarak 

gerçekleĢmiĢtir. Test veri seti için alınan 796 gözlem sayısına göre sırasıyla min. 113 

gün ve mak. 164 gün iken ortalama 129 gün olarak gerçekleĢmiĢtir. Eğitim veri seti için 

Ocak ayında alınan toplam 793 gözlem sayısına göre LS, min. 104 gün ve mak. 115 gün 

iken ortalama 110 gün olarak gerçekleĢmiĢtir. Test veri seti için alınan 354 gözlem 
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sayısına göre sırasıyla min. 104 gün ve mak. 115 gün iken ortalama 110 gün olarak 

gerçekleĢmiĢtir (Çizelge 4.3, Çizelge 4.4). 

 

LSV bakımından incelendiğinde; eğitim veri seti için Aralık ayında alınan toplam 3806 

gözlem sayısına göre LSV, min. 29 kg ve mak. 197 kg iken ortalama 77 kg olarak 

gerçekleĢmiĢtir. Test veri seti için alınan 796 gözlem sayısına göre sırasıyla min. 35 kg 

ve mak. 166 kg iken ortalama 73 kg olarak gerçekleĢmiĢtir. Eğitim veri seti için Ocak 

ayında alınan toplam 793 gözlem sayısına göre LVS, min. 30 kg ve mak. 120 kg iken 

ortalama 62 kg olarak gerçekleĢmiĢtir. Test veri seti için alınan 354 gözlem sayısına 

göre sırasıyla min. 27 kg ve mak. 126 kg iken ortalama 61 kg olarak gerçekleĢmiĢtir 

(Çizelge 4.3, Çizelge 4.4). 

 

GOSV bakımından incelendiğinde ise; eğitim veri seti için Aralık ayında alınan toplam 

3806 gözlem sayısına göre GOSV, min. 257 g ve mak. 1.440 g iken ortalama 603 g 

olarak gerçekleĢmiĢtir. Test veri seti için alınan 796 gözlem sayısına göre sırasıyla min. 

274 g ve mak. 1.276 g iken ortalama 571 g olarak gerçekleĢmiĢtir. Eğitim veri seti için 

Ocak ayında alınan toplam 793 gözlem sayısına göre GOSV, min. 278 g ve mak. 1.086 

g iken ortalama 559 g olarak gerçekleĢmiĢtir. Test veri seti için alınan 354 gözlem 

sayısına göre sırasıyla min. 242 g ve mak. 1.123 g iken ortalama 556 g olarak 

gerçekleĢmiĢtir (Çizelge 4.3, Çizelge 4.4). 
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Çizelge 4.3 Doğum ayına göre eğitim veri setine ait açıklayıcı istatistiki veriler 

 

DeğiĢken 
Doğum 

Ayı 
N Ortalama 

Ortalamanın 

Standart 

Hatası 

Varyasyon 

Katsayısı 
Min. Mak. 

LS (gün) 

Aralık 3806 127,94 0,14 6,96 110,00 163,00 

Ocak 793 110,22 0,10 2,43 104,00 115,00 

LSV (kg) 

Aralık 3806 77,02 0,35 28,32 29,19 196,86 

Ocak 793 61,61 0,44 20,29 29,76 119,93 

GOSV 

(g) 

Aralık 3806 603,19 2,75 28,18 256,54 1.439,68 

Ocak 793 559,25 4,07 20,50 278,14 1.085,81 

 

 

Çizelge 4.4 Doğum ayına göre test veri setine ait açıklayıcı istatistiki veriler 

 

DeğiĢken 
Doğum 

Ayı 
N Ortalama 

Ortalamanın 

Standart 

Hatası 

Varyasyon 

Katsayısı 
Min. Mak. 

LS (gün) 

Aralık 796 128,84 0,31 6,80 113,00 164,00 

Ocak 354 110,38 0,16 2,79 104,00 115,00 

LSV (kg) 

Aralık 796 73,31 0,64 24,52 34,80 165,90 

Ocak 354 61,37 0,65 19,84 27,30 125,77 

GOSV (g) 

Aralık 796 570,68 5,04 24,91 274,00 1.276,16 

Ocak 354 555,79 5,70 19,29 241,54 1.122,96 

 

Bu eğitim ve test veri setleri proje bazlı incelendiğinde;  

 

LS’ye bakıldığında; eğitim veri seti için 1. Projeden alınan toplam 2288 gözlem sayısına 

göre LS, min. 106 gün ve mak. 156 gün iken ortalama 126 gün olarak gerçekleĢmiĢtir. 

Test veri seti için alınan 345 gözlem sayısına göre sırasıyla min. 107 gün ve mak. 153 
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gün iken ortalama 124 gün olarak gerçekleĢmiĢtir. Eğitim veri seti için 2. Projeden 

alınan toplam 2311 gözlem sayısına göre LS, min. 104 gün ve mak. 163 gün iken 

ortalama 124 gün olarak gerçekleĢmiĢtir. Test veri seti için alınan 805 gözlem sayısına 

göre sırasıyla min. 104 gün ve mak. 164 gün iken ortalama 123 gün olarak 

gerçekleĢmiĢtir (Çizelge 4.5, Çizelge 4.6). 

 

LSV bakımından incelendiğinde; eğitim veri seti için 1. Projeden alınan toplam 2288 

gözlem sayısına göre LSV, min. 29 kg ve mak. 197 kg iken ortalama 85 kg olarak 

gerçekleĢmiĢtir. Test veri seti için alınan 345 gözlem sayısına göre sırasıyla min. 28 kg 

ve mak. 166 kg iken ortalama 85 kg olarak gerçekleĢmiĢtir. Eğitim veri seti için 2. 

Projeden alınan toplam 2311 gözlem sayısına göre LVS, min. 43 kg ve mak. 99 kg iken 

ortalama 64 kg olarak gerçekleĢmiĢtir. Test veri seti için alınan 805 gözlem sayısına 

göre sırasıyla min. 45 kg ve mak. 88 kg iken ortalama 63 kg olarak gerçekleĢmiĢtir 

(Çizelge 4.5, Çizelge 4.6). 

 

GOSV bakımından incelendiğinde ise; eğitim veri seti için 1. Projeden alınan toplam 

2288 gözlem sayısına göre GOSV, min. 257 g ve mak. 1.440 g iken ortalama 678 g 

olarak gerçekleĢmiĢtir. Test veri seti için alınan 345 gözlem sayısına göre sırasıyla min. 

242 g ve mak. 1.276 g iken ortalama 685 g olarak gerçekleĢmiĢtir. Eğitim veri seti için 

2. Projeden alınan toplam 2311 gözlem sayısına göre GOSV, min. 331 g ve mak. 690 g 

iken ortalama 514 g olarak gerçekleĢmiĢtir. Test veri seti için alınan 805 gözlem 

sayısına göre sırasıyla min. 356 g ve mak. 641 g iken ortalama 515 g olarak 

gerçekleĢmiĢtir (Çizelge 4.5, Çizelge 4.6). 
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Çizelge 4.5 Projeler bazında eğitim veri setine ait açıklayıcı istatistiki veriler 

 

DeğiĢken Proje N Ortalama 

Ortalamanın 

Standart 

Hatası 

Varyasyon 

Katsayısı 
Min. Mak. 

LS (gün) 

1. Proje 2288 125,54 0,19 7,08 106,00 156,00 

2. Proje 2311 124,24 0,25 9,63 104,00 163,00 

LSV (kg) 

1. Proje 2288 85,13 0,52 29,36 29,19 196,86 

2. Proje 2311 63,69 0,16 11,89 42,86 99,29 

GOSV (g) 

1. Proje 2288 678,32 4,03 28,43 256,54 1.439,68 

2. Proje 2311 513,72 1,00 9,40 330,88 690,12 

 

 

Çizelge 4.6 Projeler bazında test veri setine ait açıklayıcı istatistiki veriler 

 

DeğiĢken Proje N Ortalama 

Ortalamanın 

Standart 

Hatası 

Varyasyon 

Katsayısı 
Min. Mak. 

LS (gün) 

1. Proje 345 123,60 0,45 6,82 107,00 153,00 

2. Proje 805 122,97 0,44 10,07 104,00 164,00 

LSV (kg) 

1. Proje 345 84,72 1,26 27,72 27,29 165,90 

2. Proje 805 63,17 0,26 11,48 44,68 88,38 

GOSV (g) 

1. Proje 345 685,19 9,81 26,58 241,54 1.276,16 

2. Proje 805 515,06 1,65 9,11 356,12 640,62 
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Bu çalıĢmada doğrusal regresyon modeli ve yapay sinir ağları ile yapılan analizlerin 

karĢılaĢtırılması amacıyla RMSE, MAD, MAPE ve R
2
 değerleri karĢılaĢtırılmıĢtır. Buna 

göre en düĢük RMSE, MAD, MAPE ve en yüksek R
2
 değerli modelin en iyi uyum 

sağlayacağı öngörülmüĢtür. 

 

ÇalıĢmada hesaplanan söz konusu iyi uyum kriterlerinin eğitim ve test veri setlerine 

göre çok değiĢmediği belirlenmiĢtir. Ancak en düĢük RMSE, MAD ve MAPE 

değerlerine test seti üzerinde doğrusal regresyon modelinin kullanılması sonucu 

ulaĢılmıĢtır. Bunu sırasıyla YSA test seti tahminleri, doğrusal regresyon modeli eğitim 

seti ve YSA eğitim seti tahminleri izlemiĢtir. 

 

Öte yandan, R
2
 değerleri YSA eğitim ve test setinde sırasıyla 0,55 ve 0,62 değerleri 

doğrusal regresyon modeli ile hesaplanan eğitim ve test setinde bulunan sırasıyla 0,31 

ve 0,41 değerlerinden daha büyük bulunmuĢtur (Çizelge 4.7). 

 

Çizelge 4.7 Ġyi uyum kriterlerine göre modellerin karĢılaĢtırma tablosu 

 

 
DOĞRUSAL 

Eğitim 

DOĞRUSAL 

Test 

YSA 

Eğitim 

YSA 

Test 

RMSE 17702,31 15528,64 17864,83 16801,78 

MAD 12014 10844 12427 11461 

MAPE 16,40 14,36 17,30 14,73 

R
2
 0,31 0,41 0,55 0,62 
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5. TARTIġMA VE SONUÇLAR 

 

Bu çalıĢmada Ġvesi Koyunlarının LSV’ye çoklu doğrusal regresyon ile YSA modelleri 

uygulanmıĢtır. YSA’nın birçok modeli üzerinde denenmesi ve baĢarılı sonuçlar elde 

edilmesinden dolayı ileri beslemeli geri yayılımlı bir yapay sinir ağı kullanılmıĢtır. 

Yaptığımız ön çalıĢmalarda elde ettiğimiz sonuçlara göre, süt verimine etkisi olduğu 

düĢünülen bütün faktörlerden istatistiki öneme sahip olanlar bağımsız değiĢkenler 

kümesi olarak YSA yanında ayrıca çoklu doğrusal regresyon modeli ile de analiz 

edilmiĢtir. Söz konusu modeller ile elde edilen sonuçlar daha sonra YSA modellerinin 

sonuçlarıyla karĢılaĢtırılmalı olarak incelenmiĢtir. 

 

En iyi uyuma sahip modelin tespitinde “model iyi uyum kriterleri” esas alınmıĢtır. Bu 

amaçla belirleme katsayısı (R
2
) ve hata varyansı ölçümleri olan RMSE, MAD, MAPE 

değerleri hesaplanmıĢtır. Bu değerlere göre en yüksek R
2
 ve en düĢük RMSE, MAD ve 

MAPE değerli model en iyi model olarak kabul edilmiĢtir. Analizler sonucu elde edilen 

R
2
 değerleri YSA için sırasıyla eğitim ve test setleri için 0,55 ile 0,62; çoklu doğrusal 

regresyon için ise 0,31 ile 0,41 arasında olduğu bulunmuĢtur. Bu durumda YSA 

modelinin doğrusal regresyon modelinden daha iyi belirleme katsayısı değerlerine sahip 

olduğu belirlenmiĢtir. Ancak aynı durum RMSE, MAD, MAPE değerlerinde söz konusu 

değildir. Hata varyansı değerleri doğrusal regresyon modeli ve yapay sinir ağları modeli 

için yaklaĢık aynı; fakat az bir oranda doğrusal regresyon modelinde daha düĢük 

bulunmuĢtur. Bunun sebebinin inceleme konusu verilerde bulunan bazı aĢırı sapma 

gösteren gözlemlerden kaynaklandığı düĢünülmektedir. Nitekim yapay sinir ağları 

tahminlemesinde verilerin normal dağılıĢ varsayımını taĢıması beklenmemektedir. 

Normal dağılmayan verilerde iyi uyum yakalanmasına rağmen, hata varyanslarında 

böyle bir değiĢikliğin olabilmesi muhtemel bulunmuĢtur.  

 

Bu çalıĢmanın hayvancılıkta yapılacak araĢtırmalarda YSA’nın geleneksel çalıĢmalara 

üstünlüğünü araĢtıracak olan baĢka çalıĢmalara katkıda bulunacağı düĢünülmektedir. 

Sonuç olarak, YSA’nın doğrusal regresyona alternatif bir metot olarak önerilebileceği 

görülmektedir. 
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